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一种空间分布式变阶数自适应网络滤波算法

张勇刚 1 王程程 1 魏 野 1 李 宁 1 周卫东 1

摘 要 现有的自适应网络滤波算法大都假设未知参数向量的阶数已知且恒定, 无法解决阶数未知或时变条件下的参数向量

估计问题. 以最小化网络均方误差为准则, 提出一种空间分布式变阶数自适应网络滤波算法. 该算法仅要求网络中的各节点与

相邻节点进行通信, 通过扩散的方式实现整个网络数据信息的融合, 具有计算量小、可操作性强及估计精度高的特点. 仿真表

明, 提出的算法能够有效地估计和跟踪未知参数向量的阶数和权值.
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A Spatially Distributed Variable Tap-length Strategy over Adaptive Networks
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Abstract Among the existing strategies over adaptive networks, the tap-length of an unknown parameter vector is

assumed to be known a prior and constant, thus they are not suitable in the context where the optimal tap-length is

unknown or variable. We therefore propose a spatially distributed variable tap-length algorithm over adaptive networks,

based on the rule of least mean square error of the entire network. In the approach, the data of the network diffuse

across the nodes through local iterations between the nodes and their neighbors, thus the accuracy is guaranteed, while

only a small computation is required. Simulations show that the proposed strategy is effective to track and estimate the

parameter vector of interest in terms of tap-length and weights.
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自适应网络滤波利用空间上分布于不同位置的

多个节点的量测、输入及估计信息共同估计未知的

参数向量, 其迭代机理与单一自适应滤波器有很大
不同. 在自适应网络滤波中, 各个节点对参数向量
的估计都不是孤立的, 每个节点对参数的估计都会
使用相邻节点的数据信息, 因此, 与单节点运行的
经典自适应滤波器相比, 空间分布式自适应网络滤
波算法能够充分利用数据的空间分布, 加快参数估
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计的速度, 提高参数估计的准确性, 特别是在环境监
测、智能交通、分布式在线模式识别等数据呈空间

分布的应用领域[1−3]. 根据网络中节点连接方式的
不同, 可将空间分布式自适应网络分为增量式和扩
散式两种结构. 在增量式自适应网络结构中, 每个
节点只与相邻的两个节点进行通信, 网络中的数据
信息依次在各个节点处进行传输和处理. 典型的基
于增量式信息融合的算法有增量式最小均方 (Least
mean squares, LMS) 算法[1] 和增量式递归最小二

乘 (Recursive least squares, RLS)算法[2]. 但是,增
量式结构最大的缺点是, 网络的正常运行需要其中
的每一个节点都能正常运行, 任何一个节点估计失
败都将导致整个系统工作失败. 在扩散式自适应网
络结构中, 每个节点处都有一个由其相邻节点 (包括
该节点自身) 构成的相邻区域, 相邻区域内的节点可
进行量测、输入及估计信息的双向传输, 区域外的
数据信息通过相邻节点的估计信息扩散到该节点处,
从而达到整个网络数据信息的共享, 提高自适应网
络的滤波精度与可靠性. 典型的基于扩散式信息融
合的算法有扩散式 LMS 算法[4−6]、扩散式 RLS 算
法[7]、扩散式卡尔曼滤波算法和平滑算法[8]. 其他基
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于卡尔曼滤波器的网络滤波算法有基于 H∞ 滤波器
的网络滤波算法[9] 和基于粒子滤波器的网络滤波算

法[10]. 文献 [11−14] 给出了基于扩散式信息融合的
自适应网络滤波算法的性能分析. 文献 [15] 讨论了
各网络节点的最优融合方式. 文献 [16−17] 利用各
节点处输入、量测及估计信息的历史数据, 进一步提
高了自适应网络滤波算法的估计精度.
上述提到的自适应网络滤波算法及性能分析存

在的问题是: 只有当待估计参数向量的阶数已知且
恒定的情况下, 上述算法才能够达到相应的滤波精
度, 因而本文称之为固定阶数的自适应网络滤波算
法; 此外, 上述性能分析未涉及对待估计参数向量阶
数未知情况下的论述. 然而在实际应用中, 未知参数
向量的阶数往往也是未知的, 甚至是时变的, 例如对
于多用户回声消除系统和无线通信信道的辨识, 随
着发送装置和接收装置位置的改变, 待辨识系统和
信道的权值和阶数都将改变[18]. 这就给固定阶数的
自适应网络滤波算法的阶数设定带来了困难, 尤其
是在未知参数向量的阶数较大的情况下. 这是因为:
1) 自适应滤波器的阶数会直接影响算法的估计精
度, 若采用的滤波器阶数小于待估计参数向量的阶
数, 对未知参数向量的估计会产生由于建模不充分
而导致的额外均方误差 (Excess mean square error,
EMSE). 因而, 为避免建模不充分, 固定阶数的自
适应滤波算法需要采用一个足够大的滤波器阶数.
2) 自适应滤波器的阶数会影响算法的收敛速度, 若
选用的滤波器阶数过大, 计算量随之增大, 收敛速度
变慢, 对未知参数向量的估计又会产生由于自适应
噪声而导致的 EMSE[19−22]. 因此, 现有的固定阶数
的自适应网络滤波算法不适用于阶数未知或时变条

件下的参数向量估计问题.
为了解决上述问题, 本文提出了一种基于扩散

式信息融合的空间分布式变阶数自适应网络滤波

算法, 称之为空间分布式变阶数归一化 LMS (Spa-
tially distributed variable tap-length normalized
LMS, SDVTNLMS) 算法. 现有的固定阶数的自适
应网络滤波算法, 在估计过程中需要首先根据未知
参数向量阶数的先验知识设定滤波器的阶数, 再对
待估计参数向量的权值进行实时更新迭代. 本文提
出的 SDVTNLMS 算法, 在估计过程中同时对未知
参数向量的阶数和权值进行了实时更新迭代, 因而
操作更加灵活, 适用范围更广. 本文的主要研究工
作和贡献包括: 1) 依据最小化网络均方误差 (Mean
square error, MSE)准则,定义了网络中各节点处理
论最优的滤波器阶数. 2) 通过近似理论最优的滤波
器阶数, 基于扩散式信息融合的思想, 推导出实际可
用的变阶数自适应网络滤波算法, 即 SDVTNLMS
算法, 解决了阶数未知或时变条件下的参数向量估

计问题. 3) 仿真表明, 无论是在高信噪比条件下, 还
是在低信噪声比条件下, 当未知参数向量的阶数时
变时, 本文提出的 SDVTNLMS 算法都能够有效地
估计并跟踪未知参数向量的阶数和权值; 且与固定
阶数的自适应网络滤波算法相比, 该算法收敛速度
快且稳态误差低.

1 自适应网络滤波问题描述

已知网络中有一系列节点分布在空间的不同位

置, 如图 1 所示, 自适应网络滤波的目的是利用这些
节点的量测、输入与估计信息联合估计网络中的未

知参数向量[8]. 对于网络中的每个时间点和每个节
点, 假设节点接收的数据与待估计参数向量之间满
足如下的数学模型:

dk(i) = uuuT
k,L(i)wwwopt,L + vk(i) (1)

其中, dk(i) 为节点 k 处 i 时刻的量测信号, uuuk,L(i)
为节点 k 处 i 时刻的输入向量, (·)T 表示求向量或
矩阵的转置, L 为待估计参数向量 wwwopt,L 的阶数,
opt 表征该向量为最优的滤波器权向量, vk(i) 为节
点 k 处 i 时刻的量测噪声, 取自空间上相互独立的
零均值、独立同分布的白噪声序列, 且节点 k 处的

序列方差为 σ2
v,k. 对于网络中的任意节点 {k, l} 及

任意时间点 {i, j} 有: 随机序列 vk(i) 与 uuul(j) 相互
独立. 与现有的固定阶数的自适应网络滤波算法假
设 L 已知且恒定不同, 本文假设阶数 L 未知且需要

估计. 因而, 本文提出的算法需要分别对未知参数向
量的阶数和权值进行估计. 图 1 中wwwk,Nk,i

(i) 为节点
k 处 i 时刻对 wwwopt,L 建模的权向量, 其中 Nk,i 为该

节点处 i 时刻的滤波器阶数. 节点 k 处 i 时刻的滤

波器输出误差可表示为:

ek,i(www, N) := dk(i)− uuuT
k,N(i)wwwN (2)

其中, wwwN 为滤波器权向量, N 为滤波器阶数. 依据
最小化MSE 的准则, 需要自适应迭代滤波器权向量
wwwN , 使得网络中所有节点处的 MSE 和最小. 本文
拟利用扩散式自适应网络的结构提出一种空间分布

式变阶数自适应网络滤波算法, 以实现对 wwwN 的实

时迭代.
基于扩散式信息融合的空间分布式自适应网络

滤波算法的基本思想是: 网络中的每个节点 k 仅与

相邻区域 Nk 内的节点 (图 1 中对于节点 k, 相邻区
域Nk 内共有 5 个节点) 相连接, 且相邻节点间可进
行量测、输入及估计信息的双向传输 (对于网络中的
任意节点 {k},其相邻节点向该节点的信息传输过程
如图 1 所示, 因而相邻节点间的信息传输是双向的).
第 k 个节点处的参数向量估计将会用到相邻区域

内所有节点 {l ∈ Nk} 的量测、输入及估计信息
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{dl(i),uuul(i),wwwl,Nl,i
(i)}, ∈ 表示前者与后者的所属关

系. 通过这种传输方式, 所有节点的数据信息得以共
享, 从而提高对参数向量的估计速度和估计精度. 本
文研究的问题为: 在 wwwopt,L 的阶数未知或时变条件

下, 如何充分利用网络中所有节点的信息, 实现对
wwwopt,L 的阶数及权值的快速和准确估计.

图 1 基于扩散式信息融合的空间分布式自适应网络滤波

算法示意图[8]

Fig. 1 Representation of the spatially distributed

strategy over adaptive networks based on diffusion

protocol[8]

2 基于扩散MSE的最优阶数定义

为推导和分析的方便, 本文假设: 文中的所有信
号均为实值信号; 节点 k 处的输入序列 uuuk(i) 为空
间上相互独立的零均值、独立同分布的白噪声序列,
序列方差为 σ2

u,k; 随机序列 {dk(i),uuuk(i)} 为联合宽
平稳 (Wide-sense stationary, WSS) 随机序列.
为解决第 1 节所描述的参数向量估计问题, 对

于整个自适应网络, 首先定义 i 时刻全局MSE 为 i

时刻网络中所有节点处的MSE 和:

MSEglob
i (www, N) :=

P∑
k=1

E[e2
k,i(www, N)] (3)

其中, MSEglob
i 表示 i 时刻的全局MSE,

∑
(·) 表示

求和, P 为网络中的总节点数, E[·] 表示求期望, 输
出误差 ek,i(www, N) 的定义同式 (2). 根据全局 MSE
进行未知参数向量的估计需要传输网络中所有节点

的输入与量测信息并进行集中处理, 因而计算量大
且可操作性差, 不适用于实际应用. 在如图 1 所示
的空间分布式自适应网络中, 网络中的每一个节点
k 仅可与相邻区域 Nk 内的节点进行数据信息的传

输, 鉴于分布式网络的结构, i 时刻节点 k 处的局部

MSE, 可以首先定义为 i 时刻网络 Nk 内所有节点

处MSE 的加权和[4]:

MSEloc1
k,i (www, N) :=

∑
l∈Nk

cl,kE[e2
l,i(www, N)] (4)

其中, MSEloc1
k,i 表示节点 k 处 i 时刻的局部MSE 的

定义 1, cl,k 为自适应融合权系数, 用于分配 i 时刻

节点 k 处相邻区域内的量测与输入信息, 且满足[4]:

cl,k = 0, l /∈ Nk, C111 = 111, 111TC = 111T (5)

式中, 111 为 P × 1 维向量, 且向量中各元素均为 1.
C = [cl,k]l,k,∀l, k = 1, 2, · · · , P 为自适应融合权系

数矩阵, ∀ 表示在所属区间内任取. 通常情况下, 根
据Metropolis 规则计算 cl,k, 即 [5]:

cl,k =





1
max(nk, nl)

, k 与 l 连接且 k 6= l

0, k 与 l 不连接

1− ∑
l∈Nk/{k}

cl,k, k = l

(6)

其中, nk = deg(Nk),∀k = 1, 2, · · · , P 表示 Nk 中

所含节点数. max(·) 表示求所属区间的最大值,
Nk/{k} 表示 Nk 中除 k 节点以外的其他节点. 联
合式 (3)∼ (6) 可知, i 时刻的全局MSE 与各节点处
的局部MSE 满足:

MSEglob
i (www, N) =

P∑
k=1

MSEloc1
k,i (www, N) (7)

可见, 自适应融合权系数 cl,k 的定义式 (5) 和式 (6)
保证了各节点处的局部 MSE 与 MSE 定义的等效
性. 两者不同的是: 前者融合了相邻区域内所有节
点处的量测与输入信息, 而后者仅利用了本地节点
处的数据信息. 根据局部MSE (4) 及量测与输入序
列的联合WSS 假设, 可以得到节点 k 处滤波器阶

数为 N 时的最优本地估计量wwwloc
k,N 为:

wwwloc
k,N =

{
www

∣∣∣∣
∂MSEloc1

k,i (www, N)
∂www

= 0

}
=

(∑
l∈Nk

cl,kRuuuN ,l

)−1 (∑
l∈Nk

cl,krrrduuuN ,l

)
(8)

其中, RuuuN ,k = E[uuuk,N(i)uuuT
k,N(i)] 为节点 k 处输入

向量的自相关矩阵, rrrduuuN ,k = E[dk(i)uuuk,N(i)] 为节
点 k 处量测信号与输入向量的互相关向量. 可以
证明: 若 N = L, 则 wwwloc

k,N = wwwopt,L
[4]. 基于方程

(1)、(2)、(4) 和 (8), 节点 k 处 i 时刻的局部 MSE
可以重新定义为[4]:

MSEloc2
k,i (www, N) :=

(
wwwN −wwwloc

k,N

)T

(∑
l∈Nk

cl,kRuuuN ,l

)
×

(
wwwN −wwwloc

k,N

)
+

∑
l∈Nk

cl,kσ
2
v,l (9)
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其中, MSEloc2
k,i 表示节点 k 处 i 时刻的局部 MSE

的定义 2, 上式中应用假设: 本地估计量 wwwloc
k,N ≈

wwwopt,L.
定义 (4) 与定义 (9) 的不同之处在于: 前者定

义的局部 MSE 利用了相邻节点处的输入与量测信
息, 而后者的定义利用的是各节点处的本地估计量.
从式 (8) 中可以看到, 网络中各节点处的本地估计
量均融合了相邻节点处的输入与量测信息, 因而在
实质上, 定义 (4) 与定义 (9) 是等价的.
对比全局 MSE (方程 (3)) 与局部 MSE (方程

(4) 和方程 (9)) 可知: 网络中的各节点利用局部
MSE 对未知参数向量进行估计仅需获取相邻节点
处的输入与量测信息, 且数据处理可在本地节点处
进行, 因而计算量小且可操作性强. 根据局部 MSE
估计参数向量的缺点是: 对于网络中的每一个节点,
只有相邻区域内的数据信息得到了共享, 无法充分
利用网络中其他节点处的数据信息, 估计精度无法
保证.
基于以上分析, 需要考虑以下几方面: 1) 融合

网络中更多的数据信息来进行各节点处未知参数向

量的估计; 2) 网络中的各个节点只能获取相邻节点
处的数据信息; 3) 网络中各节点处的本地估计量体
现了其相邻区域内所有节点处的量测及输入信息.
解决方法是: 基于局部 MSE 方程 (4) 和方程 (9),
定义节点 k 处 i 时刻的扩散MSE 为相邻区域内所
有节点处 i 时刻的局部MSE 和[4]:

MSEdist
k,i (www, N) :=

∑
l∈Nk

cl,kE[e2
l,i(www, N)]+

∑

l∈Nk/{k}
bl,k

∥∥wwwN −wwwloc
l,N

∥∥2

(10)

其中, bl,k 为空间融合权系数, ‖ · ‖ 表示向量的欧
几里得范数. 上式中, 假设对于节点 k 的相邻节点

{l ∈ Nk} 的相邻区域内的输入向量自相关矩阵的加
权和有:

∑
s∈Nl

cs,lRuuuN ,s ≈ bl,kIN , IN 为 N 维单位

阵, 这可由网络中各节点处的输入向量取自零均值、
独立同分布的白噪声序列的假设中得到. 此外, 忽略
方程 (9) 中的相邻节点处量测噪声序列方差的加权
和

∑
l∈Nk/{k}

∑
s∈Nl

cs,lσ
2
v,s, 因为其只取决于待估

计的系统, 不依赖于滤波器权向量. 空间融合权系数
bl,k 用于分配当前时刻节点 k 处相邻区域内各节点

处的滤波器权向量 (在本文第 3.1 节中将详细说明),
且满足以下条件[4]:

bl,k = 0, l /∈ Nk, 111TB = 111T (11)

式中, B = [bl,k]l,k,∀l, k = 1, 2, · · · , P 为空间融合

权系数矩阵. 通常情况下, 根据相关度原则计算 bl,k,

即[7]:

bl,k =





nl∑
l∈Nk

nl

, l 与 k 连接

0, 其他

(12)

从定义 (10) 中可以看出: 对于网络中的每个节
点 k, 扩散MSE 表示的是其相邻区域 Nk 内的局部

MSE 的总和. 其中, 定义 (10) 中第 1 项来自定义
(4), 是节点 k 处的局部MSE, 利用了相邻区域内各
节点处的量测与输入信息. 第 2 项来自定义 (9), 是
相邻区域内其他节点处局部MSE 的总和, 利用了相
邻节点处的本地估计量. 这样, 扩散MSE 的定义就
融合了相邻区域内各节点处的量测、输入及估计信

息, 而各节点处的本地估计量又融合了其相邻节点
处的量测及输入信息, 那么, 这些信息就将通过本地
估计量扩散到相邻区域以外的其他节点处, 进而整
个网络中的数据信息在本地节点处得到了共享. 因
此, 利用扩散MSE 来求解参数向量估计量, 既减小
了计算量, 增加了可操作性, 又提高了估计精度.

基于扩散 MSE 方程 (10), 通过如下的代价函
数定义节点 k 处最优的滤波器阶数:

N opt
k := min{N |MSEdist

k,∞(www, 1 : N −∆|N)−
MSEdist

k,∞(www, N) ≤ ξ, N ≥ ∆}
(13)

其中, N opt
k 是节点 k 处最优的滤波器阶数, min{·}

为最小值操作, MSEdist
k,∞为稳态 (i →∞)扩散MSE.

1 : N −∆|N 表示 N × 1 维向量的前 N −∆ 个元
素, 为描述方便, 简记为 N −∆. ∆ 为正整数, 用于
避免算法收敛于次优阶数[18−19]. 参数 ξ > 0 由设定
的估计精度决定.

值得注意的是, 通常情况下稳态 MSE 是滤
波器阶数的减函数[18], 即 MSEdist

k,∞(www, N − ∆) ≥
MSEdist

k,∞(www, N), 但两者的差别会随着滤波器阶数
的增加而逐渐减小, 当滤波器阶数足够大 (N >

L) 时, 由于自适应噪声的存在, 甚至可以得到
MSEdist

k,∞(www, N − ∆) < MSEdist
k,∞(www, N), 此时的 N

仍满足上述不等式, 但已经不是最优的滤波器阶数
了.

3 空间分布式变阶数归一化最小均方算法

3.1 SDVTNLMS算法

在推导变阶数自适应网络滤波算法之前, 首先
考虑滤波器阶数的快速收敛问题, 这一问题在滤波
器的初始迭代阶数大于最优阶数或最优阶数变小

的情况下, 尤其突出. 对单节点的变阶数自适应滤
波算法的研究表明, 当滤波器阶数大于最优阶数时,
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由于阶数变化 (由N 变化为 N −∆)而造成的稳态
MSE 的差别不再明显, 滤波器阶数的自适应速度变
慢, 表现为阶数会在某一范围内浮动, 直接影响了
阶数的快速收敛, 进一步导致对未知参数向量的估
计速度变慢[18]. 为避免变阶数自适应网络滤波算法
出现收敛缓慢的问题, 我们借鉴泄漏 LMS 算法[23],
即在网络中节点 k 处的阶数迭代中引入泄漏因子

0 < αk ¿ 1. 这样做的问题是, 滤波器的阶数必须
为一个整数, 引入泄漏因子无法保证获得一个整数
阶数, 因而采用分数阶数[18] 来进行阶数的实时迭代,
而滤波器的真实阶数仍为正整数, 且只有当分数阶
数超出设定的阈值范围时, 滤波器阶数才会发生变
化. 鉴于以上分析并根据式 (13) 定义的最优滤波器
阶数, 可以得到节点 k 处阶数迭代方程如下:

Nk,f (i + 1) = Nk,f (i)− αk − γk{
MSEdist

k,i (wwwk(i), Nk,i)−
MSEdist

k,i (wwwk(i), Nk,i −∆)
}

(14)

Nk,i+1 =

{
bNk,f (i + 1)c, |Nk,f (i+1)−Nk,i| ≥ δk

Nk,i, 其他

(15)

其中, Nk,f (i + 1) 为节点 k 处当前时刻估计的分数

阶数, 正整数 Nk,i+1 为节点 k 处当前时刻滤波器的

真实阶数. 迭代初始时刻 i = 0, 令 Nk,f (0) = Nk,0,
并设置最小滤波器阶数 Nmin > ∆ 以保证滤波器阶
数Nk,i−∆ 存在且有意义. γk 为节点 k 处阶数的迭

代步长, 且满足 αk ¿ γk. b·c 表示向下取整, | · | 表
示绝对值操作. δk 是一个较小的整数阈值, 用于阶
数迭代噪声较大时, 防止滤波器阶数频繁变化. 对比
方程 (13) 和方程 (14) 可以看到: 在节点 k 处阶

数的实时迭代中, 我们利用前一时刻的滤波器权向
量 wwwk(i) 和阶数 Nk,i 替代了方程 (13) 中的权向量
www 和阶数 N , 并且参数 αk、γk、ξ 满足 αk/γk = ξ

使得方程 (13) 与方程 (14) 得到了等价1. 式 (15)
表明: 只有当节点 k 处当前时刻估计的分数阶数

Nk,f (i + 1) 累积超出 (Nk,i− δk, Nk,i + δk) 时, 滤波
器的阶数才会发生更新.
进一步, 根据定义 (10) 可知, 式 (14) 中的

MSEdist
k,i (wwwk(i), Nk,i) 可分为以下两部分, 即

∑
l∈Nk

cl,kE[e2
l,i(wwwk(i), Nk,i)]

∑
l∈Nk/{k} bl,k

∥∥∥wwwk,Nk,i
(i)−wwwloc

l,Nk,i

∥∥∥
2

其中, 第一部分通过自适应融合权系数矩阵 C 分配

相邻节点处的量测与输入信息, 称为自适应融合; 第

二部分通过空间融合权系数矩阵 B 分配相邻节点

处的滤波器权向量信息, 称为空间融合. 那么, 若将
式 (14) 的阶数迭代方程分两步进行, 在每一步迭代
中, 只利用以上两项中的一项, 则通过调整两部分
的融合顺序, 可以得到两种变阶数自适应网络滤波
算法. 其中, 按照先自适应融合后空间融合的顺序
(Adapt-then-combine, ATC) 进行阶数迭代的算法
相比于采用另一种迭代顺序的算法, 融合了网络中
更多节点的量测与输入信息, 提高了估计精度与收
敛速度[4]. 因而, 本文采用 ATC 的顺序进行阶数的
实时迭代, 则迭代方程式 (14) 可改写为:

Mk,f (i + 1) = Nk,f (i)− αk − γk

∑
l∈Nk

cl,k×
[
e2

l,i(wwwk(i), Nk,i)− e2
l,i

(
wwwk(i), Nk,i −∆

)]
(16)

Nk,f (i + 1) = Mk,f (i + 1)−

γk

∑

l∈Nk/{k}
bl,k

[∥∥∥wwwk,Nk,i
(i)−wwwloc

l,Nk,i

∥∥∥
2

−
∥∥∥wwwk,Nk,i−∆(i)−wwwloc

l,Nk,i−∆

∥∥∥
2
]

(17)

其中, Mk,f (i + 1) > 0 为节点 k 处当前时刻的本地

分数阶数估计. 式 (16) 中, 采用各节点处输出误差
平方的瞬时值近似其期望值以方便迭代. 此外, 我们
可以根据欧几里得范数的定义将式 (17) 中的欧几里
得范数的平方差化简如下:

∥∥∥wwwk,Nk,i
(i)−wwwloc

l,Nk,i

∥∥∥
2

−
∥∥∥wwwk,Nk,i−∆(i)−wwwloc

l,Nk,i−∆

∥∥∥
2

=
∥∥∥wwwk,∆|Nk,i

(i)−wwwloc
l,∆|Nk,i

∥∥∥
2

(18)

其中, 下标∆|Nk,i 定义了一个∆ 维列向量, 其组成
元素为原向量中元素标号在 [Nk,i −∆ + 1, Nk,i] 区
间内的元素, 则方程 (17) 可改写为:

Nk,f (i + 1) = Mk,f (i + 1)−
γk

∑
l∈Nk/{k} bl,k

∥∥∥wwwk,∆|Nk,i
(i)−wwwloc

l,∆|Nk,i

∥∥∥
2

(19)

式中, 需要明确的是估计量 wwwloc
l,∆|Nk,i

, 即节点 l 处最

优的本地估计量的一部分. 若根据式 (8) 的定义来
确定, 节点 l 处需要获得相邻节点的统计信息, 显然
不便于实际应用. 值得注意的是: 当节点 l 处获得了

其相邻节点处的量测及输入信息后, 由固定阶数的
自适应网络滤波算法[4], 可以得到节点 l 处的本地权

1在方程 (13) 中, 若 MSEdist
k,∞(www, N − ∆) − MSEdist

k,∞(www, N) > ξ, 说明 N < Nopt
k , 需要增大滤波器阶数; 而在方程 (14) 中, 若

MSEdist
k,i (wwwk(i), Nk,i −∆)−MSEdist

k, i (wwwk(i), Nk,i) > αk/γk, 则 Nk,f (i + 1) >Nk,f (i), 分数阶数经自适应迭代后增大. 反之亦然成立.
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向量估计:

ψψψl,Nl,i
(i + 1) = wwwl,Nl,i

(i) + µl

∑
s∈Nl

cs,l

‖uuus,Nl,i
(i)‖2

+ε
×

uuus,Nl,i
(i)

[
ds(i)− uuuT

s,Nl,i
(i)wwwl,Nl,i

(i)
]

(20)

其中, 估计量 ψψψl,Nl,i
(i + 1) 为节点 l 处当前时刻的

本地权向量估计, µl 为节点 l 处滤波器权值的迭代

步长, ε > 0 以避免分母为 0. 上式中采用 NLMS 算
法进行滤波器权值的更新, 保证了变阶数算法实时
迭代时的稳定性. 按照式 (20) 相同的方式, 可以得
到式 (19) 中要求的各个相邻节点处的本地权向量估
计, 而且这些权向量都可以在节点 k 处获得, 因而用
ψψψl,Nk,i

(i + 1) 来替换估计量 wwwloc
l,Nk,i

, 则将式 (19) 中
的估计量wwwloc

l,∆|Nk,i
替换成了 ψψψl,∆|Nk,i

(i + 1). 其中,
ψψψl,Nk,i

(i + 1) 是一个 Nk,i 维列向量, 组成元素为原
向量 ψψψl,Nl,i

(i + 1) 的前 Nk,i 个元素. 若 Nk,i > Nl,i,
则采用补零的方式扩充 ψψψl,Nl,i

(i + 1) 的维数, 且此
种方法在后文沿用. 进一步将式 (19) 中的估计量
wwwk,∆|Nk,i

(i) 替换为 ψψψk,∆|Nk,i
(i + 1), 这是因为其融

入了更多的输入与量测信息.
此外, 经过式 (16) 的自适应更新, 在网络中各

节点 k, ∀k = 1, 2, · · · , P 处得到了一个新的滤波器

阶数:

Mk,i+1=

{
bMk,f (i + 1)c, |Mk,f (i + 1)−Nk,i| ≥ δk

Nk,i, 其他

(21)

其中, Mk,i+1 为正整数, 表示节点 k 处当前时刻的

本地阶数估计, 且对比滤波器阶数Mk,i+1 与Nk,i 可

以发现: 前者利用了网络中当前时刻的量测与输入
信息, 是一个更优的阶数估计量. 因而, 将式 (19)
和式 (20) 中的滤波器阶数 Nk,i 与 Nl,i 分别替换为

Mk,i+1 与Ml,i+1, 则式 (19) 可改写为:

Nk,f (i + 1) = Mk,f (i + 1)− γk

∑
l∈Nk/{k} bl,k×∥∥∥ψψψk,∆|Mk,i+1

(i + 1)−ψψψl,∆|Mk,i+1
(i + 1)

∥∥∥
2

(22)

进一步得到节点 k 处当前时刻的滤波器阶数:

Nk,i+1=

{
bNk,f (i + 1)c, |Nk,f (i + 1)−Mk,i+1| ≥ δk

Mk,i+1, 其他

(23)

最后, 以 Nk,i+1 作为滤波器阶数, 根据固定阶
数的自适应网络滤波算法得到节点 k 处当前时刻的

滤波器权向量[4]:

ψψψk,Nk,i+1
(i + 1) = wwwk,Nk,i+1(i)+

µk

∑
l∈Nk

cl,k∥∥uuul,Nk,i+1(i)
∥∥2

+ ε
×

uuul,Nk,i+1(i)
[
dl(i)− uuuT

l,Nk,i+1
(i)wwwk,Nk,i+1(i)

]

(24)

wwwk,Nk,i+1(i + 1) =
∑
l∈Nk

bl,kψψψl,Nk,i+1
(i + 1) (25)

我们称以上算法为 SDVTNLMS 算法. 以网络
中的任意一个节点 k 为例, 该算法可总结如下: 首
先根据式 (6) 和式 (12) 确定自适应融合权系数矩
阵 C 及空间融合权系数矩阵 B; 其次确定迭代初值
{Nk,f (0) = Nk,0 > ∆, wwwk,Nk,0 = 000}, 其中 000 为相同
维数的零向量; 对于每一个时间点 i 循环执行以下

步骤, 直至算法达到稳态:
步骤1. 计算相邻节点 {l ∈ Nk} 的输出误差

el,i (wwwk(i), Nk,i) = dl(i)− uuuT
l,Nk,i

(i)wwwk,Nk,i
(i) (26)

el,i (wwwk(i), Nk,i −∆) =

dl(i)− uuuT
l,Nk,i−∆(i)wwwk,Nk,i−∆(i) (27)

步骤2. 滤波器权向量阶数的自适应融合

Mk,f (i + 1) = Nk,f (i)− αk − γk

∑
l∈Nk

cl,k×
[
e2

l,i(wwwk(i), Nk,i)− e2
l,i

(
wwwk(i), Nk,i −∆

)]
(28)

Mk,i+1=

{
bMk,f (i+1)c, |Mk,f (i+1)−Nk,i|≥δk

Nk,i, 其他

(29)

步骤3. 滤波器权向量权值的自适应融合

ψψψk,Mk,i+1
(i + 1) = wwwk,Mk,i+1(i)+

µk

∑
l∈Nk

cl,k∥∥uuul,Mk,i+1(i)
∥∥2

+ ε
×

uuul,Mk,i+1(i)
[
dl(i)− uuuT

l,Mk,i+1
(i)wwwk,Mk,i+1(i)

]

(30)

步骤4. 滤波器权向量阶数的空间融合

Nk,f (i + 1) = Mk,f (i + 1)− γk

∑

l∈Nk/{k}
bl,k×

∥∥∥ψψψk,∆|Mk,i+1
(i + 1)−ψψψl,∆|Mk,i+1

(i + 1)
∥∥∥

2

(31)

Nk,i+1 =

{
bNk,f (i+1)c, |Nk,f (i+1)−Mk,i+1| ≥ δk

Mk,i+1, 其他

(32)
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步骤5. 滤波器权向量的迭代

ψψψk,Nk,i+1
(i + 1) = wwwk,Nk,i+1(i)+

µk

∑
l∈Nk

cl,k∥∥uuul,Nk,i+1(i)
∥∥2

+ ε
×

uuul,Nk,i+1(i)
[
dl(i)− uuuT

l,Nk,i+1
(i)wwwk,Nk,i+1(i)

]

(33)

wwwk,Nk,i+1(i + 1) =
∑
l∈Nk

bl,kψψψl,Nk,i+1
(i + 1) (34)

其中, 步骤 3∼ 5 中若滤波器权向量的阶数小于要求
的迭代阶数, 采取补 0 的方法对其阶数进行扩充.
从方程 (26)∼ (34) 可以看出, SDVTNLMS 算

法具有以下特点: 1) 数据处理分布在网络中的各个
节点处; 2) 在网络信息传输方面, 网络中的各个节
点只需获得相邻节点处的输入、量测及估计信息, 网
络中其他不相邻节点的信息通过相邻节点的估计信

息扩散到该节点处, 整个网络中的数据信息在本地
节点处得到了共享. 因而, 该算法具有计算量小、可
操作性强和可靠性高的特点. 在下文的仿真分析中,
该算法将与现有的固定阶数的自适应网络滤波算法

作比较, 以验证算法性能.

3.2 复杂度分析

对于网络中的任意一个节点 k,∀k = 1, 2, · · · ,

P ,假设当前时刻为 i+1时刻,则由方程 (26)∼ (34)
可知, 在每一步迭代中, 未知参数向量的阶数自适应
过程需要进行 2nkNk,i + 3nkMk,i+1 + (∆ + 2)nk −
2∆ + 3 次加法运算, 2nkNk,i + (3nk + 1)Mk,i+1 +
6nk − ∆ + 1 次乘法运算和 2 次比较; 未知参数
向量的权值自适应过程需要 (4nk − 1)Nk,i+1 次

加法运算和 (4nk + 1)Nk,i+1 + 2nk 次乘法运算.
表 1 为 SDVTNLMS 算法与固定阶数自适应网
络滤波算法[4](简记为算法 4) 的计算复杂度比
较, 其中 L 为最优阶数. 当算法进入稳态时, 有:
Nk,∞ = Mk,∞ ≈ L, 则 SDVTNLMS 算法稳态时的
总运算量为 (18nk +1)L+(∆+10)nk− 3∆+4, 对
比表 1中算法 4的总运算量可以发现, SDVTNLMS

算法的阶数自适应过程额外增加了约一倍的计算量,
但两种算法的总运算量仍处于同一数量级.

值得注意的是, 在对未知参数向量进行估计
的过程中, 阶数的自适应速度较快 (见第 4 节的图
5∼ 6), 因而, 当网络中各节点处的滤波器阶数达到
稳态后, 可以控制 SDVTNLMS 算法仅对未知参数
向量的权值进行估计, 进而可以减小计算量.

4 仿真

为了证明 SDVTNLMS 算法的性能, 本节测试
了算法对时变阶数的跟踪估计能力, 并分别给出了
高信噪比 (Signal-to-noise ratio, SNR) 与低信噪比
两种仿真条件下的滤波性能测试结果. 其中, SNR
单位为分贝 (Decibel, dB), 由量测信号中有用信号
与干扰信号的方差比值计算得到:

SNRk = 10lg
var

(
uuuT

k,L(i)wwwopt,L

)

σ2
v,k

(35)

式中, SNRk 表示节点 k 处的 SNR. lg{·} 表示
以 10 为底求对数, var(·) 表示求方差. 本节将
比较固定阶数自适应网络滤波算法[4] 与本文提

出的 SDVTNLMS 算法的滤波性能. 仿真中, 按
照图 2 构造空间分布式自适应网络[5], 总节点数
P = 7, 量测噪声序列与输入序列均为空间上
相互独立的零均值独立同分布的白噪声序列, 且
两者在时间上与空间上均相互独立. 网络中节

点 k,∀k = 1, 2, · · · , P 处输入序列方差 σ2
u,k 如

图 3 所示.

图 2 网络拓扑图[5]

Fig. 2 Network topology[5]

表 1 SDVTNLMS 算法与固定阶数自适应网络滤波算法的计算复杂度比较

Table 1 Computational burden of the SDVTNLMS algorithm and the fixed tap-length algorithm over

adaptive networks

运算次数 SDVTNLMS 算法 算法 4

加法 2nkNk,i + 3nkMk,i+1 + (4nk − 1)Nk,i+1 + (∆ + 2)nk − 2∆ + 3 (4nk − 1)L

乘法 2nkNk,i + (3nk + 1)Mk,i+1 + (4nk + 1)Nk,i+1 + 8nk −∆ + 1 (4nk + 1)L + 2nk

总计算量 4nkNk,i + (6nk + 1)Mk,i+1 + 8nkNk,i+1 + (∆ + 10)nk − 3∆ + 4 8nkL + 2nk
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图 3 各节点处输入序列方差分布图

Fig. 3 Regressor variances across the nodes

4.1 高信噪比条件下的仿真实验

仿真条件设置如下: 待估计参数向量的权值
取自零均值独立同分布的白噪声序列, 序列方差为
0.05; 待估计阶数在第 12 000 个采样时刻由 100 变
为 300. 为了在网络中各节点处得到一个高信噪比
(如图 4 (a) 所示), 设置各节点处的量测噪声序列的
方差为 0.01. 仿真参数设置如下: 在 SDVTNLMS
算法中, 自适应融合权系数矩阵 C 及空间融合权系

数矩阵 B 根据网络结构由式 (6) 和 (12) 计算得到.
设置节点 k处的迭代初值Nmin = Nk,f (0) = Nk,0 =
31, wwwk,Nk,0 = 000, 各节点处的泄漏因子 α = 0.008,
整数阈值 δ = 2, 参数 ε = 10−4. 此外, 由于阶数的
变化, 分别设置滤波器阶数迭代步长 γ = 34和 39,
参数 ∆ = 10和 30 (以上变阶数自适应网络滤波算
法的参数均依据文献 [19] 中的参数选取). 在固定阶
数的自适应网络滤波算法中, 分别选取滤波器阶数
N1 = 300和N2 = 100. 以上 3 种算法中, 选取滤波
器权值迭代步长 µ = 0.2.

为充分比较以上 3 种算法的滤波性能, 仿真过
程中我们分别就阶数、均方偏差 (Mean square de-
viation, MSD) 和 EMSE 三种参数的收敛情况作了
比较. 为了便于观察, MSD 通过平滑滤波器权向量
与待估计参数向量偏差的欧几里得范数获得:

MSDk(i+1)=10lg

{
1
M

M∑
j=1

[
ρ

∥∥∥wwwopt−www
(j)
k (i)

∥∥∥
2

+

(1− ρ)
∥∥∥wwwopt −www

(j)
k (i + 1)

∥∥∥
2
]}

(36)

其中, MSDk(i+1) 表示节点 k 处当前时刻的MSD.
M = 100 为蒙特卡罗仿真次数, 在每次蒙特卡罗仿
真中, 采用指数平滑窗处理仿真数据且平滑系数为
ρ = 0.99. 上标 (j) 表示在第 j 次蒙特卡罗仿真中的

相应数据. 此外, 上式中仍采用补零操作以使作差的

两个权向量维数一致.

图 4 各节点处信噪比分布图

Fig. 4 The SNR across the nodes

额外均方误差 EMSE 表征了由滤波算法 (尤指
自适应噪声) 引入的量测噪声方差 (通常称之为最小
MSE) 以外的估计误差, 具体计算如下式所示:

EMSEk(i + 1) =

10lg

{
1
M

M∑
j=1

[
ρ

(
e
(j)
k,i(wwwk(i), Nk,i)− v

(j)
k (i)

)2

+

(1− ρ)
(
e
(j)
k,i+1(wwwk(i + 1), Nk,i+1)−

v
(j)
k (i + 1)

)2
]}

(37)

其中, EMSEk(i+1)为节点 k 处当前时刻的EMSE,
其他参数定义与前文一致. 图 5 为高信噪比条件下 3
种算法在节点 3 处的跟踪估计性能比较曲线. 在网
络中的其他节点处, 可以得到相似的收敛曲线.
从图 5 中可以看出: 在待估计参数向量阶数变

化时, SDVTNLMS 算法能够有效地估计出未知阶
数, 且在整个跟踪过程中始终保证较快的收敛速度
和较高的估计精度. 固定阶数为 100 的自适应网络
滤波算法在迭代的初始阶段, 即 L = 100 时, 能够
保证较高的估计精度且收敛速度略优于本文提出的

SDVTNLMS 算法, 但当待估计参数向量阶数变为
300 时, 该算法产生了较大的建模误差. 固定阶数为
300 的自适应网络滤波算法由于滤波器阶数足够大
(始终不小于最优阶数), 在整个跟踪过程中都能够保
证较高的估计精度. 不足的是, 当最优阶数小于其滤
波器阶数时, 该算法的收敛速度受到了较大影响.
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图 5 高信噪比条件下 3 种算法在节点 3 处的跟踪估计性能比较曲线

Fig. 5 Learning curves at Node 3 under a high SNR condition for the tested algorithms

上面的分析表明: 在高信噪比的条件下, 当自适
应网络中待估计参数向量的阶数未知或时变时, 本
文提出的 SDVTNLMS 算法能够同时保证较快的收
敛速度和较低的稳态误差, 性能优于固定阶数的自
适应网络滤波算法.

4.2 低信噪比条件下的仿真实验

仿真条件设置如下: 待估计参数向量的权值仍
取自零均值独立同分布的白噪声序列, 序列方差为
0.05; 待估计阶数在第 15 000 个采样时刻由 100 变
为 300. 各节点处的量测噪声序列的方差为 0.5, 网
络中各节点处信噪比如图 4 (b) 所示. 仿真参数设
置如下: 在 SDVTNLMS 算法中, 设置滤波器阶数
迭代步长 γ = 6.3和 6.8 以适应阶数变化. 在 3 种
自适应网络滤波算法中, 选取滤波器权值迭代步长
µ = 0.1. 其他参数设置与第 4.1 节一致. 图 6 为低
信噪比条件下 3 种算法在节点 3 处的跟踪估计性能
比较曲线.
从图 6 中可以看出: 与高信噪比条件下的仿真

结果类似, 在低信噪比条件下, 当网络中待估计参数
向量的阶数时变时, SDVTNLMS 算法仍然能够有
效估计并跟踪未知参数向量的阶数及权值, 并能够

满足快速收敛与准确估计的双重指标, 其性能优于
固定阶数的自适应网络滤波算法.

5 结论

本文针对参数向量阶数时变或未知的自适应网

络估计问题, 提出了一种空间分布式变阶数自适应
网络滤波算法, 该算法仅要求网络中的各节点利用
相邻节点处的量测、输入及估计信息, 进行未知参数
向量的估计, 并通过估计信息的扩散方式融合网络
中更多节点的数据信息, 具有计算量小、可操作性强
和可靠性高的特点. 在实时迭代中, 该算法以最小化
网络MSE 为准则, 通过本地节点的自适应融合与相
邻节点的空间融合, 实现了对未知参数向量的阶数
和权值的快速、准确估计. 仿真实验表明: 无论是在
高信噪比条件下, 还是在低信噪比条件下, 本文提出
的 SDVTNLMS 算法都能够有效解决阶数时变或未
知条件下的参数向量估计问题, 其性能优于固定阶
数的自适应网络滤波算法. 本文算法中未对待估计
参数向量作任何假设, 且权值迭代中步长为恒定值.
后续研究中将考虑与变步长自适应滤波算法和稀疏

自适应滤波算法等的结合, 进一步提高算法的收敛
速度.
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图 6 低信噪比条件下 3 种算法在节点 3 处的跟踪估计性能比较曲线

Fig. 6 Learning curves at Node 3 under a low SNR condition for the tested algorithms
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