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基于泡沫图像特征的浮选槽液位智能优化设定方法

赵洪伟 1 谢永芳 1 蒋朝辉 1 徐德刚 1 阳春华 1 桂卫华 1

摘 要 浮选生产过程中浮选槽液位通常根据经验人工设定, 具有主观随意性﹑液位波动大, 使精/尾矿品位不满足要求. 为

此, 提出一种基于浮选泡沫图像多特征的浮选槽液位智能优化设定的方法. 在浮选槽工作原理以及液位与泡沫图像特征间关

系的分析基础上, 将基于案例推理的浮选槽液位预设定﹑基于多泡沫图像特征的改进 LS-SVM (Least squares support vector

machine) 品位预测及基于 BP 神经网络的自学习模糊推理智能补偿等模型有机集成, 提出了充分利用泡沫图像特征的液位智

能优化设定方法. 将该方法在某铝土矿浮选生产过程进行应用验证, 可使粗选槽液位波动减小, 提高了粗选精/尾矿品位合格

率、总精矿品位合格率及回收率.
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Abstract In the flotation production process, the liquid level of flotation cells is usually set by on experiences. The

liquid level can fluctuate in a large range such that the concentrate grade and tailings grade may not meet the requirement.

In this paper, an intelligent optimal setting approach based on forth image features is proposed. On the basis of analysis

of flotation cells′ working principle and relationship between level and froth image features, the pre-setting model based

on CBR, the improved least squares support vector machine (LS-SVM) grade prediction model based on multiple froth

features, and the self-learning fuzzy reasoning intelligent compensation model based on BP neural network are integrated

together. This method is tested on a bauxite flotation process. The level fluctuation of rougher flotation cells decreases.

The pass rates of concentrate and tailings grade in rougher flotation and the pass rate of the concentrate grade and

recovery of the overall flotation increase.
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选矿是矿产资源加工中的一个重要生产环节,
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直接影响矿物资源的利用率和回收率[1]. 泡沫浮选
是选矿过程中最重要的矿物分选方法, 广泛应用于
冶金、煤炭、化工等生产部门, 我国 90% 以上有色
金属是经泡沫浮选处理的. 由于浮选工艺流程长、
机理复杂、矿物品位等生产指标难以在线测量, 且浮
选给矿条件经常变化, 长期以来, 主要依靠人工观察
浮选槽表面泡沫颜色、大小等视觉特征进行操作, 存
在主观随意性, 往往导致工况波动大, 精/尾矿品位
不满足要求, 造成浮选药剂和能源消耗大. 因此, 需
要深入研究浮选过程操作参数的优化设定方法, 保
证浮选生产的自动优化运行. 浮选过程的主要操作
参数包括矿浆液位 (泡沫层厚度)、通风量及加药量
等, 其中矿浆液位作为重要的操作变量[2−3], 通常是
在给矿及药剂添加量给定情况下进行调整, 以获得
满足工艺要求的精/尾矿品位.
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浮选现场的液位设定是由操作人员观察泡沫进

行调节, 常出现冒槽﹑液位过低而难以溢流等失控
现象, 导致精/尾矿品位波动较大﹑难以满足生产要
求. 针对浮选过程液位控制问题, 国内外很多学者进
行了研究. 如文献 [4] 建立了浮选槽及调节阀的数学
模型, 获得液位 PI控制参数, 并以 PI控制器为基础
研究了 SISO 控制器与其他几种 MIMO 控制器的
控制效果, 仿真结果表明MIMO 控制器的液位控制
性能优于经典的 SISO 控制器; 文献 [5] 提出了一种
PI 与模型预测相结合的柱式浮选液位控制策略, 仿
真表明预测控制器的引入使液位控制过程中其他操

作变量的约束限制得到较好的满足, 比传统 PI 控制
更能满足实际要求; 文献 [6] 对柱式浮选槽液位控制
的多种控制策略进行了综述和对比分析, 指出多数
方法仍停留在理论阶段而未经现场验证. 文献 [7] 针
对串级浮选槽液位控制问题, 提出了一种 PID 参数
整定方法, 利用前馈控制改善了控制性能. 这些研究
主要是针对浮选过程液位自动控制策略开展的, 未
考虑浮选生产的工艺指标, 由于浮选过程机理复杂,
而且给矿条件经常变化, 浮选生产难以优化运行. 因
此, 根据浮选工况, 研究液位自动优化设定方法以改
善浮选效果十分必要.

此外, 在矿物选别中浮选泡沫表面视觉特征 (如
颜色、大小、流速、纹理等) 不仅可直接反映浮选
生产过程工况, 还可以作为工艺指标的直接指示器.
工业机器视觉检测速度快, 可同时监测整个浮选槽
的泡沫状态, 实现泡沫表面视觉特征的量化描述与
浮选生产状态的客观评价. 基于机器视觉的泡沫浮
选监测系统已经应用于浮选过程, 取得了一定的效
果[8−12]. 为此, 本文结合多浮选泡沫图像特征, 利用
基于案例推理的浮选槽液位预设定模型对浮选槽液

位进行预设定,采用改进型 LS-SVM (Least squares
support vector machine) 品位预测模型对浮选矿物
品位进行实时预测, 在此基础上, 采用基于 BP 神经
网络的自学习模糊推理智能补偿模型对预设定值进

行补偿, 得到液位优化设定值. 该优化设定方法能充
分利用机器视觉所提供的泡沫图像特征信息对浮选

槽液位进行优化设定. 最后, 将所提方法在铝土矿浮
选生产现场进行工业验证, 减少了浮选槽精/尾矿品
位的波动范围, 改善了浮选效果.

1 浮选槽工作原理及液位分析

浮选是利用有用矿物颗粒与无用脉石颗粒表面

物理化学性质不同所导致的亲水性或疏水性差异对

矿物进行分选的方法[13]. 在浮选过程中, 矿物颗粒、
水及浮选药剂按一定比例在搅拌槽内混合、搅拌、

调配成满足浮选要求的矿浆, 并送入浮选槽, 矿浆在
浮选槽内与鼓入的空气混合搅拌形成大量气泡, 矿

物颗粒与气泡发生充分接触和碰撞. 疏水性的目的
矿物颗粒附着于气泡表面, 随气泡上浮至矿浆表面
并被刮至溜槽得到精矿产品, 从而实现目的矿物的
富集. 而亲水性的脉石矿物颗粒则留在矿浆中, 随矿
浆流被排出浮选槽形成尾矿.
浮选槽的工作原理如图 1 所示, 可以看出, 浮选

槽中含有固体、液体及气体, 影响因素复杂. 为了使
最终精矿品位满足工艺要求, 浮选操作人员根据给
矿条件 (给矿流量 GV、给矿浓度 Gc、给矿粒度 Gd、

给矿品位 Gp), 并结合观察的浮选槽表面泡沫状态
对浮选槽矿浆液位、通风量及加药量进行控制. 而当
给矿条件或其他工况条件发生变化时, 现场操作人
员由于经验有限或操作滞后等原因往往不能及时对

相关参数进行调节, 常出现 “跑槽” 或者其他失控的
状态, 导致精矿品位及回收率不符合要求.

图 1 浮选槽工作原理图

Fig. 1 Working principle diagram of flotation cell

由图 1 可知, 浮选槽内分为两个区域, 即捕收区
(也称作 “矿浆区”, 空气含量 < 30%) 和泡沫区 (空
气含量 > 70%). 浮选槽液位指的是捕收区和泡沫
区的接触面位置, 即图 1 中最长虚线标注的位置, 通
常用浮选槽顶端至该位置的距离 H 表示. 浮选槽的
矿浆液位影响最终精矿产品的质量. 一方面, 若捕收
区厚度增加, 有用矿物颗粒有更多时间与气泡接触
并粘附于其表面, 而不少非疏水性的脉石颗粒也会
随泡沫溢流至溜槽, 从而导致精矿品位下降; 另一方
面, 若泡沫区厚度增加, 非疏水性的脉石颗粒在泡沫
区有更多时间脱离气泡表面, 使得精矿品位提高, 但
会导致回收率下降. 因而对矿浆液位进行合理设定,
对浮选生产过程十分重要. 目前, 我国浮选现场对浮
选槽液位的调整主要依靠操作工人观察泡沫, 凭经
验手动操作浮选槽尾矿阀门, 劳动强度大, 且难以保
证产品质量.

在浮选过程中泡沫层厚度扮演着关键角色, 气
泡从泡沫层底部上升运动至泡沫层表面的过程中,
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其结构、形态及运动状态都发生变化, 进而引起泡沫
表面视觉特征发生变化[14]. 因此可利用泡沫层表面
视觉特征评估浮选性能, 并进行操作变量调控以改
善浮选性能. 本文利用泡沫图像特征对浮选生产过
程中精/尾矿品位进行实时预测, 得到浮选效果评价
标准, 结合案例推理、自学习模糊推理等实现液位的
预设定和预设定补偿, 以实现浮选槽液位的智能优
化设定.

2 浮选槽液位智能优化设定

浮选流程包括粗选﹑精选及扫选等环节, 粗选
为首个生产环节, 对精矿品位及尾矿回收率的提升
有重要影响. 这里以浮选流程中粗选槽为例, 提出如
图 2 所示的浮选槽液位智能优化设定方法, 主要包
括浮选槽液位预设定模型、品位预测模型及智能补

偿模型.

2.1 基于案例推理的浮选槽液位预设定模型

案例推理 (Case based reasoning, CBR) 是一
种借鉴人类思维方式对问题进行处理的人工智能推

理方法[15−16], 它能够从案例中获取经验知识用于解
决新问题, 克服了传统基于规则推理 (Rule based
reasoning, RBR) 的知识获取困难. 本文基于浮选
过程工艺指标及给矿条件采用 CBR 对浮选槽液位
进行预设定.
2.1.1 预设定模型结构

基于案例推理的浮选槽液位预设定模型结构如

图 3 所示. 该模型首先根据粗选槽目标品位及给矿
条件组成的案例在浮选液位调整案例库中检索到与

之相似的案例; 然后, 根据设定的相似度阈值对其进

行匹配判断和重用, 得到当前工况输入特征的案例
解作为结果输出, 即浮选槽液位预设定值; 最后, 根
据液位预设定值的应用效果, 即作用后的工艺指标
进行评价. 若满足要求则直接作为一条新案例存入
案例库; 否则, 对其进行修正, 待其满足要求后存入
案例库, 从而使案例库得到更新.

图 3 浮选槽液位预设定模型结构

Fig. 3 Structure of pre-setting model of flotation

cells′ level

从图 3 可看出, 该模型的核心是浮选液位调整
的案例库. 案例库由很多条历史操作案例组成, 每一
条案例由工况描述及其对应的案例解组成. 根据浮
选槽工作原理及液位的分析, 将目标精矿品位 βJ、

目标尾矿品位 βW、给矿流量 GV、给矿浓度 Gc、给

图 2 浮选槽液位优化设定结构图

Fig. 2 Optimal setting structure diagram of flotation cells′ level
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矿粒度 Gd、给矿品位 Gp 作为模型的工况描述, 将
浮选槽液位的预设定值 H 作为其对应的案例解. 其
中第 k 条案例用 Ck = {Fk, Jk} 表示, 其对应关系
如表 1 所示.

表 1 案例描述

Table 1 Case description

工况描述 F 解 J

f1 f2 f3 f4 f5 f6 j

βJ βW GV Gc Gd Gp H

2.1.2 案例检索、匹配与重用

假定浮选生产过程的某实时工况 Cx 的案

例描述为 Fx = {f1, f2, f3, f4, f5, f6}, 它的解
J = (jx). 案例库中有 n 个案例 C1, C2, · · · , Cn,
每条案例 Ct (t = 1, 2, · · · , n) 的描述为 Ft =
{ft,1, ft,2, ft,3, ft,4, ft,5, ft,6}, 对应的解为 Jt = (jt).
为了得到案例库中与 Cx 匹配的案例, 需要按照一
定的规则进行检索. 定义当前浮选工况案例描述
fm (m = 1, 2, · · · , 6) 与案例库中案例描述 ft,m 的

相似度函数为

SA (fm, ft,m)=1− |fm − ft,m|
max (fm, ft,m)

, t=1, 2, · · · , n

(1)

其中, max (fm, ft,m) 表示取 fm 与 ft,m 的较大值,
根据式 (1) 可定义 Fx 与 Ft 的相似度函数为

SW (Fx, Ft) =
6∑

m=1

λmSA (fm, ft,m)
6∑

m=1

λm

(2)

其中, λm 为每一种工况特征的加权系数, 其大小由
工况数据确定, 即根据各种给矿边界条件及目标品
位的相对重要性确定其大小, 通常由经验凑试法得
到. Fx 与案例库中的所有案例 Ft (t = 1, 2, · · · , n)
的最大相似度为

Smax = Max{SW (Fx, Ft)}, t = 1, 2, · · · , n (3)

为判断相似度 SW (Fx, Ft) 是否满足要求, 需进
一步确定相似度阈值并进行判断, 设相似度阈值为
STH , 其大小由式 (4) 确定:

STH =

{
0.85, Smax ≥ 0.85
Smax, Smax < 0.85

(4)

若案例库中案例与当前工况的相似度满足阈

值要求, 则将被检索出来作为匹配案例, 假定有 h

个匹配案例 {C1, C2, · · · , Ch}. 为得到当前浮选工
况的最优解, CBR 方法往往通过对 h 个匹配案例

{C1, C2, · · · , Ch} 再做相应处理. Ci (i = 1, · · · , h)
与当前工况的相似度分别为 SW,1, SW,2, · · · , SW,h,
其对应的案例解为 Ji = (ji). 则当前工况下的案例
解 Jx 通过式 (5) 得到:

Jx=

h∑
i=1

ηiji

h∑
i=1

ηi

(5)

ηi 为检索到的匹配案例的权值, ηi = SW,i, 则最终
得到的液位预设定值为 Jx, 即 H = Jx.
2.1.3 案例修正、评价与存储

首先根据案例重用的结果得到浮选槽需要调整

的液位预设定值 H, 并以其作为液位的给定值对浮
选过程进行控制. 随着系统运行, 智能补偿模型按照
一定补偿周期对浮选液位预设定值进行补偿, 补偿
值为 ∆H. 若补偿相对值 |∆H/H| ≤ λ (λ 为补偿
量最小阈值, 取 3% ∼ 5%), 则说明预设定液位基本
满足要求. 若 |∆H/H| > λ, 对当前的品位预测值
βJX 及 βWX 进行评价. 若满足 |∆βJX/βJ | ≤ δ 且

|∆βWX/βW | ≤ ε (δ 和 ε 为根据工艺要求确定的品

位波动阈值, 大小通常为 3%∼ 10%), 则说明此时
液位设定值H∗ 满足要求, 将此时H∗ 作为案例解与
工况条件组成一条新的案例进行预存储, 可对后续
得到的离线检测品位值 βJC 与 βWC 评价. 一般情
况下满足 |βJ−βJC |/βJ ≤ δ 且 βW−βWC |/βW ≤ ε,
则将预存储案例直接存储. 否则, 按照实际品位偏
差通过补偿模型对 H∗ 进行适当修正 (H∗ + ∆HC ,
∆HC 由 ∆βJC 与 ∆βWC 通过补偿模型计算得到)
并存储. 此外, 若某工况条件下 Smax ≥ 0.95 且液位
补偿相对值 |∆H/H| ≥ 30%, 说明案例库中与该工
况案例相似度最大的存储案例有误, 需对案例库进
行修正. 将其 h 个匹配案例中与其相似度最大的案

例 Ci
max 从案例库删除, 从而保证案例库中不出现

冗余信息. 然后再由实时工况进行案例推理, 并重复
上述过程.
通常情况下, 仅采用基于案例推理的浮选槽液

位预设定模型对浮选槽液位进行设定, 可得到一个
相对合理的设定值. 由图 2 可看出, 此时相当于对浮
选槽液位的开环设定. 由于不能有效克服各种扰动
及工况变动的影响, 性能较差. 本文通过实验验证了
采用智能补偿模型较单独采用预设定模型浮选生产

性能有明显提高.

2.2 基于多泡沫图像特征的品位预测模型

在实际浮选生产过程中, 精矿品位 βJX 及尾矿

品位 βWX 通常通过离线检验分析得到, 无法为在线
优化设定提供必要的实时数据. 目前, 有学者采用神
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经网络方法[17] 对浮选指标进行在线预测, 但该方法
在样本量不大时, 易出现过拟合及泛化能力差的问
题. LS-SVM是对 SVM[18] 的改进方法, 主要解决了
其在求解二次规划问题时, 遇到的稀疏性及运算复
杂问题, 对小样本建模效果较好. 而浮选实际生产过
程中, 矿物品位化验时间长、费用高, 难以获得大量
离线品位样本数据. 为此, 课题组最早提出利用泡沫
图像特征, 采用 LS-SVM 方法对浮选生产指标进行
在线预测[10, 19]. 本文在文献 [19] 的基础上, 提出了
一种改进的 LS-SVM 预测方法, 利用可直接反映浮
选生产状态的多种泡沫图像特征, 实现对精矿品位
及尾矿品位的在线预测.

2.2.1 泡沫图像特征与品位相关性分析

由于浮选槽表面泡沫图像特征可有效反映浮选

工况状态, 并可作为浮选过程操作的参考量, 泡沫图
像特征也常用来对浮选工艺指标 (精矿品位和尾矿
品位) 预测. 例如, 浮选泡沫的颜色特征可有效反映
气泡所携带目标矿物的多少[10]. 本文以某铝土矿浮
选粗选槽为研究对象, 提取了其泡沫图像颜色、尺寸
(大小均值 + 方差)、纹理及动态特征, 研究了这些
特征与其对应工艺指标的相关性. 如图 4 (a)∼ (d)
所示为提取到的 90 幅粗选泡沫图像的 4 种图像特
征及与其对应的粗选化验精矿品位的关系图.

由图 4 所示结果可知, 4 种泡沫图像特征与粗
选槽精矿品位有较强相关性. 此外, 泡沫图像特征与
粗选槽尾矿品位的相关性分析亦发现均有较强的相

关性. 这充分表明提取到的各种泡沫图像特征可有
效反映矿物品位.

2.2.2 改进型 LS-SVM预测模型

图 4 表明各种泡沫图像特征与精矿品位之间有
较强非线性关系, 但从图 4 中亦可看出有不少样本
点远离拟合曲线, 而这些点也与实际工况不符, 误差

(a) 颜色特征分析

(a) Analysis of color feature

(b) 尺寸特征分析

(b) Analysis of size feature

(c) 纹理特征分析

(c) Analysis of textures feature

(d) 速度特征分析

(d) Analysis of velocity feature

图 4 泡沫特征与精矿品位关系

Fig. 4 The relationship between froth features and

concentrate grad

较大. 这是由于实际浮选生产环境恶劣, 对各种图像
采集及传输设备造成影响, 进而导致泡沫特征提取
过程中出现误差. 虽然在图像处理过程中进行去噪
等一系列预处理操作, 在一定程度上减小了误差, 但
仍存在由于各种工况故障导致的错误样本点, 使得
建立的 LS-SVM 模型不准确, 易出现较大预测误差.
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为此, 提出一种改进型 LS-SVM 预测方法, 以降低
在其建模过程中错误样本对模型准确性的影响.

LS-SVM预测模型是将包含 i (i = 1, 2, · · · , N)
组训练样本的样本集 S = (u i, v i) (d 维输入
u i ∈ Rd, 一维输出 v i ∈ R) 的非线性函数估计
问题转化为求解式 (6) 所示的高维特征空间中线性
函数估计问题[19]:

f(x) =
N∑

i=1

aiK (x, xi) + b (6)

其中, ai 为拉格朗日乘子, b 为该模型的另一回归参

数, K (x, xi) 表示核函数. 在模型训练过程中, 由于
某些错误训练样本所导致 |ai| 的剧烈变化影响了模
型的估计性能, 而衡量的 LS-SVM 模型的性能指标
为其预测均方误差,

ERMSE =

√√√√1
k

k∑
i=1

(v̂i−vi)
2 (7)

其中, k 为预测样本个数, v̂i 为预测值, vi 为真实值.
ERMSE 越大表明预测误差越大, ERMSE 越小则预测

越准确. 因此, 改进型 LS-SVM 的建模过程主要有

以下几个步骤:
步骤 1. 构建由泡沫图像特征与对应的浮选指

标组成的训练样本集和测试样本集;
步骤 2. 确定核函数类型与核参数, 利用训练样

本集数据训练基本 LS-SVM 模型;
步骤 3. 利用基本 LS-SVM 模型对测试样本集

进行测试, 计算性能指标 ERMSE;
步骤 4. 求取 LS-SVM 模型的拉格朗日乘子 ai;
步骤 5. 求取 τ=|ai+1|/|ai|, τ 表示 |ai| 的变化

率. 假定 τ 的阈值为 τTH, τTH 的大小根据模型训练

效果确定. 若 τ ≥ τTH, 表明 |ai| 变化过大, 则删除
使 |ai| 变化过大的样本点;
步骤 6. 将剩余的样本点作为训练样本集对 LS-

SVM 模型进行训练, 重新对测试集进行测试并得到
其性能指标 E′

RMSE;
步骤 7. 判断 E′

RMSE 与 ERMSE 的大小以衡量

改进效果. 若 E′
RMSE ≤ ERMSE 则返回步骤 4, 并以

E′
RMSE 取代ERMSE 作为再次衡量改进效果的标准;

若 E′
RMSE > ERMSE, 则说明剔除样本点未达到优

化效果, 不予以剔除. 依次进行, 直到对整个训练样
本集中数据点优化完成, 得到改进 LS-SVM 模型.
基于上述建模步骤, 采用如图 5所示的基于 LS-

SVM 的预测模型对精/尾矿品位进行预测. 该模型
利用历史工况数据库中的颜色特征 Red、尺寸特征
Size、纹理特征 Ener、速度特征 Vel 及与其对应精
矿及尾矿品位构造由特征向量集 {TTT i} 及品位向量

集 {PPP i} (i ∈ N+, 表示第 i 组向量) 组成的训练集,
通过训练集对 LS-SVM 模型进行训练. LS-SVM 模
型的核函数采用高斯径向基函数, 在训练过程中, 求
取该模型的回归参数 ai 和 b, 并通过网格搜索法及
交叉验证法对惩罚参数 C 和核宽σ进行搜索和寻

优. 训练结束后, 对由实时泡沫特征构造的实时特征
向量集 {T i (t)} 进行测试, 通过反预处理得到最终
预测精矿和尾矿品位指标 βJX、βWX 作为输出, 并
作为智能补偿模型的反馈输入. 同时, 实时泡沫特征
及预测结果进入 LS-SVM 历史数据库进行存储.

图 5 基于 LS-SVM 的品位预测模型

Fig. 5 Grade prediction model based on LS-SVM

为验证预测模型对粗选槽精/尾矿品位预测的
准确性, 利用某铝土矿浮选工业现场得到的 450 组
精/尾矿品位数据 (通过离线化验分析得到) 和对应
的泡沫图像特征数据对 LS-SVM 模型进行训练. 其
中泡沫图像为 40 天内不同时段通过粗选槽监控系
统获取, 但由于浮选生产现场环境比较恶劣, 灯光
亮度不均及图像数据传输通道误差都会造成得到

的泡沫图像具有噪点, 所以首先需要对图像预处理,
然后采用多种泡沫图像特征提取方法[20−23] 得到图

像特征数据. 通过训练得到 LS-SVM 的惩罚参数

C = 12, 核宽 σ = 0.65. 利用另外提取到的 70 组
铝土矿粗选槽泡沫图像特征向量在已经训练好的模

型上进行测试, 并与人工化验得到的 70 组泡沫特征
向量所对应的粗选槽溢流及底流品位进行对比分析,
结果如图 6 所示.
为评价其效果, 按式 (8) 和 (9) 计算了预测相对

误差 E 与均方根误差 RMSE.

E =
|βY C(i)− βHY (i)|

βHY (i)
× 100% (8)

RMSE =

√√√√ 1
70

70∑
i=1

[βY C (i)− βHY (i)]2 (9)

其中, βY C (i) 为第 i (i = 1, 2, · · · , 70) 个预测品位
值, βHY (i) 为与其对应的实际化验品位值. 以相对
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图 6 基于泡沫特征的改进 LS-SVM 品位预测效果

Fig. 6 Grade prediction effect of the improved LS-SVM based on froth features

误差在 15% 之内的数据点比例 (E ≤ 15%)、最大
相对误差 Emax 及 RMSE 作为预测值的评价指标,
得到结果如表 2 所示.

表 2 改进 LS-SVM 模型预测误差分析

Table 2 Improved LS-SVM model prediction error

analysis

预测评价指标 E ≤ 15% 数据点所占比例 Emax RMSE

精矿品位 97.14% 17.47% 0.582

尾矿品位 91.43% 19.39% 0.359

由表 2可以看出,预测误差E 较小,说明预测值
较好地跟踪实际值, 同时较小的 RMSE 说明该预

测模型可信度较高. 本文还采用基本 LS-SVM 模型
对上述测试样本精/尾矿品位进行了预测, 其中精矿
品位预测的 Emax 为 26.64%, RMSE 为 0.758, 尾
矿品位预测的 Emax 为 29.16%, RMSE 为 0.671,
说明改进型 LS-SVM 预测模型的预测效果更好. 由
于在特征提取之前进行了图像去噪等操作, 克服了
一定的环境干扰, 泡沫图像特征能较好地表征泡沫
状态, 且由于在建模过程中剔除了错误样本的影响,
使得预测效果相对稳定.

2.3 基于 BP神经网络模糊推理的智能补偿模型

浮选生产过程非常复杂, 影响其正常运行的未
知干扰因素较多, 而且给矿也发生波动. 这些影响
因素都会导致预设定的液位值不满足实时工况要求,
工艺指标不在目标范围内. 因此, 必须根据品位预测
模型得到的预测品位对液位预设定值进行适当补偿.
但由于机理复杂, 难以建立精确的数学补偿模型. 为
解决这类问题, 文献 [24−25] 提出了基于 RBR 的
反馈补偿模型实现对浮选操作变量预设定值的修正.
但应用该方法对浮选液位预设定值进行补偿调整时

存在几个主要问题: 1) 由于浮选现场操作人员对浮
选槽液位设定值的调整, 往往是先依据经验对品位
偏差粗略估计, 再对操作量进行粗略调整, 导致其不
能以确切的量化值表示成专家规则; 2) 浮选工况变
化范围大, 若将所有工况关系用规则表达, 规则库将
十分巨大和复杂, 组织规则困难; 3) 每次进行补偿
时, 规则推理都要重新进行搜索和匹配, 效率低, 且
不具备自学习能力, 不能自动对规则库进行更新, 需
人为修改, 不能对浮选液位设定调整量进行自动优
化. 针对以上问题, 本文提出一种基于 BP 神经网络
的自学习模糊推理补偿模型实现对浮选液位预设定

值的智能补偿, 如图 7 所示.

图 7 浮选液位预设定的补偿模型结构

Fig. 7 Structure of the flotation level pre-setting

compensation model

该方法将浮选现场根据品位偏差进行液位

预设定值调整的模糊专家操作经验按照一定

隶属度进行模糊量化处理, 再将实际的品位
偏差 ∆βJ ∈ [−10, 10], ∆βW ∈ [−5, 5] (表示
目标精/尾矿品位与预测或实际检测精/尾矿品
位偏差, 包括 ∆βJX , ∆βWX , ∆βJC 及 ∆βWC ,
如图 2 中所示) 及液位设定补偿值 ∆H ∈
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[−20, 20] 按照一定的比例因子转化到模糊论
域, 分别转化为 ∆JK, ∆WK ∈ [−6, 6] ⊂ Z

及 ∆H ′ ∈ [−4, 4] ⊂ Z. ∆JK 与 ∆WK 的

模糊子集为 {NB,NM, NS,ZO,PS, PM, PB},
∆H 的 模 糊 子 集 为 {NB,NS, ZO, PS, PB}.
NB、NM、NS、ZO、PS、PM、PB 分别表示

负大、负中、负小、零和正小、正中、正大, 其隶属
度函数采用三角形. 然后根据浮选现场模糊操作经
验建立如表 3 所示的Mamdani型[26] 模糊推理规则

表. 例如, 根据操作经验, 当精矿品位和尾矿品位基
本满足要求时, 即 ∆βJ , ∆βW 均较小时, 液位设定
的补偿值 ∆H 取为零; 当精矿品位偏小而尾矿品位
偏大 (即 ∆βJ 为正偏大, ∆βW 为负偏大) 时, 应适
当增大 H∗ 以增加有用矿石的附着时间和无用脉石
的脱离时间, 此时 ∆H 取为正大. 这样就避免了专
家知识不能准确获取的问题.

表 3 模糊推理补偿规则表

Table 3 Fuzzy reasoning compensation rules table

∆H
∆βJ

NB NM NS ZO PS PM PB

∆βW

NB PS PS PS PS PM PM PB

NM PS PS PS PS PM PM PB

NS PS PS PS PS PS PM PB

ZO ZO ZO ZO ZO PS PS PS

PS NM NS NS NS NS NS NS

PM NB NM NM NS NS NS NS

PB NB NM NS NS NS NS NS

模糊推理采用 BP 神经网络来实现, 即把推理
规则转化为对应的神经网络输入输出样本. 其输入
层上的每个节点分别代表 ∆JK 与 ∆WK 的名义

值 [−6, 6] ⊂ Z, 输出层节点分别代表 ∆H 的名义值

[−4, 4] ⊂ Z. 每个结点的值为 [0, 1] 内的一个数, 表
示该节点所代表的名义值的隶属度. 隐含层节点数
由 Kolmogorov 定理确定. 这样该模糊推理网络结
构为 26-16-9, 然后随机初始化网络权重, 经过大量
离线及在线训练学习便可记忆经验规则. 最终可根
据实时浮选工况推理得到液位预设定的补偿调整值

并按一定周期对其补偿. 该方法不需要大量计算从
而提高了推理效率, 而且当操作经验增加时可通过
训练进行自学习.
将优化设定模型得到的浮选槽液位作为底层控

制回路的给定值, 由 PID 控制器实现对浮选液位给
定值的跟随控制.

3 应用验证

结合如图 8 所示的某铝土矿浮选生产过程, 将

提出的基于泡沫图像特征的浮选槽液位智能优化设

定方法进行工业实验. 实际浮选流程分为粗选、精
选及扫选, 其中粗选作为整个浮选流程的首个生产
环节, 它可将矿浆中部分无用脉石矿物分离出, 从而
实现有用矿物的一次富集, 为后续二次及三次富集
奠定基础, 因而具有重要地位, 且由于其给矿条件容
易确定, 所以将所提方法首先应用于粗选槽. 为验证
所提方法的应用效果, 试验时在两组并行的浮选生
产流程中的一组粗选槽采用智能优化设定方法调整

液位, 另一组采用人工设定方法. 两组浮选流程的
给矿来自同一给矿搅拌槽, 给矿条件相同. 在一个月
(30 天) 内不同时段每间隔 2 个小时记录一次两组
浮选流程中粗选槽的液位值及与其对应的离线化验

的粗选精/尾矿 (溢流/底流矿浆) 品位 (以铝硅比衡
量), 得到 100 组运行数据, 统计结果如图 9 (a)∼(c)
所示.

图 8 浮选生产流程图

Fig. 8 Flotation production flow

在一定给矿波动范围内, 根据工艺经验, 要求
粗选过程中得到的精矿品位 βJ ≥ 9, 尾矿品位
βW ≤ 3. 为全面对比评价两种操作方式效果,
分别计算了 100 组运行数据的液位波动最大偏差
∆Hmax 与标准差 σH (反映液位值波动离散程度),
以及精/尾矿品位合格率 ηJ 与 ηW , 得到如表 4 所示
结果.

表 4 运行效果计算对比

Table 4 Running effect calculation contrast

评价指标 ∆Hmax (cm) σH ηJ (%) ηW (%)

人工设定 31.7 7.71 71 63

智能设定 18.7 4.58 92 89

由图 9 及表 4 可看出, 人工对液位设定时, 液位
波动范围较大, 导致粗选槽精矿品位及尾矿品位不
符合工艺目标要求的数据点较多. 而采用本文方法
进行液位设定时, 液位波动范围较小, 粗选槽精/尾
矿品位合格率分别提高 21% 和 26%. 工业应用表
明, 所提方法能根据工况变化对粗选槽液位进行优
化设定, 具有更好效果. 同时为对比研究粗选过程液
位的设定控制效果对整个浮选流程性能的影响, 本
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(a) 人工设定时的液位及精矿品位

(a) Level and concentrate grade when setting it manually

(b) 优化设定时的液位及精矿品位

(b) Level and concentrate grade when setting it optimally

(c) 尾矿品位

(c) Grade of tailings

图 9 粗选过程运行效果对比

Fig. 9 Running effect contrast of rougher flotation process

文分析了现场 1 个月内两种运行模式下 100 组总精
矿品位化验值 βZJ , 如图 10 所示.
根据工艺要求 βZJ ≥ 13, 人工对粗选槽液位设

定时总精矿品位合格率为 77%, 采用本文方法时总
精矿品位合格率为 91%, 提高了 14%. 此外本文还

根据现场生产统计报表中一个月的累计原矿、总精

矿、总尾矿品位数据 θY K、θZJ 及 θZW (氧化铝百分
含量) 按照式 (10) 计算了总回收率 ξHS.

ξHS =
θZJ (θY K − θZW )
θY K (θZJ − θZW )

× 100% (10)
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其中 ξHS 表示回收得到的总精矿中氧化铝的质量

与原矿中氧化铝的质量之比. 通过式 (10) 通常可估
算得到浮选生产流程的总回收率并进行性能评价[1].
根据计算, 在原矿处理量及给矿品位相同的情况下,
人工对粗选槽液位进行设定调节时的浮选流程总

回收率为 91.36%, 而采用本文方法时总回收率为
93.45%, 增加 2.09%. 该结果表明粗选槽液位的合
理优化设定对后续浮选流程将产生重要影响并改善

了浮选生产过程的总体工艺性能.
应用结果表明本文方法可有效改善浮选性能,

该方法中三个模型为紧密联系的有机整体, 充分利
用了机器视觉提供的泡沫特征信息对浮选槽液位进

行设定. 但是, 正如第 2.1 节所提, 仅采用案例推理
预设定模型是否具有可行性, 而采用智能补偿后的
效果又如何？为此, 本文针对该问题进行了对比实
验. 主要将浮选生产流程中由人工进行浮选液位设

定的一组仅由基于案例推理的单模型方法进行液位

设定, 而另一组仍采用本文的智能设定方法, 统计了
一个月的运行时间内不同时段人工化验得到的两组

浮选流程的粗选精矿品位及对应的液位值, 得到如
图 11 所示结果.
图 11 中方法 1 表示仅采用基于案例推理进行

浮选槽液位设定, 方法 2 则表示采用本文提出智能
设定方法对其设定. 由图 11 可看出, 采用方法 1 时
液位波动较大, 而精矿品位不满足要求的数据点较
多. 而采用方法 2 时浮选槽液位波动较小, 精矿品位
满足要求的数据点较多. 通过计算, 单独采用预设定
模型时精矿品位合格率为 76%, 而采用本文方法时
的合格率为 89%, 提高了 13%. 这说明经过智能补
偿模型的补偿作用, 所提方法克服了工况变化带来
的扰动, 弥补了仅采用基于案例推理的预设定方法
的不足.

图 10 总精矿品位对比分析

Fig. 10 Comparative analysis of the overall concentrate grade

图 11 单模型方法与智能优化设定方法运行效果对比

Fig. 11 Running effect contrast between single-model approach and intelligently optimal setting approach
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4 结论

浮选过程机理复杂、具有非线性、准确建模困

难, 更难以实现对浮选槽液位的优化设定, 当前采用
主观性强的人工设定方式, 易造成液位及工艺指标
波动较大. 本文提出了一种基于多泡沫图像特征的
浮选槽液位优化设定方法, 实现了浮选槽液位的优
化设定, 并通过在铝土矿浮选生产过程的工业实验,
验证了所提方法的有效性. 基于此, 可进一步研究
精选、扫选浮选槽的协调优化设定方法, 通过对浮选
流程各个槽液位的协调优化, 改善浮选整体性能. 此
外, 所提方法对于浮选过程中通风量﹑加药量的优
化设定也具有借鉴意义, 为实现浮选生产全流程协
调控制奠定了基础.
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