
第 39 卷 第 11 期 自 动 化 学 报 Vol. 39, No. 11

2013 年 11 月 ACTA AUTOMATICA SINICA November, 2013

基于数据的自学习优化控制:研究进展与展望

刘德荣 1 李宏亮 1 王 鼎 1

摘 要 自适应动态规划 (Adaptive dynamic programming, ADP) 方法可以解决传统动态规划中的 “维数灾” 问题, 已经成

为控制理论和计算智能领域最新的研究热点. ADP 方法采用函数近似结构来估计系统性能指标函数, 然后依据最优性原理来

获得近优的控制策略. ADP 是一种具有学习和优化能力的智能控制方法, 在求解复杂非线性系统的最优控制问题中具有极大

的潜力. 本文对 ADP 的理论研究、算法实现、相关应用等方面进行了全面的梳理, 涵盖了最新的研究进展, 并对 ADP 的未来

发展趋势进行了分析和展望.
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Abstract Adaptive dynamic programming (ADP) method can solve the problem of “curse of dimensionality” in the

traditional dynamic programming, and has recently become a hot topic in the field of control theory and computational

intelligence. For ADP method, a function approximation structure is used to estimate the performance index function,

and then the approximate optimal control policy can be obtained based on the principle of optimality. As a kind of

intelligent control methods with learning and optimization capabilities, ADP has great potential in solving the optimal

control problem of complex nonlinear systems. This paper presents a comprehensive survey on the theoretical research,

algorithm development, and related applications of ADP, which covers the latest research progress. It also analyzes and

predicts the future development trend of ADP.
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在当今的社会生活和工业领域存在着大量的复

杂系统, 如电力系统、交通系统、制造系统、化工过
程系统、通信网络系统等. 这些复杂系统通常具有
高度的非线性、未知的动态特性、模型的不确定性

等, 难于建立精确的数学模型. 随着科技的发展, 人
们对控制系统的性能也提出了越来越高的要求. 而
传统的经典控制理论和现代控制理论都要求建立精

确的数学模型, 这给控制理论的发展带来了巨大的
挑战. 与此同时, 随着传感、通信等信息技术的广泛
应用, 这些复杂系统每天都会产生和存储着海量的
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在线和离线数据, 这些数据蕴含着丰富的系统运行
信息. 因而, 在难于建立精确的机理模型情况下, 如
何发展基于数据的控制理论来解决复杂非线性系统

的优化与控制, 已经成为控制理论界亟待解决的热
点问题.

20 世纪 50 年代, 美国数学家 Bellman 为解决
非线性动态系统的最优控制问题而提出了动态规划

(Dynamic programming, DP) 理论[1]. DP 是一种
非线性的最优化规划方法, 并且适用于随机系统, 因
此是解决复杂非线性系统最优控制问题的有效方法.
其核心思想是最优性原理, 可以将多级决策控制问
题转化为一系列单级决策控制问题. 最优控制理论
已经成为现代控制系统设计的主要方法之一, 可以
使控制器在给定的系统性能指标下达到最优, 已经
在工业控制、空间技术、经济管理和决策等领域获

得了广泛的应用, 并取得了显著的成效. 对于被控对
象为线性系统、性能指标为二次型函数的线性二次

型问题, 主要是求解 Riccati 方程, 已经成为最优控
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制理论中十分成熟的部分. 然而对于实际中大量
存在的非线性系统, 则需要求解 Hamilton-Jacobi-
Bellman (HJB) 方程, 该方程是非线性偏微分或差
分方程, 求解十分困难. 同时, 随着系统维数的增加,
存储量和计算量也随之以指数形式增加, 即 “维数
灾” 问题[1]. 传统动态规划法是按照时间阶段逆向
计算, 而动态系统的状态是根据系统方程按照时间
正向顺序计算, 即只能通过离线方式进行求解, 并且
一般要求已知被控系统的数学模型. 因此, 传统 DP
方法很难适用于模型未知的复杂非线性系统.
强化学习 (Reinforcement learning, RL)[2] 是

机器学习的一种重要方法, 与监督学习和无监督学
习并列为三大机器学习方法之一. 它模拟动物脑的
学习机制, 强调在与环境的交互过程中在线地进行
学习, 通过环境对不同决策的评价性反馈信号来修
改自身的策略, 从而实现决策的优化, 其优势在于可
以求解先验信息较少或不需要先验信息的复杂优化

决策问题. 因此, RL 在解决模型未知的复杂非线性
系统最优控制问题中可以起到十分重要的作用. RL
与 DP 有着密切的关系, 文献 [3] 说明 RL 是通过离
线求解的基于模型的 DP 方法的在线无模型版本.
传统的 RL 研究主要针对离散状态和控制空间

的系统, 而大部分实际控制系统中的状态和控制都
是连续的, 因此通常需要采用函数近似结构. 目前大
部分研究都采用了神经网络作为函数近似结构, 也
有部分研究采用了模糊技术. 人工神经网络是对生
物神经元细胞网络的抽象模拟, 具有自适应、自学
习、容错效应、并行处理等能力, 可以对大量数据进
行学习, 从而实现函数逼近、系统辨识等功能, 在智
能控制领域中获得了大量的应用. 传统的神经网络
在闭环反馈控制中的应用主要集中于通过神经网络

进行系统辨识和基于辨识模型的控制, 是自适应控
制理论的一种扩展. 它通过对在线测量数据学习从
而补偿未知系统动力性特性、干扰、建模误差, 不要
求已知系统动力学模型, 但通常不能获得最优控制
器.
自适应动态规划 (Adaptive dynamic program-

ming, ADP) 理论[4] 融合了 DP、RL 以及函数近似
等方法, 其本质就是利用在线或离线数据, 采用函数
近似结构来估计系统性能指标函数, 然后依据最优
性原理来获得近优的控制策略. 传统控制方法是基
于系统模型来设计控制器, 而 ADP 方法基于数据
来学习控制器. ADP 通过采用生物启发的学习机
制来在线实时求解优化控制问题, 不需要已知系统
模型信息, 并且适用于非线性系统和不确定性问题.
ADP 是一种基于数据的具有学习和优化能力的智
能控制方法, 在解决模型未知的复杂非线性系统的
最优控制问题中具有极大的潜力. 从学科的角度来

看, ADP 依托于现代控制理论和计算智能理论, 是
一种新的智能控制理论与方法.

ADP 的基本思想 (见图 1) 来源于 RL 中的执
行-评判结构[2], 其中评判网络用来近似最优性能
指标函数, 执行网络用来近似最优控制策略. 评判
网络和执行网络的结合相当于一个智能体. 该方
法可以有效解决传统 DP 的局限, 可以实现在线
学习并且不要求已知系统模型. 与 ADP 类似的
名称还有: 自适应评判设计 (Adaptive critic de-
signs, ACDs)[5]、近似动态规划 (Approximate dy-
namic programming)[6]、神经元动态规划 (Neuro-
dynamic programming)[7]. 近十年来, ADP 方法已
经成为智能控制与计算智能领域的研究热点. 美国
国家科学基金会分别于 2002 年和 2006 年召开了
ADP 方法的研讨会. IEEE 计算智能协会于 2008
年专门成立了 ADP 与 RL 技术委员会, 并分别于
2007、2009、2011 和 2013 年召开了ADP 与 RL 国
际研讨会. 此外, 许多国际期刊还出版了关于 ADP
研究的专刊[8−10]. 目前已经出版了数本 ADP 方法
的专著[11−17] 及多篇综述性论文[18−23].

图 1 ADP 基本原理图

Fig. 1 Basic idea of ADP

为促进 ADP 研究的进一步发展, 本文对 ADP
的理论研究、算法实现、相关应用进行了全面的梳

理, 其涵盖了最新的研究进展, 并对 ADP 的未来发
展趋势进行了分析和预测. 本文后续内容安排如下:
1) 从理论研究对 ADP 进行总结; 2) 从算法实现来
对 ADP 进行总结; 3) 介绍 ADP 在微分博弈、网络
控制等现代控制理论中的应用; 4) 介绍 ADP 在工
业中的应用; 5) 对全文总结并探讨 ADP 未来可能
的研究方向.

1 ADP的理论研究

ADP 的理论研究主要涉及收敛性和稳定性的
证明. 该部分按被控系统是离散系统或连续系统分
别展开.
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1.1 离散系统

对于离散系统, 迭代ADP 算法是近五年的研究
热点, 目前已经建立了相对完善的理论. Al-Tamimi
等提出了一种贪婪迭代 ADP 算法[24] 以解决离散

系统的最优控制问题, 给出了严谨的收敛性证明,
并且该方法不要求初始稳定的控制策略. Dierks 等
证明了在考虑神经网络误差的情况下该算法的收

敛性[25]. Zhang 等通过该算法解决了最优跟踪问
题[26], 提出了新的性能指标函数以获得更好的跟踪
效果. 文献 [27] 提出一种基于协状态的迭代 ADP
算法解决了带有控制器饱和约束的近似最优控制问

题, 通过引入非二次型的性能指标函数来解决控制
约束问题. 文献 [28] 还将迭代 ADP 算法用于求解
带有时滞的离散非线性系统的最优跟踪问题. Wang
等发展了带有误差边界的贪婪迭代 ADP 算法以
解决终端时间不固定的有限时间最优控制问题[29].
Heydari 等将迭代 ADP 方法扩展到终端时间固定
的有限时间最优控制问题中, 其中也考虑了控制器
的饱和约束[30]. Wang 等将迭代 ADP 方法推广到
一般的非仿射形式的非线性系统[31]. 此外, Chen 等
基于广义 HJB 方程离线求解仿射非线性离散系统
的最优控制[32], 该方法将值函数进行了泰勒展开.
为讨论方便, 我们考虑如下仿射非线性离散动

态系统:

xxxk+1 = f(xxxk) + g(xxxk)uuuk, k = 0, 1, 2, · · · (1)

其中, xxxk ∈ Rn 是系统状态, uuuk ∈ Rm 是控制输

入. 很多实际系统都可以表示成如上形式, 而以下结
果也可以推广到一般非线性形式 xxxk+1 = F (xxxk,uuuk).
定义系统的性能指标函数为

J(xxxk) =
∞∑

l=k

γl−kU(xxxl,uuul) = (2)

∞∑
l=k

γl−k(xxxT
l Qxxxl + uuuT

l Ruuul)

其中, 折扣因子 γ 满足 0 < γ ≤ 1, Q 和 R 为正定

矩阵. 根据 Bellman 最优性原理, 最优性能指标函
数 J∗(xxxk) 可以通过求解如下离散 HJB 方程获得:

J∗(xxxk) = min
uuuk

{
U(xxxk,uuuk) + γJ∗(xxxk+1)

}
(3)

对应的最优控制策略 uuu∗(xxxk) 为

uuu∗(xxxk) = arg min
uuuk

{
U(xxxk,uuuk) + γJ∗(xxxk+1)

}
(4)

当 γ < 1 时, 一般采用 Banach 不动点定理来证明
算法的收敛性. 本文主要考虑 γ = 1 时的情况, 其
收敛性的证明主要利用值函数的单调性[24−31]. 目前

主要有策略迭代 (Policy iteration)和值迭代 (Value
iteration) 两种方法.

策略迭代算法是从一个初始稳定的控制策略

µ0(·) 开始, 通过求解一系列 Lyapunov 等式, 逐步
改进控制策略从而最终达到最优. 策略迭代算法的
每一步迭代包括以下两个过程:
策略评价

Vi+1(xxxk) = U
(
xxxk,µµµi(xxxk)

)
+ Vi+1(xxxk+1) (5)

策略提高

µµµi+1(xxxk) =arg min
µ

{
U

(
xxxk,µµµ(xxxk)

)
+Vi+1(xxxk+1)

}
=

(6)

− 1
2
R−1gT(xxxk)

∂Vi+1(xxxk+1)
∂xxxk+1

其中, i 表示迭代步数, 不断重复过程 (5) 和 (6) 直
到算法收敛到最优性能指标函数和最优控制. 可以
证明, 在迭代过程中值函数单调递减, 并且每个控制
策略均能使系统稳定.
事实上, 策略评价过程 (5) 也可以通过如下迭

代的方式得到:

V j+1
i+1 (xxxk) = U

(
xxxk,µµµi(xxxk)

)
+ V j

i+1(xxxk+1) (7)

其中, j 为新的迭代步数. 在某些条件下, 容易
证明式 (7) 也是收敛的, 且第 i + 1 步的值函数
Vi+1(xxxk) = V ∞

i+1(xxxk). 当式 (7) 仅迭代 K 步时, 也
可以进行策略更新, 值函数和控制策略同样可以收
敛到最优性能指标函数和最优控制, 该算法被称为
广义策略迭代 (Generalized policy iteration)[20].
值迭代算法是从任意一个正定的初始值函数

V0(·) 开始, 不需要初始稳定的控制策略, 但在迭代
的过程中不能保证控制器的稳定性. 值迭代算法的
值函数更新公式如下:

Vi+1(xxxk) = U
(
xxxk,µµµi(xxxk)

)
+ Vi(xxxk+1) (8)

策略更新与式 (6) 相同. 容易发现值迭代是广义策
略迭代的一种特例, 即式 (8) 相当于式 (7) 仅迭代一
步. 文献 [24−31] 所采用的均是这种值迭代方法.

通常来说, 策略迭代算法经过更少的迭代步数
即可收敛, 但在每一步策略评价时要花费更多的时
间. 与策略迭代相反, 值迭代算法通常需要更多迭代
步数才能收敛, 但在每一步值函数更新时计算量更
小. 而广义策略迭代算法的性能是策略迭代和值迭
代的折中. 以上三种算法在进行策略评价时采用的
均是值函数, 还有一类算法是采用 Q 函数[33].
下面仅以基于 Q 函数的策略迭代算法为例进行
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说明. Q 函数更新过程为

Qi+1

(
xxxk,µµµi(xxxk)

)
=U(xxxk,µµµi)+Qi+1

(
xxxk+1,µµµi(xxxk+1)

)
(9)

策略提高过程为

µµµi+1(xxxk) = arg min
µµµ

{
Qi+1(xxxk,µµµ)

}
(10)

基于 Q 函数的 ADP 算法与基于值函数的 ADP 算
法具有相同的收敛性. 由于 Q 函数是状态 xxx 和控

制µµµ 的函数, 因此最优控制可直接通过Q 函数获得,
而不需要系统的数学模型.
以上所有 ADP 算法的收敛性分析都是建立在

策略评价和策略提高都可以精确求解的前提下. 而
对于非线性离散系统, 策略评价和策略提高都难以
精确求解. Liu 等分析了值迭代算法在每一步值函
数更新过程存在有限近似误差时的收敛特性[34]. 在
满足某些条件时, 值函数会收敛到最优值函数的某
个邻域内, 并且可以获得近优值函数的上界.
在线ADP 算法的稳定性分析方面, 主要是通过

Lyapunov 函数法证明闭环系统的稳定性[35]. 在线
ADP算法已经扩展到输出反馈[36]、控制约束[37]、跟

踪[38]、有界噪声[39]、非仿射系统[40] 等问题. Dierks
等提出了基于时间的 ADP 算法[41], 即策略评价和
策略提高在每个采样点同时进行更新.

1.2 连续系统

与离散系统相比, ADP 在连续时间动态系统
中的研究还很有限. Kleinman 指出连续 Riccati 方
程的求解可以通过解一系列的 Lyapunov 方程的
方法来获得[42], 该方法比直接解 Riccati 方程要容
易. Saridis 等将该思想推广到非线性连续系统[43],
通过迭代的方法解广义 HJB 方程以获得最优控制.
Wang 等提出了逐次逼近的方法来求解非线性随机
系统最优控制的近似解[44−45], 并给出了详细的理
论分析[46]. Beard 等通过在每一步迭代过程中使用
Galerkin 近似的方法找到了广义 HJB 方程的近似
解, 并使用一系列的多项式函数作为基函数来近似
地解广义 HJB 方程[47]. Murray 等提出了一种迭代
ADP 算法来解决非线性连续系统的最优控制问题,
证明了迭代过程中控制律的稳定性和性能指标函数

的收敛性[4]. Abu-Khalaf 等使用基于神经网络的迭
代 ADP 算法来获得 HJB 方程的近似解, 解决了带
有执行器饱和的非线性系统近似优化控制问题[48].
Cheng 等研究了终端时间固定的非线性系统最优控
制问题, 并给出了基于神经网络的广义 HJB 方程的
解法[49−50]. Tassa 等采用最小二乘法和神经网络值
函数近似方法求解连续 HJB 方程[51].

以上算法都是通过离线方式运行的, 当前的
研究焦点是连续系统最优控制的在线自适应求解.

Doya 给出了学习与控制的神经机制, 并将 RL 的理
论推广到了连续时间、连续状态空间中[3]. Hansel-
mann 等提出了连续时间 ACDs 方法[52], 以解决用
微分方程描述的连续系统模型的最优控制问题. Fer-
rari 等提出一种约束 ADP 方法来设计具有闭环稳
定性的自适应神经网络控制器[53]. Seiffertt 等将时
间尺度上的微积分理论应用到 ADP 方法中[54].
考虑如下仿射非线性连续动态系统:

ẋxx = f(xxx) + g(xxx)uuu (11)

其中, xxx(t) ∈ Rn 是系统状态, uuu(t) ∈ Rm 是控制输

入. 假设系统在包含原点的紧集 Ω ⊆ Rn 上是可镇

定的. 定义如下性能指标函数:

V
(
xxx(t)

)
=

∫ ∞

t

r
(
xxx(τ),uuu(τ)

)
dτ = (12)

∫ ∞

t

(
xxx(τ)TQxxx(τ) + uuu(τ)TRuuu(τ)

)
dτ

对于容许控制策略[47]µµµ(xxx), 定义如下 Hamilton 函
数:

H
(
xxx,µµµ(xxx),∇V

)
=r

(
xxx,µµµ(xxx)

)
+∇V T

(
f(xxx)+g(xxx)µµµ(xxx)

)
(13)

其中, ∇V = ∂V
∂xxx

. 最优性能指标函数 V ∗(xxx) 满足如
下连续时间 HJB 方程:

0 = min
µµµ

H
(
xxx,µµµ(xxx),∇V ∗) (14)

最优控制策略 µµµ∗(xxx) 为

µµµ∗(xxx) = arg min
µµµ

H
(
xxx,µµµ(xxx),∇V ∗) = (15)

− 1
2
R−1gT(xxx)∇V ∗

与离散系统类似, 连续系统策略迭代算法每一
步迭代包含如下两个过程:
策略评价

0 = r
(
xxx,µµµi(xxx)

)
+∇V T

i

(
f(xxx)+g(x)µµµi(xxx)

)
(16)

策略提高

µµµi+1(xxx) = −1
2
R−1gT(xxx)∇Vi (17)

文献 [48] 中已经证明该方法中值函数单调递减, 每
一步迭代产生的控制策略均是稳定的. 该方法需要
初始稳定的控制策略, 并且需要精确已知系统的数
学模型.

2009 年, Vrabie 等提出了在线的积分 RL 算法
来解决线性连续系统的最优控制问题[55], 该方法不
需要已知系统的内部动态特性, 并将其推广到了非
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线性连续系统[56]. 事实上, 式 (12) 可以表示成如下
等价形式:

V
(
xxx(t)

)
=

∫ t+T

t

r
(
xxx(τ),uuu(τ)

)
dτ +V

(
xxx(t + T )

)

(18)

其中, T > 0 为任意的时间常数. 该积分形式的公
式 (18) 即可作为连续系统积分 RL 算法的不动点等
式. 文献 [55] 证明了式 (18) 与式 (12) 是等价的, 但
式 (18) 不涉及系统模型信息. 和离散系统类似, 由
式 (18) 可以发展出策略迭代、广义策略迭代、值迭
代等算法. 基于积分的策略迭代算法主要过程如下:
策略评价

Vj+1

(
xxx(t)

)
=

∫ t+T

t

r(xxx(τ),µµµj(τ))dτ +Vj+1(xxx(t+T ))

(19)

Vj+1(0) = 0

策略提高

µµµj+1(xxx) = arg min
µµµ

H(xxx,µµµ(xxx),∇Vj+1) = (20)

− 1
2
R−1gT(xxx)∇Vj+1

基于积分的值迭代算法中值函数更新过程如下:

Vj+1

(
xxx(t)

)
=

∫ t+T

t

r
(
xxx(τ),µµµj(τ)

)
dτ +Vj

(
xxx(t+T )

)

(21)

策略更新与式 (20) 相同. 基于积分的广义策略迭代
算法也可以通过类似方式得到, 在此不再赘述.
前面的方法中, 策略评价和策略提高都是交替

进行的. 2010 年, Vamvoudakis 等提出了同时调
整评判网络和执行网络的在线同步策略迭代算法

(Synchronous policy iteration)[57], 通过 Lyapunov
函数法可以证明闭环系统的一致最终有界稳定性,
该方法要求已知系统的数学模型. 文献 [41] 中离散
系统基于时间的 ADP 方法与 [57] 中的同步策略迭
代方法具有相似的思想. 文献 [58] 通过递归神经网
络来辨识未知系统的模型, 然后采用同步策略迭代
方法在线求解连续非线性系统的最优跟踪问题. 文
献 [59] 进一步提出了辨识模型、评判网络和执行网
络同时更新的算法.
与离散时间下的 Q 学习类似, 目前已经有连续

系统下的 Q 学习方法研究. 文献 [60] 建立了 Q 学
习算法与 Pontryagin 极小值原理之间的关系, 并提
出了最速下降 Q 学习方法来求解连续系统的近似最
优控制, 该方法不需要任何系统模型信息. 文献 [61]

提出了一种新的策略迭代算法, 与文献 [55] 中的方
法相比, 该方法可以在线求解系统模型完全未知的
连续系统的自适应最优控制器. 文献 [62−63] 提出
了积分 Q 学习方法 (Integral Q-learning) 方法, 该
方法同时进行策略评价和策略提高. 可以发现, 文
献 [61−62] 中的算法具有相同的特性, 并且均需要
满足持续激励条件 (Persistence of excitation, PE).
其主要思想是在控制输入中添加扰动信号 eee, 即:

ẋxx = f(xxx) + g(xxx)(uuu + eee) (22)

则式 (19) 中的策略评价过程变为

Vj+1

(
xxx(t)

)
=

∫ t+T

t

[
r
(
xxx(τ),µµµj(τ)

)− (23)

∇V T
j+1g(xxx)eee

]
dτ + Vj+1

(
xxx(t + T )

)

根据策略提高过程 (20), 式 (23) 可以表示为

Vj+1

(
xxx(t)

)
=

∫ t+T

t

[
r
(
xxx(τ),µµµj(τ)

)
+2µµµT

i+1Reee
]
dτ+

Vj+1

(
xxx(t + T )

)
(24)

可见, 式 (24) 中不含有任何模型信息, 并且策略评
价和策略提高过程可以同时进行.

2 算法实现

ADP 算法的实现主要涉及算法结构、函数近
似、学习算法等几个方面.

目前对 ADP 算法结构的研究主要集中在离
散系统, 并已取得了非常丰富的研究成果. Werbos
最早提出了 ADP 的两种基本结构[64], 即启发式动
态规划 (Heuristic dynamic programming, HDP)
和二次启发式规划 (Dual heuristic programming,
DHP). HDP 是应用最为广泛的结构, 其评判网络
输入是状态变量 xxxk, 评判网络输出是系统的性能
指标函数 J(xxxk). DHP 结构的评判网络输入是状
态变量 xxxk, 而评判网络输出是性能指标函数对状态
的梯度 ∂J(xxxk)

∂xxxk
. DHP 结构避免了评判网络的误差

反向传播, 因此比 HDP 结构具有更高的计算精度.
Werbos 还给出了两种执行依赖的结构[6], 即执行
依赖启发式动态规划 (Action-dependent heuristic
dynamic programming, ADHDP) 和执行依赖二次
启发式规划 (Action-dependent dual heuristic pro-
gramming, ADDHP). 这两种结构与 HDP 和 DHP
的区别是把状态变量 xxxk 和控制变量 uuuk 均作为评

判网络的输入. ADHDP 的执行网络的学习目标
可以直接通过评判网络的误差反向传播得到, 因而
不需要已知系统模型. Prokhorov 等进而提出了两
种新的结构[5], 即全局二次启发式规划 (Globalized
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dual heuristic programming, GDHP) 和执行依赖
全局二次启发式规划 (Action-dependent globalized
dual heuristic programming, ADGDHP). GDHP
的评判网络输入是 xxxk, 而评判网络输出是 J(xxxk) 和
∂J(xxxk)

∂xxxk
. Liu 等提出一种迭代 GDHP 方法求解非

线性离散系统的最优控制问题[65]. GDHP 虽然结
合了 HDP 和 DHP 的优点, 但因需要计算神经网
络输出对输入向量和权值向量的二阶混合偏导数
∂J2

∂xxx∂w
而使学习过程变得十分复杂. 在最新的文献

[66] 中, Fairbank 等给出了精确计算该二阶混合偏
导数的算法, 可以使 GDHP 算法更简单有效地执
行. 在文献 [67] 中, Si 等对这六种结构进行了较
为全面的分析和总结. 从目前来看, 应用较多的是
HDP、DHP、ADHDP 三种结构, 其他三种结构使
用较少.

此外, Padhi 等提出了基于 DHP 的单网络
自适应评价设计 (Single network adaptive critic,
SNAC) 的新结构[68], 即在 DHP 的基础上去掉了执
行网络. Ding 等又进而提出了基于 HDP 的 SNAC
结构[69], 即在 HDP 的基础上去掉了执行网络. 这
两种结构都具有结构简单、计算量小等优点, 但只适
用于求解仿射非线性系统的最优控制. 文献 [70] 在
ADHDP 的基础上增加了一个参考网络, 其产生的
内部目标信号作为评判网络的强化信号, 用于指导
评判网络的学习. 传统的强化信号大多是人们根据
已有的知识和经验来设计的, 并且多为二进制的值
(如 0 或 −1). 而由参考网络输出的强化信号是自适
应生成的, 不需要人工手动地设计, 并且是连续有界
的. 该结构虽然在球杆系统中进行了实验验证, 但尚
缺少合理的理论解释.
对于状态空间和控制空间连续的情况, ADP 算

法的实现需要采用函数近似结构. 目前绝大部分都
采用了 BP 神经网络[26, 28, 29, 31], 有的研究也采用了
径向基函数神经网络[27]、小波神经网络[71]、支持向

量机[72]、递归神经网络[73]、回声状态网络[74] 等. Xu
等将核函数方法引入 ACDs 算法中[75], 提出了基于
稀疏内核机的 HDP 和 DHP 方法, 目的是提高算
法的泛化性能和学习效率. ADP 的学习算法可以采
用最小二乘法[55−56]、梯度下降[28−31]、Levenberg-
Marquardt[76] 等各种参数优化方法. 此外, 也有部
分研究将ADP 与计算智能方法进行了结合, 如模糊
系统[77]、进化计算[78−79] 等.

理论上, 迭代 ADP 算法需要遍历整个状态空
间[26−31], 即每一步值函数和控制策略更新须同时取
遍状态空间里的所有状态. 这在实际中是很难做到
的. 通常的做法是每步迭代随机在状态空间内取 N

个状态, 当算法迭代到无穷步时, 相当于取遍了整个
状态空间. 传统的在线 ADP 算法[67] 实际上是一种

特例, 即每一步迭代只取一个状态 (N = 1). 而为了
在算法停止更新前充分遍历状态空间, 在线ADP 算
法一般需要满足 PE 条件, 该条件相当于 RL 中的
探索 (Exploration) 和利用 (Exploitation) 的平衡
问题.

3 ADP与控制理论的结合

Jiang 等采用鲁棒 ADP 方法来计算不确定动
态系统的全局稳定和次优控制策略[80], 系统动态特
性和系统阶数不需要精确已知. 通过将 ADP 理论
和现代非线性控制的技术相结合, 鲁棒ADP 方法中
控制器的设计是从带有干扰抑制的鲁棒控制角度给

出的. 通过 Backstepping 技术, 鲁棒控制器可以通
过设计产生任意小的 L2 增益. 在没有噪声输入的情
况下, 该鲁棒控制策略也能保留优化性能. 当系统存
在乘性和加性噪声时, 文献 [81] 采用鲁棒 ADP 方
法来求解随机系统的优化控制问题.

博弈论为研究多人决策问题提供了理想的工具,
而其纳什均衡解一般通过离线迭代的方式计算获得,
并且要求已知系统模型. 作为一种在线优化方法,
ADP 理论已经被广泛应用到了微分博弈问题中. 由
于零和博弈问题与 H∞ 鲁棒控制有着密切的关系,
即控制器是最小化参与者而干扰是最大化参与者,
故目前的研究主要集中于应用 ADP 方法求解二人
零和微分博弈问题. 对于线性系统, 主要是求解博弈
代数 Riccati 方程 (Game algebraic Riccati equa-
tion, GARE). Vrabie 等采用一种在线 ADP 方法
求解 GARE[82], 其中仅有一个参与者学习和优化它
的控制策略. 并进一步采用了积分 RL 方法来求解
GARE[83], 优点是仅要求系统的部分模型. Wu 等
提出了一种策略同步更新算法来求解该问题[84], 即
控制和干扰同时更新参数, 该方法同样仅要求系统
的部分模型. 而对于如下带有干扰输入的非线性连
续系统:

ẋxx = f(xxx) + g(xxx)uuu(xxx) + k(xxx)ddd(xxx) (25)

及值函数

V
(
xxx(t)

)
=

∫ ∞

t

(xxxTQxxx + uuuTRuuu− θ2‖ddd‖2)dτ (26)

二人零和博弈的纳什均衡解满足如下 Hamilton-
Jacobi-Isaacs (HJI) 方程:

0 =∇V T(xxx)f(xxx)+
1

4θ2
∇V T(xxx)k(xxx)kT(xxx)∇V (xxx)+

xxxTQxxx− 1
4
∇V T(xxx)g(xxx)R−1gT(xxx)∇V (xxx) (27)
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Abu-Khalaf 等解决了带有输入约束的非线性
连续系统的 H∞ 最优状态反馈控制问题[85−86], 该
方法为离线迭代, 要求已知系统的数学模型, 并且
存在两个迭代环. Zhang 等采用四个执行网络和两
个评判网络计算微分博弈问题的鞍点解[87], 系统模
型要求精确已知, 该方法也适用于鞍点不存在的情
况. Vamvoudakis 等提出了基于同步策略迭代的在
线自适应学习算法求解 HJI[88], 系统模型要求精确
已知, 值函数和策略更新同时进行. 文献 [89] 采用
文献 [84] 中的方法来求解 HJI. Johnson 等采用策
略迭代方法在线求解该问题[90], 采用鲁棒动态神经
网络来辨识未知系统, 并且所有参数同时调整.

Al-Tamimi 等采用 HDP 和 DHP 两种结构在
线求解线性离散系统的零和博弈问题[91]. Q 学习也
被用来求解该问题及H∞ 鲁棒控制[92−93], 其优点是
不需要已知系统的数学模型. 对于非线性离散系统,
Mehraeen 等对值函数进行泰勒展开以离线方式求
解近似 HJI 方程[94], 并给出了近似 HJI 方程收敛的
充分条件. Liu 等采用迭代 ADP 方法求解带有控制
约束的非线性离散系统的 H∞ 鲁棒控制[95].
当多个控制器既竞争又合作时, 则需要求解多

人非零和博弈问题. 对于非零和纳什博弈, 主要在于
求解耦合代数 Hamilton-Jacobi (HJ) 方程. Vrabie
等采用积分 RL 方法在线求解线性连续系统的非零
和微分博弈的纳什均衡解[96]. Vamvoudakis 等采
用同步策略迭代算法求解非线性连续系统的多人非

零和博弈问题[97], 该方法需要满足 PE 条件. 文献
[98] 进一步将该方法推广到定义在通信图上的多人
合作博弈问题, 给出了交互纳什平衡点 (Interactive
Nash equilibrium) 的定义, 并设计了分布式的自适
应学习算法. Zhang 等采用基于单网络的 ADP 方
法来求解非线性连续系统的非零和博弈的纳什平衡

点[99], 该方法不需要初始稳定的控制策略,同时可以
保证闭环系统一致最终有界稳定性. Stackberg 博
弈也是一种非零和博弈, 它包含分层级的两组参与
者: 领导拥有其他参与者的策略信息, 而跟随者不拥
有这些信息. Vamvoudakis 等提出一种基于策略迭
代的在线自适应最优控制方法来求解线性连续系统

的 Stackberg 平衡点[100], 每个控制器均有一个评判
网络和执行网络, 同时给出了使整个系统稳定的参
数更新算法.
包含多个级联子系统的非线性大系统通常可以

表示成如下形式:

ẋxxi(t) = fi

(
xxxi(t)

)
+ gi

(
xxxi(t)

)(
uuui(xxxi(t)) + Ψi

(
yyy(t)

))
(28)

yyyi(t) = Cixxxi(t)

采用 ADP 方法可以设计系统 (28) 的全局渐近稳定

的分散控制器. Mehraeen 等采用 ADP 方法来在线
求解一类级联非线性动态系统的分散最优控制[101].
对于每个子系统, 都用一个评判网络来估计整个系
统的性能和一个执行网络来提供近优的控制信号.
Jiang 等采用鲁棒 ADP 方法来在线求解复杂大系
统的分散控制问题[102], 并采用小增益定理来分析系
统的稳定性, 该方法适用于模型参数未知的情况. 这
类研究的一个典型应用是多机电力系统的控制器设

计.
典型的带有随机延时和丢包的网络控制系统可

以表示为

ẋxx(t) = f
(
xxx(t)

)
+ δ(t)g

(
xxx(t)

)
uuu
(
t− τ(t)

)
(29)

yyy(t) = Cxxx(t)

其中

δ(t) =

{
I, 在时刻 t 可以接受到控制输入

0, 在时刻 t 控制输入丢失

I 为单位矩阵, 0 为零矩阵. Xu 等采用基于 Q 学习
的 ADP 方法求解带有随机延时和丢包的线性网络
控制系统的近似最优控制问题[103]. 文献 [104] 提出
一种基于时间的 ADP 方法来求解不确定的非线性
网络控制系统 (29) 的随机优化控制问题, 同时也考
虑了随机延时和丢包等因素. 之所以称为基于时间
的ADP 方法, 是因为在每个采样时刻均更新值函数
和控制输入, 该方法与策略迭代和值迭代算法不同,
可以更好的实现实时控制.

此外, ADP 还与自适应控制[55−57]、模型预测

控制[105]、多智能体协调控制[98] 等有着密切的关系.

4 ADP的应用

ADP 方法由于适合解决复杂非线性系统的最
优控制问题, 已经在运动控制、电力系统、交通物
流、多媒体处理、无线传感器网络、化工过程等领域

取得了大量的成功应用.
Cox 等采用一种线性二次型 ACDs 算法解决

NASA 登陆车的自动降落问题[106]. Enns 等基于直
接神经动态规划方法设计了 Apache 直升飞机的跟
踪控制系统[107]. Nodland 等利用 ADP 思想设计
了自适应优化的输出反馈控制器[108], 实现无人直升
飞机的轨迹跟踪控制. Lin 采用基于模糊神经网络
的 ACDs 来设计倾斜转弯导弹的自动驾驶系统[109].
Han 等采用 ACDs 来设计敏捷导弹的控制器[110].
Lin 等通过 ACDs 方法使轮式移动机器人具有自动
生成控制信号的能力[111]. Liu 等利用ACDs 思想实
现了汽车发动机的自学习控制, 设计了发动机扭矩
和空气-燃料比控制器[112]. Shih 等和 Peter 等设计
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了基于 ADP 的神经网络跟踪控制器[113−114], 将其
应用于火花点火发动机的排放控制, 并且不需要 PE
条件和线性参数化假设.

ADP 理论在电力系统中的应用最为广

泛. Venayagamoorthy 所在的研究团队采用

HDP、DHP、ADHDP 等 ADP 思想设计了同步
发电机的神经控制器[115]、单机电力系统涡轮发电机

的优化控制器[116]、多机电力系统静态补偿器的神经

模糊控制器[117] 和优化神经控制器[118]、电力系统广

域控制器[119]、大规模风电场和静止同步补偿器的无

功协调控制[120] 等, 均比传统的控制器获得了更好
的控制效果. 为了使得具有间歇性的新能源达到比
较高的渗透率, 电网的管理与控制需要考虑其高可
变性和不确定性. 该团队还利用基于 DHP 的 ADP
方法设计了基于广域测量的动态随机优化电流控制

算法[121]. Lu 等将直接 HDP 方法应用到大规模电
力系统的稳定控制问题[122], 并以我国南方电网为例
进行了验证. Huang 等利用 ACDs 思想解决住宅能
源管理与控制问题[123], 该智能优化方法可以从用户
需求和环境中学习.

ADP 理论在交通和物流系统中也取得了成功
的应用[124]. Lin 等基于 ACDs 方法设计了地铁自
动列车的自适应最优控制器[125−128], 该算法可以直
接从交通数据中进行学习, 不需要已知交通模型.
Zhao 等采用 DHP 方法实现高速公路系统闸道的优
化协调管理[129], 该方法通过近似的交通模型以离线
学习的方式获得控制器. Cai 等采用ADP 方法设计
了自适应交通信号控制器[130], 与时间固定的控制方
法相比, 该方法可以大大减少车辆拥堵. Shervais 等
利用 DHP 解决物流系统的库存控制和交通策略的
同步优化问题[131], 该方法通过定期调整控制策略以
适应随机、非静态的环境.

ADP 方法在多媒体处理中也取得了一些应用.
Sun 等采用 ACDs 方法来优化便携式视频通讯设备
中实时视频编码所消耗的电能[132], 进而延长设备的
使用时间. 他们把视频编码器看做一个非线性控制
系统, 在率失真约束下, 选择最好的复杂性控制参数
配置来最小化电能消耗. Iftekharuddin 采用 HDP
和 DHP 两种方法来获得与图像变形无关的在线自
动目标识别系统[133], 该系统不需要特征提取等预处
理过程. Venayagamoorthy等采用ACDs方法来设
计语音编码中的非均匀最优量化器, 以最大化信噪
比[134].

Lee 将基于 ADP 的控制策略用于连续搅拌釜
式反应器等化工过程的控制[135−138], 并仅利用过程
中产生的输入输出数据, 该方法与传统的模型预测
控制相比具有更好的控制效果. Govindhasamy 等
将 ADHDP 方法应用于连续搅拌釜式反应器[139].

Iyer 等将一类 ACDs 方法应用于发酵罐的在线优化
与控制中[140].

此外, ADP 方法还已经用于通讯服务网络中的
呼叫准入控制方法[141−142]、分布式传感器网络的资

源管理问题[143].

5 总结与展望

ADP 方法无论在理论研究还是实际应用中都
取得了重要的进展, 并且展示出了巨大的发展潜力.
但对于实际中的复杂系统, ADP 目前在理论和算法
上仍然有很多问题尚未解决. 通过以上对 ADP 的
总结与分析, 本文最后给出如下几个重要的研究方
向:

1) ADP 绝大部分理论都是基于值函数和控制
策略精确迭代的, 而实际算法中所采用的函数近似
结构会导致策略评价和策略提高过程存在近似误

差. 因此, 考虑策略评价和策略提高存在近似误差时
ADP 算法的收敛性对于ADP 理论和实际应用都是
十分必要的.

2) ADP 方法目前解决的大多是状态和控制维
数较低的系统, 而对于实际复杂系统中高维、连续的
状态和控制空间, 目前尚没有有效的解决办法. 针对
高维系统, 提出具有收敛速度快和计算复杂度低的
ADP 方法是非常重要的.

3) 目前大部分在线 ADP 算法都需要满足 PE
条件, 而在实际应用中 PE 条件很难验证, 如何提出
更容易验证的 PE 条件或直接去掉 PE 条件将对在
线 ADP 方法的应用起到重要的作用.

4) ADP 方法与自适应控制、鲁棒控制、模型预
测控制、网络控制等现代控制理论都有着密切的联

系, 借鉴现代控制理论的重要方法是十分必要的, 同
时还可以拓宽 ADP 的适用范围, 解决系统带有噪
声、时滞等挑战性问题.

5) 目前, ADP 的研究主要集中于单个控制器
的设计, 而对于多个控制器的设计却鲜有涉及, 采用
ADP 方法实现大系统的分散控制和多智能体的分
布式协调控制将是一个十分有益的探索.

6) 针对电网、交通等复杂的系统, 在无法获得
精确数学模型及不确定环境下, 采用ADP 方法求解
大规模实际优化问题, 取得重大的实际应用.
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