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核分布一致局部领域适应学习

陶剑文 1, 2 王士同 1

摘 要 针对领域适应学习 (Domain adaptation learning, DAL) 问题, 提出一种核分布一致局部领域适应学习机 (Kernel

distribution consistency based local domain adaptation classifier, KDC-LDAC), 在某个通用再生核 Hilbert 空间 (Univer-

sally reproduced kernel Hilbert space, URKHS), 基于结构风险最小化模型, KDC-LDAC 首先学习一个核分布一致正则化

支持向量机 (Support vector machine, SVM), 对目标数据进行初始划分; 然后, 基于核局部学习思想, 对目标数据类别信息进

行局部回归重构; 最后, 利用学习获得的类别信息, 在目标领域训练学习一个适于目标判别的分类器. 人造和实际数据集实验

结果显示, 所提方法具有优化或可比较的领域适应学习性能.
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Kernel Distribution Consistency Based Local Domain Adaptation Learning
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Abstract In allusion to domain adaptation learning (DAL) problems, this paper proposes a novel so-called kernel

distribution consistency based local domain adaptation classifier (KDC-LDAC). Firstly, in some universally reproduced

kernel Hilbert space (URKHS), the KDC-LDAC trains a kernel distribution consistency regularized domain adaptation

support vector machine (SVM) based on the structure risk minimization model, which extends the formulation of classical

SVMs to the domain adaptation learning schema. And secondly, according to the idea of local learning, the proposed

method predicts the label of each data point in target domain based on its neighbors and their labels in the URKHS. The

last but not least, the KDC-LDACs learning a discriminant function to classify the unseen data in target domain with

training data well predicted in the local learning procedure. Experimental results on artificial and real world problems

show the advantages or comparable effectiveness of the proposed approach compared to related approaches.
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cation, maximum mean discrepancy (MMD)

Citation Tao Jian-Wen, Wang Shi-Tong. Kernel distribution consistency based local domain adaptation learning. Acta

Automatica Sinica, 2013, 39(8): 1295−1309

目前的机器学习算法在Web 挖掘研究中存在
着一个关键的问题[1−2], 即在一些新出现的Web 应
用领域中, 大量的标签化训练数据非常难得, 这需
要对每个领域都标注大量训练数据, 这将会耗费大
量的人力与物力, 而标签数据的缺少会严重影响学
习性能, 从而使得很多与学习相关研究与应用无法
开展. 相反, 即使我们有了大量的、在不同分布下
的训练数据, 针对新的兴趣领域, 完全丢弃这些训
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练数据而重新构建训练数据也是非常浪费的. 另
外, 传统的机器学习假设训练数据与测试数据独立
且服从相同的分布 (Identically and independently
distributed, IID), 而非 IID 数据在许多应用中自然
存在[1−4], 这些应用领域存在的主要问题是精确标
注的任务特定数据较少, 而任务相关的数据却大量
存在, 且通常可能发生训练数据过期的情况, 这又需
要我们去重新标注大量的训练数据以满足训练的需

要.
针对上述问题, 迁移学习 (Transfer learning,

TL)[5] 得以提出, 旨在将从一个环境中学到的知识
用来帮助新环境中的学习任务. 作为迁移学习的一
个特例, 领域适应学习 (Domain adaptation learn-
ing, DAL)[6] 旨在利用源领域 (Source domain, SD)
中的训练数据来解决目标领域 (Target domain,
TD) 中的学习问题, SD 和 TD 中的数据分布可以
相同或不同. 近年来, 在机器学习、数据挖掘、多任
务学习等应用领域中, DAL 吸引了越来越多研究
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者的关注和研究[1−2, 6−12]. 在 DAL 中的一个主要
计算问题是如何减小 SD 和 TD 中数据的分布差
距, 其关键在于确保有效分类性能的情况下, 如何
通过给定的目标函数来实现不同分布之间的距离

度量. Ben-David 等[8] 分析指出, 最好性能的超平
面分类器应提供一种能较好度量不同数据表示之间

分布距离的方法. 同样, Sriperumbudur 等[13] 和

Gretton 等[14] 也分析指出, 两个不同分布之间的距
离可通过某种特定的函数类来进行度量, 且在再生
核Hilbert 空间 (Reproduced kernel Hilbert space,
RKHS) 中, 能明显简化这种分布距离度量的计算
复杂度, 基于此, Gretton 等[14] 提出了一种称为最

大均值差 (Maximum mean discrepancy, MMD)的
分布距离度量方法. 概率分布 RKHS 嵌入之间的
距离度量 (MMD) 方法相较于传统的方法具有计算
简单、收敛快和有限样本估计低偏差等优点. 近来,
Quanz 等[7] 基于正则风险最小化和 MMD 方法的
思想, 提出一种基于特征空间的大间隔直推式迁移
学习方法 (Large margin projection, LMPROJ),其
核心思想在于: 基于经验风险正则化分类框架, 通过
寻求一个特征变换使得训练数据和测试数据之间的

分布距离最小化, 从而实现迁移学习.

近来, 文献 [6] 针对领域适应学习问题, 提出一
种基于迭代思想的领域适应支持向量机 (Domain
adaptation support vector machine, DASVM) 学
习框架, DASVM 的学习过程主要包括三步:
1) 按照经典的支持向量机 (Support vector ma-
chine, SVM)[15] 学习模型, 利用源领域数据来初
始化学习一个 SVM; 2) 对初始 SVM 进行迭代学

习, 核心思想是在源领域训练数据集中迭代增加目
标领域数据集, 以更新训练集, 同时逐步消除源领域
数据, 直至最后训练集中只包含目标领域数据集; 3)
迭代收敛, 通过目标领域数据集来学习一个判别函
数以对目标数据进行决策判别. 关于 DASVM 的详
细描述见文献 [6].

虽然 DASVM 在某些特定数据集的学习下, 取
得了较好的适应学习性能, 但是, 通过对文献 [6] 的
研究分析发现, DASVM 的学习性能在某种程度上

依赖于初始 SVM 的学习能力, 而 DASVM 在第 1)
步中仅采取传统的 SVM 框架模型来学习一个领

域适应判别函数, 即 DASVM 的初始 SVM 学习在
一定程度上仅考虑了源领域数据, 虽然可能会在源
领域取得较好的初始判别界面, 但是当领域间数据
分布距离较大时, 将会导致目标领域数据判别偏向
单一类方向. 两个领域间数据分布的差异是导致传
统 SVM 不能适用于领域适应学习的关键原因所在,
从这层意义上来说, DASVM 一开始就未能充分考

虑领域间数据分布的间隔差异, 从而一定程度上可
能会限制 DASVM 在某些具体应用上的学习性能.

为此, 本文将从充分考虑数据分布距离的角度, 基
于局部学习[16−17] 思想, 提出一种新颖的核分布一
致局部领域适应学习机 (Kernel distribution con-
sistency based local domain adaptation classifier,
KDC-LDAC). 与 DASVM 的学习过程相似, 在某
个通用再生核 Hilbert 空间 (Universal reproducing
kernel Hilbert space, URKHS)[18−20], KDC-LDAC
的学习过程也包括三步: 1) 核分布一致领域适应学
习, 即通过寻求某个特征变换 φ, 使得在确保训练数
据的最大分割的同时, 实现领域间分布距离充分最
小化, 从而初步实现领域适应学习; 2) 局部领域适
应学习, 即在核空间, 基于局部学习的思想, 分别重
构出目标领域数据标签; 3) 利用第 2) 步学习的目标
领域数据标签信息, 训练学习一个用于目标领域的
判别决策函数. 本文方法 KDC-LDAC 通过核映射,
在某个 URKHS 中, 充分考虑了领域间分布的间隔
一致性, 使得领域适应学习性能明显优于 DASVM
方法.

1 KDC-LDAC方法

1.1 相关概念与问题描述

一个领域 (Domain) D 由特征空间 χ 和边沿概
率分布 P (X) 两个部分组成, 即 D = {χ, P (X)},
其中, X = {xxxi}N

i=1 ∈ χ. 对于给定的领域

D = {χ, P (X)}, 一个学习任务 (Task) T 由两个
部分组成, 即标签空间 Y 和目标预测函数 f(·), 即
T = {Y, f(·)}, 其中, f(·) 可通过训练数据对集
{xi, yi} 学习获得, 其中, xxxi ∈ X, yi ∈ Y . 函数 f(·)
能用以预测测试数据 xxx 的相应标签 f(xxx). 从概率角
度来说, f(xxx) = P (y|xxx).

给定一个源领域Ds 及其学习任务 Ts 和一个目

标领域Dt 及其学习任务 Tt,领域适应学习旨在利用
从Ds 和 Ts 中所学习到的知识来帮助增强Dt 和 Tt

中目标预测函数 ft(·) 的学习性能, 其中, Ds 6= Dt

或 Ts 6= Tt. 当 Ds = Dt 且 Ts = Tt 时, 领域适应学
习退化为传统的机器学习问题.
核方法 (Kernel tricks) 是一种广泛使用的构建

非线性算法的有效途径[18], 本文利用核技巧将两个
概率分布嵌入到一个 URKHS, 从而获得一种处理
概率分布高阶统计特征的新方法[19−20]. 设 H 为函
数族 F 的完备内积空间 (即 Hilbert 空间), 且对于
f ∈ F 有 f : X → R, 其中, X 为一个非空紧凑集,
如果对于所有 xxx ∈ X, 线性点函数映射 f → f(xxx)
存在且连续, 则 H 可称为一个再生核 Hilbert 空
间 (RKHS), 在此条件下, f(xxx) 可表示为一个内积:
f(xxx) = 〈f, φ(xxx)〉H , 其中, φ : X → H 为从 xxx 到
H 的特征空间映射, 且两个特征映射的内积称为核
(Kernel), k(xxx,xxx′) = 〈φ(xxx), φ(xxx′)〉H . 基于核技术,
引出如下概念:
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定义 1[19] (概率分布的 RKHS 嵌入距离度
量). 设定义于拓扑空间 M 上的所有 Borel 概
率度量集 Θ 与函数集的 RKHS(H, k) 及其再生
核 k, H 代表 RKHS 空间, 任意 P ∈ Θ 表示为
Pk =

∫
M

k(·,xxx)dP (xxx). 如果 k 是可测且有界的, 则
P 在 H 中的嵌入定义为 Pk ∈ H. 两个概率度量
P, Q ∈ Θ 在 RKHS 中的嵌入距离定义为

γk(P, Q) = ||Pk −Qk||H (1)

概率分布的RKHS嵌入距离度量方法相较于传
统的方法具有计算简单、收敛快和有限样本估计低

偏差等优点[20]. 如果映射 P 7→ Pk 是内射 (Injec-
tive) 的, 则称 k 为特征核 (Characteristic kernel,
CK)[13, 19], 此时, 当且仅当 P = Q 时, γk(P, Q) ＝
0, 即 γk 为 Θ 上的距离度量. 当 k 不是 CK 时, 概
率分布在 RKHS 中的嵌入不可分辨, 从而会导致
嵌入距离度量失败. 因此, k 是否为 CK 是 RKHS
嵌入距离度量成功的关键条件. 幸运地是, 目前许
多流行的核函数 (如多项式核函数, Gaussian 核函
数等) 都是通用的 CK 型[13, 19]; 另外, 值得说明的
是, 文献 [19] 从理论上分析指出, 高斯型核函数簇
为概率分布距离度量的一致性估计提供了一个有

效的 RKHS 嵌入空间, 详细论证见文献 [13, 19].
故此, 本文以下所有核函数均采用高斯型核函数
kσ(xxx,yyy) = exp(− 1

2σ2 ||xxx− yyy||2), 其中, σ 为核带宽.
根据定义 1, 特别地, 对于领域适应学习问题,

引出如下定义:
定义 2 (领域分布的 RKHS 嵌入距离度量).

设 p, q ∈ Θ, 线性函数 f : f(xxx) = 〈www, φ(xxx)〉, www 为投
影向量, 则领域间分布的 RKHS 嵌入均值距离度量
定义为

γKM(p, q)2 =
∥∥∥

∫

Xs

fxxx∼p(xxx)dp−
∫

Xt

fzzz∼q(zzz)dq
∥∥∥

2

:=

γKM(pn, qm)2 (2)

其中, xxx ∈ Xs, zzz ∈ Xt,γKM(pn, qm) 为 γKM(p, q) 的
经验估计, 定义为

γKM(pn, qm)2 =
∥∥∥

∫

Xs

wwwTφ(xxx)dpn −
∫

Xt

wwwTφ(zzz)dqm

∥∥∥
2

:=

wwwT
∥∥∥ 1
n

n∑
i=1

φ(xxxi)− 1
m

m∑
j=1

φ(zzzj)
∥∥∥

2

www (3)

对于采样自 X × Y 的服从某种 (未知)
概率分布 Ps(xxxs, ys) 的 n 个训练样本 Ds =
{(xxxs1, ys1), · · · , (xxxsn, ysn)} 和采样自 X 的服从某

种 (未知) 概率分布 Pt(xxxt, yt) 的 m 个测试样本

Dt = {xxxt1, · · · ,xxxtm}, 其中, 对应的输出 yt 未知

或隐蔽而需要学习预测, 假设两个数据集内数据
的采样均分别服从 IID, 传统的大间隔学习机假
设 Ps(xxxs, ys) = Pt(xxxt, yt), 而领域适应学习则在
Ps(xxxs, ys) 6= Pt(xxxt, yt) 的假设下, 学习一个能精确
预测无标签测试数据的输出的分类机. 若无特别说
明, 下文以Xs, Xt ⊂ X 分别代表源领域和目标领域
数据集, Ys, Yt ⊂ Y 分别代表源领域和目标领域类
标签集, δi 代表数据点 xi 的 k 近邻集, Ni = |δi| 指
δi 的集合基数. 本文研究基于如下几点假设:

1) 所研究对象仅包含一个源领域 Ds 和一

个目标领域 Dt
[1−2, 6−8], 其中, 源领域数据 Ds =

{(xxxs1, ys1), · · · , (xxxsn, ysn)}, xxxsi ∈ Xs 为源领域 Ds

中的实例数据, ysi ∈ Ys 为相应的类标签, 源
领域 Ds 的实例数据集、特征空间和概率分布

分别为 Xs、χs 和 Ps(X); 目标领域数据 Dt =
{xxxt1, yt1), · · · , (xxxtm, ytm)}, xxxti ∈ Xt 为目标领域

Dt 中的实例数据, 目标领域 Dt 的实例数据集、

特征空间和概率分布分别为 Xt、χt 和 Pt(X), 其
中对应的输出 yti 为未知或隐蔽而需要学习预测,
0 ≤ m ¿ n.

2) 两个不同领域 (源领域和目标领域) 共享
同一个特征空间, 而它们的边沿概率分布不同, 即
Ps(X) 6= Pt(X), 且 Ps(ys|xxxs) 6= Pt(yt|xxxt).

3) 源领域和目标领域数据均带有标签信息, 但
是与目标领域相关的先验信息仅用于学习方法分类

性能的客观量化评价.
给定一个源领域Ds 及其学习任务 Ts 和一个目

标领域 Dt 及其学习任务 Tt, 设两个数据集 Xs 和

Xt 的分布 Ps(X) 和 Pt(X) (简写为 Ps 和 Pt) 分别
满足 IID 要求, 则 KDC-LDAC 算法的实现过程主
要包括三步: 1) 初始化阶段: 核分布一致正则化支
持向量机学习; 2) 局部回归学习阶段: 基于核稀疏
表示和核局部学习思想, 重构目标领域数据标签信
息; 3) 目标领域判别函数学习阶段: 利用带标签信
息的目标领域数据学习一个判别决策函数. 图 1 显
示了 KDC-LDAC 三段式领域适应学习模型结构.

图 1 KDC-LDAC 三段式领域适应学习模型

Fig. 1 Three-stage domain adaptation learning schema in

KDC-LDAC

图 1 中, k, y 分别代表第 1) 步完成后获得的核
函数和初始划分类标签矩阵, Y 指第 2) 步完成后所
习得的两个领域样本的标签.
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1.2 核分布一致正则化领域适应初始化

对于领域适应学习问题, 在通过高斯核映射的
通用再生核 Hilbert 特征空间中, 本文初始化阶段
旨在寻求一个线性特征变换 f(xxx) = wwwTφ(xxx), 其中
www 为 URKHS 中待求的线性投影向量, 使得最小
化领域间分布距离的同时, 使得分类决策函数的经
验风险最小化. 其核心思想为: 基于统计模式识别
的大间隔方法思想, 在高斯型再生核 Hilbert 空间
(RKHS), 通过同时正则化最小化训练数据和测试数
据之间的分布距离和学习经验风险, 学习一个用于
领域适应学习的大间隔核分类机. 本文确保在源领
域学习性能最大化的前提下, 力求最小化源领域和
目标领域的数据分布差, 从而实现从源领域学习到
目标领域学习的最大可能的迁移, 即 KDC-LDAC
的初始化目标函数描述为

f = min
www∈HK

C1

n∑
i=1

ξi + (1− λ)||www||2K + λγK(Ps, Pt)2

s.t.
yi(wwwTφ(xxxi) + b) ≥ 1− ξi,

ξi ≥ 0, i = 1, · · · , n
(4)

其中, www 为投影向量, K 为特征映射核, HK 为核空

间函数集, λ 为平衡参数, γK(Ps, Pt) 为源领域和目
标领域间分布的 RKHS 嵌入距离度量.

为了有效求解优化问题 (4), 下面引出领域适应
学习 Representer 定理:
定理 1[21] (领域适应 Representer定理). 令∑

: [0,∞) → R 表示为一个严格单调递增函数,
X = Xs ∪ Xt 为一个数据集合, c : (X × R2)n →
R ∪ {∞} 为一任意损失函数[22], 正则风险函数定义
为

R(f) = c((xxxi, yi, f(xxxi))n
i=1) +

∑
(||f ||2H)

其中, f ∈ H 可以表示为如下形式:

f(xxx) =
m∑

i=1

βik(xxxi,xxx) +
n∑

j=1

βjk(zzzj,xxx)

其中, k 为核映射, xxxi ∈ Xs, yi ∈ Ys, zj ∈ Xt, βi 为

系数.
则由定理 1, 可得出如下结论:
定理 2. 原始优化问题 (4) 可表示为

min
βββ,ξξξ,b

f = 1
2
βββTΩβββ + C1

N∑
i=1

ξi

s.t.
yi

(
n+m∑
j=1

βjkσ(xxxi,xxxj) + b

)
≥ 1− ξi,

i = 1, · · · , n

(5)

其中, xxxi ∈ Xs, xxxj ∈ Xs ∪Xt, Ω 为一半正定核函数,
ξi ≥ 0.
证 明. 给 定 一 个 非 空 数 据 集 X =

({xxxi}n
i=1, {zzzj}m

j=1), xxxi ∈ Xs, zzzj ∈ Xt, 考虑一个
非线性映射函数 φ : xxx → φ(xxx), 将原始空间中
的数据点 xxx 映射到特征空间 H 中的点 φ(xxx). 则
原始空间数据矩阵在特征空间的表示为: φ(XXX) =
({φ(xxxi)}n

i=1, {φ(zzzj)}m
j=1), 通过对核空间线性函数

f(xxx) = wwwTφ(xxx) 的决策超平面法向量 www 的分析得
知, 法向量 www 与源领域样本和目标领域样本有关,
并结合定理 1, 可以将特征空间中决策平面法向量表
示为

www =
n∑

i=1

βiφ(xxxi) +
m∑

j=1

βjφ(zzzj) (6)

其中, βββ = (β1, · · · , βm, · · · , βm+n)T 表示权值向量,
则 www = φ(X)βββ. 从而 ‖www‖2 = βββTφ(X)Tφ(X)βββ =
βββTKβββ, 其中, K 为包含两个领域数据的 (n + m)×
(n + m) 对称半正定核矩阵.
同理, 式 (3) 变为

γKM(pn, qm)2 =

wwwT

∥∥∥∥
1
n

n∑
i=1

φ(xxxi)− 1
m

m∑
j=1

φ(zzzj)
∥∥∥∥

2

www =
∥∥∥ 1
n

n+m∑
j=1

βT
j φ(Xj)T

n∑
i=1

φ(xxxi)−
1
m

n+m∑
i=1

βT
i φ(Xi)T

m∑
j=1

φ(zzzj)
∥∥∥

2

= βββTΩ1βββ

(7)
其中, Ω1 为一个 (n + m)× (n + m) 对称半正定核
矩阵[7], 定义为

Ω1 =
1
n2

Ks[1]n×nKT
s +

1
m2

Kt[1]m×mKT
t −

1
nm

(Ks[1]n×mKT
t + Kt[1]m×nKT

s )
(8)

其中, Ks 为训练数据的 (n + m)× n 核矩阵, Kt 为

测试数据的 (n + m)×m 核矩阵, [1]k×l 为 k × l 的
全 1 矩阵. 令 Ω = (1− λ)K + λΩ1, 定理可得. ¤

定理 3. 原始优化问题 (5) 的对偶问题为

min
α

1
2
αααTHφααα− 1Tααα

s.t. 0 ≤ αi ≤ C1, i = 1, · · · , n
n∑

i=1

αiyi = 0

(9)

其中, Hφ = Ỹ KT
s (Ω)−1KsỸ ,Ỹ = diag{y1, · · · ,

yn}, yi ∈ Ys.
证明. 该定理可由文献 [23] 方法证得. ¤
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1.3 目标标签局部重构学习

对于给定的目标领域数据点集 Xt = {xxxi}m
i=1,

初始判别函数 f (0)(xxx) 可将 Xt 划分为 C (C ≥ 2）
个类别, 分类结果可由一个类别标签矩阵 P =
[pic] ∈ {0, 1}m×C 表示, 且当数据点 xxxi 属于第 c
(1 ≤ c ≤ C）类时, pic = 1; 否则 pic = 0. 本文依据
文献 [17] 做法对类别标签矩阵 P 进行如下伸缩处
理:

Y = P (PTP )−
1
2 = [y1, y2, · · · , yC ] (10)

其中, yyyc = [yc
1, y

c
2, · · · , yc

m]T ∈ Rm 为 Y 的第 c 列
向量, yc

i = pic/
√

Nc 表示 xxxi 属于第 c 类的置信度,
其中, Nc 为第 c 类的数据点数. 对式 (10) 进行一定
的数学整理可得:

Y TY = I (11)

其中, I ∈ Rm×m 为一个单位矩阵.
根据局部学习思想, 目标领域数据点的标签信

息可由其邻居数据点集的标签信息经过回归学习所

得, 即对于任意目标领域数据点 xxxi ∈ Xt (1 ≤ i ≤
m),设 δi 为xxxi 的 k-近邻集 (k-NN),且xxxi /∈ δi,则局
部学习模型可由数据集 {(xxxj, y

c
j)}xxxj∈δi

(1 ≤ c ≤ C,
1 ≤ j ≤ m) 在 URKHS 中训练习得, 模型的输出形
式为

f c
i (xxxi) =

∑
xxxj∈δi

βc
ijK(xxxi,xxxj) (12)

其中, xxxi ∈ Xt, K : X ×X → R 为一正定核函数,
βc

ij 为扩张系数. 为了计算 βc
ij, 需要求解如下核岭回

归问题:

min
βc

i∈RNi

m∑
i=1

(τττ i ‖Kiβ
c
i − yc

i‖2 + η(βc
i )

TKiβ
c
i ) (13)

其中, τττ i = {τij} 为局部邻接权重向量, Ki =
[k(xxxu,xxxv)] ∈ Rni×ni 为核矩阵, ni 为 xxxi 的 k-近
邻集大小, xxxu,xxxv ∈ δi, βc

i = [βc
ij]

T, η > 0 为平衡参
数. 按照文献 [17] 的推导过程, 可得数据点 xxxi 的局

部回归标签信息为

f c
i (xxxi) = kT

i (τττ iKi + ηI)−1yc
i (14)

其中, ki = [k(xxxi,xxxj)]T ∈ Rni , xxxj ∈ δi, 从而可得局
部学习的一般化形式:

fff c = Ayyyc (15)

其中, fff c = [f c
1(xxx1), f c

2(xxx2), · · · , f c
m(xxxm)]T, αT

i =
kT

i (τττ iKi + ηI)−1, A = [aij] ∈ Rm×m, 且

aij =

{
αij, 若 xxxj ∈ δi

0, 其他

根据式 (15), 估计出所有目标领域数据点的标
签信息. 为了最大可能地接近真实标签信息, 须使得
所有目标数据点的估计误差最小化, 即满足如下优
化形式:

min
Y ∈Rm

‖Ayyyc − yyyc‖2 = tr(Y TTY )

s.t. Y TY = I
(16)

其中, T = (I −A)T(I −A). 按照文献 [17] 的做法,
最终的目标领域数据点的类别标签信息矩阵 P 可通
过离散化矩阵 Y 获得.

1.4 目标领域判别函数学习

为了简单起见, 本文主要考虑二类分类的情况,
即 c = 2. 对于多类分类问题, 可根据 OAO (One
against one) 或 OAA (One against all) 策略, 分解
为多个二类分类问题来求解. 为了适于传统 SVM
的训练学习, 首先, 对获得的目标领域标签信息矩阵
P 进行适当的处理, 即使得目标领域数据类别标签
根据数据所属的类分别取值为 −1 和＋ 1, 分别指
示数据所归属的类别, 从而目标领域中训练数据的
类别标签变为一个 m 维列向量 yt = [ytj]T ∈ Rm,
yyytj ∈ {−1,+1} (1 ≤ j ≤ m). 然后, 在目标领域, 依
据传统的 SVM 的训练方法, 学习一个用于目标领
域数据判别的决策函数:

g(xxx) =
∑

ψjK(xxx,xxxj) + bφ (17)

其中, ψj 为权值系数, xxxj ∈ Xt, bφ 为偏置变量.

1.5 KDC-LDAC完整算法

核分布一致局部领域适应学习完整算法描述如

下:
算法 1. 基核分布一致局部领域适应学习算法

输入. Xs = {xxxsi}n
i=1, Xt = {xxxtj}m

j=1, 正则参数 C1, 分

布平衡参数 λ, 近邻数 k, 局部平衡参数 η, 核带宽控制参数

γ, 热核参数 t;

输出. 目标领域判别函数: g(xxx) =
∑

ψjK(xxx,xxxj) + bφ.

步骤 1. 选择参数 γ, 分别计算训练数据 Xs 的

(n + m) × n 核矩阵 Ks 和测试数据 Xt 的 (n + m) × m

核矩阵Kt;

步骤 2. 根据式 (8) 计算 Ω1. 选择参数 λ, 进而构建矩

阵 Ω = K + λΩ1;

步骤 3. 选择参数 C1, 根据定理 3 求解 Lagrange 乘子

向量ααα, 根据式 (16) 求得 βββ, 再根据式 (17) 和式 (18) 分别计

算初始决策超平面法向量 www(0) 和偏置变量 b(0), 进而求得核

分布一致正则化分类决策函数:

f (0)(xxx) = www(0) · φ(xxx) + b(0)

步骤 4. 利用 f (0)(xxx) 对所有数据进行初始划分, 根据

式 (19), 求得矩阵 Y ;

步骤 5. 选择参数 t 和 k, 构建数据集 Xt 的 k-近邻加

权连接图 G, 并根据式 (27) 计算邻接图加权矩阵 τ ;

步骤 6. 选择参数 η, 根据式 (25), 求得矩阵 Y , 进而获

得目标领域数据的标签信息矩阵 P ;
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步骤 7. 在目标领域, 按照有监督学习方法, 训

练学习一个适于目标领域数据判别的决策函数 g(xxx) =∑
ψjK(xxx,xxxj) + bφ.

1.6 讨论: 核局部学习目标领域数据集选择

所提方法 KDC-LDAC 在进行核局部领域适
应学习阶段, 需要对所有目标领域数据的类别
标签信息进行核岭回归学习, 其算法复杂度为
O(m3)[16−17], 这对于目标领域大样本情况效率较
低. 为此, 定义目标领域数据子集:

M = {xxx| − 1 ≤ f(xxx) ≤ 1,xxx ∈ Xt}
令 l = |M | 为集合M 的基数, 则在核分布一致正则
化学习后, 有 l ¿ m. 本文依照文献 [6] 假设, 即距
离分割超平面越近的数据点被初始误分的可能性越

大, 或者说距离分割超平面愈远的点被初始划分正
确的可能性愈大, 则M 中的数据点被误分的可能性

大于其他区域的数据点. 故此, 本文在核局部领域适
应学习阶段, 选取数据子集M 作为目标领域适应学

习数据集, 从而使得核局部领域适应学习算法复杂
度变为 O(l3) ¿ O(m3), 提高了本文算法的可扩展
性.

2 讨论

2.1 局部邻接图构造

给定数据集 X, 设 G(V, E) 代表一个无向加权
图, 其中, V = {vvvi} 为图顶点集, vvvi 对应为某个数据

点 xxxi ∈ XXX, E 为图边集. 令 τ 为一个对称的权值矩
阵, 其中, τij 为数据点对间的邻接权重, 定义为

τij =





exp
(
−d2(xxxi,xxxj)

t

)
,

若 xxxi ∈ δ(xxxj) 或 xxxj ∈ δ(xxxi)
0, 否则

(18)
其中, t > 0 为热核参数, δ(xxxk) 代表数据点 xxxk 的

k-近邻集.

2.2 核带宽的协调

为了说明高斯核带宽对样本的 RKHS 嵌入分
布影响, 首先引出如下定理:
定理 4[19]. 对于一个高斯核函数类Kg = {kσ =

e−||xxx−zzz||22/2σ2
,xxx,zzz ∈ Rd : σ ∈ [σ0,∞)}, σ0 > 0,

对于任意 kσ, kτ ∈ Kg, 0 < τ < σ < ∞, 则
γkσ(P, Q) ≥ γkτ (P, Q).
由定理 4 可知, 核带宽越大, 领域分布的 RKHS

嵌入距离越大, 从而使得 KDC-LDAC 收敛速度减
慢. 为了进一步研究高斯核带宽对 KDC-LDAC 方
法的性能影响, 将高斯核带宽进行参数化, 即泛化高

斯核函数定义为

kσ
γ
(x,Xi) = exp

(
− ||xxx−XXX i||2

2
(

σ
γ

)2

)

其中, γ 为可调参数, 从下文的实验分析可知, 当 γ
太大时, 领域内样本高度内聚, 导致正负类在一定程
度上出现了交叠, 不利于模式的有效分类; 而当 γ 太
小时, 可能在一定程度上导致 KDC-LDAC 算法收
敛缓慢, 故本文限制 γ ∈ [1, γ0], 其中, γ0 为一足够

大的待调正参数. 由此, 可得矩阵 Ω 的新形式:

Ω̃ = K
σ
γ + λΩ

σ
γ

1 (19)

其中, (·)(η)
指核矩阵 (·) 中核带宽为 η. 式 (19) 显

示了 KDC-LDAC 中 Ω 的取值可由参数 γ 进行协
调控制, 从而进一步增强了所提方法的自适应能力,
使得领域间样本分布差度量的收敛速度加速, 进一
步提升了算法的执行效率.

2.3 算法复杂度

所提方法的步骤 1 计算复杂度为 O(n3); 步
骤 2 核局部学习算法的复杂度至多为 O(m3), 另
外需要额外计算目标领域数据的 k-近邻, 需要时
间复杂度为 O(m2); 步骤 3 训练 SVM 的复杂度

为 O(m3), 则 KDC-LDAC 整体计算复杂度至多为
O(n3 + 2m3 + m2). 为了在一定程度上提高本文方
法的执行效率, 在训练高维数据时, 首先采用 QR 分
解方法对核矩阵进行变换处理, 以提高所提方法的
执行效率.

3 实验分析

为了说明所提方法 KDC-LDAC 在领域适应学
习问题上的有效性, 本节将在几个不同类型数据集
上进行实验: 1) 一系列具有不同复杂度的人造二维
数据集 (双月形数据集[24]); 2) 多个针对不同领域适
应问题的实际数据集, 包括跨领域文本分类数据集
(20 Newsgroups Reuters[1] 和情感评论[2]) 和人脸
数据集[25]. 将KDC-LDAC 与相关的方法进行比较,
以显示本文方法的优化性能.
所有实验均通过网格搜索的方式来确定优化的

实验参数. 所有方法中高斯核函数带宽 σ 取值为训
练样本平均范数的平方根; 热核参数 t 通过 10 重
交叉验证确定; 正则参数 η 和近邻数 k 分别在网
格 η ∈ {0.1, 1, 10} 和 k ∈ {5, 10, 20, 50, 80} 中搜索
选取, 其中, nmin = min{n+, n−}, n± 指源领域正
或负类样本数; 正则参数 C 采取 10 重交叉验证法
来选取. 实验中, 每个数据集重复实验 10 次, 取其
平均精度值作为度量所提方法的学习性能. 实验中,
SVM 算法由 LIBSVM[26] 软件实现, 其他算法均在
Matlab 2009B 环境下实现.
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3.1 人造数据实验

人工生成一个包含 600 个样本的双月形二维样
本集作为源领域数据集, 每个半月包含 300 个样本,
分别代表正类和负类样本, 如图 2 (a) 所示. 将源领
域数据分别按逆时针旋转 11 次, 产生 11 个复杂度
不同的目标领域数据集, 从而使得源领域和目标领
域数据呈现不同分布, 而且旋转角度越大, 产生的领

(a) 原始双月形数据集

(a) Original two-moons dataset

(b) 旋转 30 度后双月形数据集

(b) Two-moons dataset with rotation angle 30 degree

(c) 旋转 60 度后双月形数据集

(c) Two-moons dataset with rotation angle 60 degree

(d) 旋转 60 度且平移 1 单位后数据集
(d) Rotation angle 60 degree and horizontal movement of

one unit

(e) 旋转 60 度且平移 5 单位后数据集
(e) Rotation angle 60 degree and horizontal movement of

five units

(f) 旋转 60 度且平移 10 单位后数据集
(f) Rotation angle 60 degree and horizontal movement of

ten units

图 2 Two-moons 数据集

Fig. 2 Two-moons datasets
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(a) 数据集分布复杂度变化

(a) Distribution variation for varied rotation angles

(b) 旋转变化对分类精度影响

(b) Classification accurancies with varied rotation degrees

(c) 分布均值距离变化对分类精度影响

(c) Classification accurancies with varied MMD

图 3 不同复杂度变化下四种方法分类精度比较

Fig. 3 Classification accurancies of four methods on

datasets with varied complexity

域适应问题越复杂. 本文按照文献 [6] 做法, 采用

Jensen-Shannon 散度 (DJS) 来度量领域分布之间
的差异程度, 从而说明领域适应问题的复杂度. 各
目标数据集以 DJS 度量的复杂度值如图 3 (a) 所
示. 本部分实验主要比较所提方法 KDC-LDAC 与
DASVM、SVM、LMPROJ 等方法的领域适应学习
性能. 图 2 (b) 和 (c) 分别显示旋转 30 度和 60 度后
的目标数据, 图 3 (b) 显示各方法在上述 11 种目标
数据集上的领域适应学习性能比较.
为了进一步说明所提方法在分布间隔增大的情

况下所具有的相对优势, 将原始双月形数据集先做
旋转 60 度变换, 然后再做均值平移变换, 以 ∆m 表
示变化的均值 (不失一般性, 可令 ∆m ≥ 0), 在一系
列均值平移变换后, 形成了多个目标领域数据集, 从
而产生一系列领域适应学习问题, 图 2 (d)∼ (f) 显
示源数据旋转 60 度后分别平移 1 单位、5 单位和
10 单位后的 DAL 数据集. 图 3 (c) 显示不同方法在
这些领域适应学习问题上的学习泛化误差比较曲线.
从图 3 (b) 和 (c) 显示结果可得如下几点结论:

1) 从图 3 (b) 可知, SVM 在所有旋转数据集下
的分类性能均逊于其他方法, 这也进一步说明传统
的基于结构风险最小化的学习方法不适于跨领域学

习; 随着领域适应问题的复杂度上升, 所有方法的学
习性能均呈下降趋势, 且 SVM 方法下降尤为明显.
但是本文方法 KDC-LDAC 从考虑保持领域间样本
的分布的一致性的角度, 采取三段式学习模型, 使
得其相较于其他方法具有一定程度的鲁棒学习性能.
另外, 在一定的旋转角度范围 (10 度∼ 50 度) 内, 本
文方法和DASVM 均保持着相对较高的且较为一致
的学习性能, LMPROJ 方法也呈现了相当的分类性
能, 而 SVM 一直呈现下降趋势. 但当旋转角度上升
到 50 度以上时, 所有方法均下降明显, 这也说明当
领域适应问题的复杂度上升到一定程度时, 使得源
领域与目标领域间的分布呈现几乎完全无关的状态,
从而超出领域适应学习的应用条件[6].

2) 从图 3 (c) 可看出, 在一定的领域分布复杂
度下, 随着分布距离的增大, 本文方法 KDC-LDAC
具有最好的一致分类性能, LMPROJ 方法也呈现
出较为一致的分类性能, 而随着分布间隔的增大,
DASVM 和 SVM 的学习性能明显下降, 这说明充
分考虑领域数据分布距离一致性, 能有效增强领域
适应学习泛化性能.

3.2 文本数据集实验

为了评价所提方法的普遍有效性, 本节
将在多个不同的文本数据集上进行一系列

领域适应学习实验. 与所提方法进行比较

的对象, 除了两个基线方法 SVM 和 TSVM[3]

外, 还包括文献 [27] 中所分析比较的几种典
型的领域适应学习方法: CDCS (Cross do-
main spectral classifier)[9]、LWE (locally-weighted
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ensemble)[27]、LMPROJ 和 DASVM, 将这些方法
分别与本文方法 KDC-LDAC 进行学习性能比较.
需要说明的是, 本文对上述所有方法均进行了参数
协调学习, 并取最优的学习性能进行比较, 从而可能
导致所记录的学习精度高于相关文献中报告的采取

缺省策略所取得的精度值.
3.2.1 数据集设置

1) Reuters 和 20Newsgroups 分类. 首先, 从文
献 [27] 中抽取两个常用的文本分类数据集 Reuters
和 20Newsgroups 来评价所提方法与相关方法的领
域适应性能. 为了有效比较所提方法与相关方法的
分类性能, 本文采用与文献 [7] 相同的实验设置, 即
对于 20Newsgroups和Reuters数据集,分别从顶层
大类中抽取 6 个和 3 个大类以构建学习数据集, 其
中, 每 2 个大类分别选作正类和负类, 数据基于子类
进行分割, 不同的子类认为是不同的领域. Reuters
和 20Newsgroups 数据集的详细信息如表 1 所示.

2) 情感评论分类. 情感评论领域适应数据集由
Amazon 中 4 种不同的产品类型的产品评论数据组

成, 这 4 种产品类型包括书籍、DVD、电子产品和
厨房设备用品. 每个评论内容包括: 产品评论分值
(范围从 0 到 5), 评论者名字和所在位置, 评论的产
品 3 名、评论标题和时间以及评论内容. 评论分值高
于 3 的评论标记为正, 评论分值低于 3 的评论标记
为负, 其余模棱两可的评论予以删除. 表 2 汇总了情
感评论数据集的详细信息. 为了进行领域适应学习
性能比较, 按照文献 [2] 的设置, 构建 12 个跨领域情
感评论分类任务, 如使用来自领域 A 的评论作为训
练数据, 通过学习所得模型来预测来自领域 B 的评
论情感类别.

3.2.2 实验结论

文本数据集跨领域学习实验的最优结果分别记

录于表 3 和表 4, 其中, Avg 列表示各方法在同一数
据集上的平均分类精度值. 可得实验结论如下:

1) 基线方法 SVM 因不能有效地迁移到多领域
学习, 故在所有数据集上的分类性能均低于其他领
域适应学习方法; 另外一个基线方法 TSVM 虽然在

表 1 跨领域文本分类数据 20Newsgroups 和 Reuters

Table 1 The cross-domain text classification datasets 20Newsgroups and Reuters

任务 数据集
训练样本数 测试样本数

正类 负类 正类 负类

1 Orgs vs. People

2 Reuters Orgs vs. Place 子类集合所有文档 子类集合所有文档

3 People vs. Place

4 Comp vs. Sci 1 958 1 972 2 923 1 977

5 Rec vs. Talk 1 993 1 568 1 984 1 658

6
20Newsgroups

Rec vs. Sci 1 984 1 977 1 993 1 972

7 Sci vs. Talk 1 971 1 403 1 978 1 850

8 Comp vs. Rec 2 916 1 993 1 965 1 984

9 Comp vs. Talk 2 914 1 568 1 967 1 685

表 2 Web 文本 (情感评论) 分类数据集

Table 2 The cross-domain web text classification datasets (sentiment reviews)

任务 数据集 训练样本数 测试样本数

10 Books (B) 1 000 1 000

11
Amazon sentiment reviews

DVD (D) 1 000 1 000

12 Electronics (E) 1 000 1 000

13 Kitchen (K) 1 000 1 000

表 3 20Newsgroups 和 Reuters 文本分类精度 (%) 比较

Table 3 Classification accuracy comparison on 20Newsgroups and Reuters datasets (%)

方法
Reuters 20Newsgroups

1 2 3 Average 4 5 6 7 8 9 Average

SVM 80.20 71.35 65.36 72.30 72.53 70.10 75.40 78.00 83.80 92.70 78.76

TSVM 81.84 75.80 69.80 75.81 76.75 73.40 83.90 81.20 85.24 88.74 81.54

CDCS 88.50 73.90 64.00 75.47 69.80 82.92 64.00 70.84 82.72 90.20 76.75

LWE 83.42 69.70 68.52 73.88 85.24 78.60 87.20 75.32 88.30 94.00 84.78

LMPROJ 84.63 80.20 70.80 78.54 82.52 79.30 86.34 84.68 85.40 93.43 85.28

DASVM 87.34 84.18 81.46 84.33 88.25 85.24 86.79 86.66 91.31 94.22 88.75

KDC-LDAC 86.83 87.53 82.62 85.66 87.17 87.02 89.61 85.48 93.55 96.61 89.91
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表 4 情感评论分类精度 (%)

Table 4 The classification accurancies on sentiment reviews datasets (%)

任务 SVM TSVM CDCS LWE LMPROJ DASVM KDC-LDAC

B-D 71.29 71.52 69.33 74.54 76.71 80.47 82.10

E-B 67.89 68.27 72.30 69.10 71.29 74.32 73.61

K-B 67.72 69.96 74.34 77.60 75.80 78.89 77.71

B-D 75.69 74.84 82.30 78.70 83.65 84.29 86.33

E-D 67.81 64.51 73.00 69.40 73.20 78.92 83.62

K-D 71.77 71.63 80.66 78.21 81.14 84.66 84.87

B-E 68.83 71.13 76.80 78.90 75.20 81.53 79.40

D-E 69.31 70.52 70.36 75.67 77.33 76.22 82.05

K-E 78.77 80.16 84.07 84.73 81.66 80.68 82.76

B-K 71.13 76.14 79.02 78.79 80.04 81.52 85.13

D-K 73.68 76.57 80.58 83.19 85.33 84.72 87.82

E-K 80.46 80.99 86.47 79.89 81.38 82.37 84.44

Avg 72.20 73.02 77.44 77.39 78.56 80.80 82.49

部分数据集 (如 20Newgroups 和 Reuters) 上取得
了一定的分类性能, 但是在情感评论数据集上的分
类性能一般. 所提方法 KDC-LDAC 和 DASVM 在
所有文本数据集上的分类性能在大多数情况下均优

于其他方法.
2)虽然KDC-LDAC和DASVM方法在 3个数

据集上的平均分类性能相当, 但是值得指出的是, 所
提方法的分类性能在大多数情况下均优于 DASVM,
另外, LMPROJ 也在所有文本数据集上取得了较好
的平均分类性能, 这充分说明, 考虑领域间分布距离
能在一定程度上提升领域适应学习性能.

3.3 人脸数据集实验

为了评价所提方法 KDC-LDAC 在高维数据集
下的多类分类性能, 分别选取 2 个标准人脸数据库
(Yale 和 ORL)[23, 25] 作为源领域数据集. Yale 人脸
数据库包括 15 张人脸的 165 个灰度级图像, 每张人
脸由 11 幅图像组成, 在每次实验中每人分别随机选
取 8 幅图像作为训练样本; ORL 人脸数据库有 40
张脸, 每张脸包括 10 幅图像, 在每次实验中每人分
别随机选取 8 幅图像作为训练样本. 实验前, 对上述
图像集进行预处理, 使其缩放到 32 像素 ×32 像素
大小, 且每个像素为 256 灰度级, 则在图像空间, 每
张图像由一个 1 024 维向量表示.
实验重点将本文方法 KDC-LDAC 与 4 个典型

的领域适应方法CDCS、LWE、LMPROJ、DASVM
进行比较, 4 种参与比较的方法采取传统的将多类
划分为多个二类分类 (“一对一”) 的策略进行模式划
分. 记录最好的模式分类性能.
实验 1. 图像旋转实验. 本实验主要为了评价

所提方法在不同数据复杂度下的领域适应学习性能.
对上述各人脸数据集样本分别进行一系列逆时针旋

转, 旋转角度范围 θ ∈ [10◦, 50◦], 以分别形成目标领
域数据集, 用于领域适应学习的测试样本, 从而产生
多个领域适应学习数据集. 实验结果如图 4 (a) 和

(b) 所示.
实验 2. 图像旋转且平移实验. 本实验主要是

为了进一步测试不同方法在一定的复杂度 (旋转角
度) 下, 增加数据集领域分布间隔后的人脸识别适应
能力, 将 ORL 数据集旋转 30 度后, 再分别进行平
移 ∆m 个单位大小, 且 ∆m ∈ [0, 5], 以分别形成新
的目标领域数据集, 相应产生多个领域适应学习问
题. 实验结果如图 4 (c) 所示.

从图 4 (a)∼ (c) 显示结果可得出如下几点结论:
1)从图 4 (a)和 (b)可看出, LWE在 2个高维多

类跨领域数据集上的模式分类性能明显低于其他领

域适应学习方法; CDCS 方法在 2 个人脸数据集上
的识别性能波动较大, 这说明基于谱技术的 CDCS
方法在一定程度上依赖于实验数据集. KDC-LDAC
和 DASVM 在 2 个数据集上的性能均明显优于其
他方法; 随着旋转角度的增加, 即领域适应问题的复
杂度上升, 所有方法的分类性能均在一定程度上呈
现下降趋势, KDC-LDAC 方法下降幅度在一定程
度上小于其他方法; 例外的是, CDCS 方法在一定程
度上呈现较强的稳定性[7], 这进一步说明谱方法在
具有流形结构的数据集 (如人脸数据) 上具备较强的

(a) 不同旋转角度下 Yale 数据集实验比较

(a) Classification comparisons on Yale with rotation
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(b) 同旋转角度下 ORL 数据集实验比较

(b) Classification comparisons on ORL with rotation

(c) 旋转 60 度后双月形数据集

(c) Classification comparisons on ORL with rotation and

movement

图 4 不同旋转角度或 (和) 平移单位下分类性能比较

Fig. 4 Classification comparisons on Yale and ORL

学习能力[23, 25]; 所提方法 KDC-LDAC 在 2 个数据
集上的识别性能在整体上优于所有其他方法.

2) 从图 4 (c) 可看出, 随着领域分布间隔的增
大, 所有方法的识别性能均在不同程度上出现了下
滑, 所提方法 KDC-LDAC 呈现出了最强的稳定性,
LMPROJ 也具备了一定的鲁棒性, 而 DASVM 方

法下降尤为明显, 这说明 DASVM 的识别性能在较
大程度上受初始 SVM 学习效果的影响, 而从充分
考虑领域分布间隔差的角度, KDC-LDAC 和 LM-
PROJ 均在不同程度上显示了较强的学习优势.

3.4 大规模数据集实验

根据第 2.3 节讨论可知, 所提方法 KDC-LDAC
在一定程度上具有较高的计算复杂度, 为此, 本
节将进一步测试 KDC-LDAC 在大规模数据集

TRECVID1 视频数据库上的学习性能, 并与 2 个基

线方法 SVM、TSVM 和 4 个迁移学习方法 LWE,
KMM[28]、LMPROJ 和 DASVM 进行比较.

1) 数据描述: TRECVID 是目前用于研究测
试的最大的带标注的视频数据库之一. TRECVID
2005 数据集包括 61 901 个关键帧, 分别抽取自 6
个不同的广播频段 (英语、阿拉伯语和汉语) 的 108
小时长的视频节目. TRECVID 2007 数据集包含
21 532 个关键帧, 其分别采自新闻杂志、科学新闻、
档案和教育等类节目的 60 小时长的视频. 由于
TRECVID 2007数据集和TRECVID 2005数据集
中视频节目结构的巨大差异性, TRECVID 数据集
对于领域适应学习具有一定的挑战性[29].

2) 实验设置: 按照文献 [29] 的设置, 选取 36
个语义概念, 其覆盖了广播新闻中的 36 个主要的
可视概念, 并被手工标注以分别描述 TRECVID
2007 和 TRECVID 2005 数据集中关键帧的可视
内容. 本文选取 TRECVID 2005 数据集中中文频
道 CCTV4 作为源领域, 以 TRECVID 2007 数据
集为目标领域. 数据集 Ds 包含源领域所有标签化

样本, 即 CCTV4 频道中 10 896 个关键帧视频. 根
据文献 [29] 设置, 领域中关键帧的数据维数为 346.
从目标领域中随机选取 4 000 个无标签样本用于
学习模型选择. 本文将采用非插值平均精度 (Non-
interpolated average precision, AP)[30] 作为性能
评价标准. 根据源领域中正样本的频率 (或称正频
率) 大小, 将 36 个概念分割成 3 个组, 即高频组、
中频组和低频组, 每个组分别包含 12 个概念. 另
外, 为了评价本文方法在大规模数据集上的学习复
杂度, 本文进一步比较了按照第 1.6 节策略进行学
习的 KDC-LDAC, 为了区别, 实验中将该方法标记
为 KDC-LDAC(l).

3) 实验结论: 所有方法在三个组 (包含 36 个概
念) 以及总体上的平均分类精度记录于表 5. 表 6 记
录了所有方法的总体运行时间. 从实验结果比较可
得出如下几点结论:

a) 从表 5 可看出, 由于收集于不同年份的
TRECVID 数据集的分布差异较大, 基线方法 SVM
和 TSVM 在所有 36 个概念数据集上的性能均逊于
其他方法; SVM、TSVM、KMM 和 LMPROJ 在高
频组性能优于在低频组的性能, 可能的解释是, 在高
频组的概念通常包含领域中大量正模式, 直观上来
说, 在两个领域中存在大量正模式时, 在特征空间,
样本分布较密, 在此情况下, 来自两个领域的样本分
布会出现彼此交叠的现象[29], 从而导致源领域数据
有助于目标领域的学习; 另一方面, 对于低频组中的
概念, 来自两个领域的正样本在特征空间的分布较
稀, 两个领域的数据分布间隔可能较大, 因此, 在源
领域的样本学习会降低目标领域的学习性能.

1http://www-nlpir.nist.gov/projects/trecvid
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表 5 所有方法分别在 TRECVID 数据集三个组 36 个视频概念上的平均精度的总均值 (%)

Table 5 Performance comparisons in terms of mean AP from concepts of three groups on the TRECVID dataset

including 36 concepts (%)

SVM TSVM LWE KMM LMPROJ DASVM KDC-LDAC KDC-LDAC(l)

高频组 40.05 41.56 45.77 44.2 44.91 46.67 48.72 46.7

中频组 10.11 14.22 14.61 12.66 16.09 19.49 21.14 18.57

低频组 4.62 17.13 13.85 16.02 16.23 20.14 20.10 18.70

所有组 18.26 24.30 24.74 24.29 25.74 28.77 29.99 27.99

表 6 所有方法分别在 TRECVID 数据集上的平均训练和测试时间 (秒) (表中 2 个数字分别表示 KDC-LDAC 和 DASVM

在第一阶段和第三阶段的训练时间)

Table 6 Average training and test time (in second) comparisons of all methods on the TRECVID dataset (The two

numbers represent the average training for the frist stage and third stage, respectively, in KDC-LDAC and DASVM,

respectively.)

SVM TSVM LWE KMM LMPROJ DASVM KDC-LDAC KDC-LDAC(l)

训练 1 450 1 478 1 642 4 218 1 669 1 576 ＋ 178 1 883 ＋ 135 1 585 ＋ 135

测试 443 318 107 508 61 74 65 65

b) 另外, 从表 5 还可看出, KMM 和 LMPROJ
的检测性能在大多数情况下优于 LWE, 这说明通过
明确考虑两个领域间分布一致性, 能提升领域适应
学习整体性能. 另外, DASVM 和 KDC-LDAC 具
有可比较的视频检测性能, 但是, 值得强调的是, 所
提方法 KDC-LDAC 在三组 36 个概念数据集上的
AP 值均优于其他方法, 这充分说明, KDC-LDAC
通过明确考虑领域分布间隔最小化和核空间局部学

习技巧, 能成功有效地最小化领域间分布不匹配性
和目标邻域中学习函数的结构风险; KDC-LDAC(l)
方法也取得了与 KDC-LDAC 可比较的学习性能.

c) 从表 6 可看出, SVM 训练时间最快, TSVM
次之, 因为它们只利用了源领域的标签数据进行学
习; KMM 方法学习时间最长; KDC-LDAC 训练时
间高于 DASVM, 但是 KDC-LDAC(l) 与 DASVM
训练时间相当; 从测试时间上来说, KDC-LDAC 或
KDC-LDAC(l) 明显低于 DASVM, 可能的解释是
DASVM 在测试阶段需要一定的时间用于循环校

验, 导致其收敛速度较慢; KDC-LDAC 学习最耗时
的部分主要体现在局部学习阶段, 另外, 值得说明
的是, KDC-LDAC(l) 的训练时间在一定程度上明
显低于 KDC-LDAC, 这说明第 1.6 节讨论的策略能
在一定程度上降低所提方法的时间复杂度. 因此, 综
合检测精度和时间复杂度两个因素, KDC-LDAC(l)
方法在实际应用中具备一定程度的竞争性.

3.5 参数敏感实验

所提方法的算法实现需要协调 5 个实验参数:
C1, λ, η, k, γ, 实验中取 γ0 = 10, 在评价某个参数的
性能影响时, 先固定其他参数的最优值. 分别采用
第 2 个 Reuters (任务 2) 数据集和第 3 个 20News-

groups (任务 6)数据集作为实验数据, 图 5 (a)∼ (e)
分别显示了上述 5 个参数对所提方法的性能影响曲
线, 由此可得如下结论:

(a) 参数 C1 的影响

(a) Parameter C1 sensitivity

(b) 参数 λ 的影响

(b) Parameter λ sensitivity
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(c) 参数 γ 的影响

(c) Parameter γ sensitivity

(d) 参数 k 的影响

(d) Parameter k sensitivity

(e) 参数 η 的影响

(e) Parameter η sensitivity

图 5 参数敏感性实验

Fig. 5 Parameters sensitivity

1) 从图 5 (a) 可看出, 由于本文方法基于结构风
险最小化学习模型, 故对正则化参数 C1 具有较大程

度上的敏感性, 即 C1 在一定范围内的不同取值明显

影响所提方法的泛化性能, 这也进一步说明了参数
C1 协调的重要性.

2) 由图 5 (b) 可看出, 当 λ = 0 时, 即忽略领

域间分布差时, 所提方法不能取得最优的分类性能,
随着 λ 逐渐增加, 所提方法分类性能有所上升, 当
λ 接近 1 时, 所提方法的性能趋于稳定 (略显下降),
因此, 在实际应用中, 在不明显降低学习性能的情况
下, 可固定参数 λ = 1.

3) 从图 5 (c) 可看出, 高斯核函数的带宽大小对
所提方法的性能影响较突出, 由定理 4 可知, γ 越小
(如 γ ∈ [1, 2]), 高斯核带宽越大, 领域内数据分布散
度越大, 导致领域间分布距离最小化过程收敛缓慢,
从而使得所提方法的学习性能下降; 反之, 随着 γ 值
增加 (如 γ ∈ (5, 10]), 高斯核带宽变小, 领域内数据
分布逐渐内聚, 导致正负类数据逐渐出现交叠现象,
从而使得模式分类性能下降. 只有在一定的核带宽
范围内 (如 γ ∈ [2, 5]), 所提方法取得了较优的学习
性能.

4) 从图 5 (d) 可看出, 局部近邻数 k 对所提方
法的影响较大, 整体上来说, 在较大 k 值情况下, 所
提方法能取得较好的学习性能, 因此, 在实际情况
下, 可令近邻数 k 等于所属类的样本数.

5) 从图 5 (e) 可看出, 参数 η < 1 时, 所提方法
难以取得最优性能, 随着 η 值增加, 所提方法学习性
能在一定程度上呈现平稳的上升趋势.

综上分析, 对于上述 5 个模型参数, 可以固定参
数 λ 和 k, 而只需协调其他三个参数, 以此尽量减少
参数选择对所提方法的性能影响, 从而进一步提高
所提方法的学习效率.

4 结束语

对于领域适应学习问题, 最大化地缩小领域间
样本分布差是领域适应学习成功的关键. 本文从最
小化领域间分布距离的新颖视角, 在某个再生核
Hilbert 空间, 构建了一种有效的三段式领域适应学
习模型, 在人造数据集和实际数据集上的系列实验
结果显示了所提方法的鲁棒学习性能. 核空间的学
习在一定程度上影响所提方法的学习能力, 因此对
核函数的选择及其学习是本文需要进一步研究的问

题. 另外, 对领域适应中高维数据的降维处理也是一
个值得进一步研究的问题.
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