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图模型匹配:一种新的凹松弛函数及算法

刘智勇 1

摘 要 将问题中的置换矩阵放松为双随机矩阵是近年来近似图匹配算法的一个重要发展方向. 它的本质在于将离散的图匹

配问题转换成一个连续优化问题, 而一般来讲, 相对于离散优化, 连续优化问题的近似求解将更为容易. 但随之带来的一个问

题是如何有效地将连续优化得到的双随机矩阵重新映射回一个置换矩阵. 最近文献中提出了一种针对于无向无自环图的凹松

弛 (Concave relaxation) 函数, 使得算法中的双随机矩阵可以平滑地收敛到一个置换矩阵, 并得到优异的匹配精度. 但除了无

向且无自环图, 文献中还没有针对其他类型图模型的凹松弛函数. 本文提出一种针对于有向无自环图匹配问题的凹松弛函数,

并在此基础上给出一种图匹配算法. 大量对比实验验证了本文提出模型及算法的有效性.
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Graph Matching: a New Concave Relaxation Function and Algorithm

LIU Zhi-Yong1

Abstract Recently, approximate graph matching based on relaxing the permutation matrix to a doubly stochastic

matrix has become an important and popular topic. The key point lies in which approximation over a continuous set is

usually easier to implement than that over a discrete one. However, a consequent trouble related to such a relaxation

is how to properly map the doubly stochastic matrix back to a permutation one. In the literature, a concave relaxation

function for matching problem between the undirected graphs without self-loops was recently proposed, such that the

doubly stochastic matrix can converge to a permutation one in a smooth way, and got a state-of-art performance on

matching accuracy. Unfortunately, except for the undirected graphs without self-loops, there are no concave relaxation

proposed for any other types of graph models. In this paper, we propose a concave relaxation for the directed graphs

without self-loops, based on which a graph matching algorithm is then presented. Extensive experimental comparisons

witness the validity of the proposed methods.
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图模型是一种典型的结构描述模型, 除了节点
本身, 它还可以描述节点与节点之间的关系. 这种
丰富的描述能力使得图模型在很多场合都得到应

用. 如在计算机视觉和模式识别中, 图模型经常用
于描述目标特征[1], 相对于基于向量的特征表示, 图
模型可以清晰地描述特征与特征之间的某种相互

关系, 这使得它特别适合描述一些复杂目标或场景,
如遥感图像等. 在很多基于图模型的应用中, 图匹
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配是其不可或缺的重要一环. 例如当利用图模型来
描述图像内容, 那么图像匹配的本质其实就是图匹
配[2]. 图匹配算法还在其他很多领域得到应用, 例如
用于蛋白质相互作用 (Protein-protein interaction,
PPI) 网络的对齐和匹配[3] 以及搜索引擎的排名计

算[4] 等.
图匹配问题本质上是一个 NP 问题, 精确求解

两个大小为 N 的图匹配问题的复杂度是 O(N !). 所
以除非图的规模很小, 否则在实际应用中一般都利
用近似算法, 在问题的求解精度和所需时间之间寻
求平衡. 近三十年来, 人们从不同的角度提出了很多
图匹配的近似算法. 它们大概可以分成三大类: 基
于树匹配近似的方法[5−6]、基于谱分解的方法[7] 和

基于问题松弛的方法[8−11]. 基于树匹配的方法是将
图模型近似为树结构以降低算法的复杂度, 此类方
法的性能与待匹配的图模型结构有很大关系, 当图
的结构和树结构差别较大时此类方法将产生较大误
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差. 谱分解方法建立在图像的邻接矩阵 (Adjacency
matrix) 特征分解基础上. 当两个图是同构的, 那么
它们的邻接矩阵具有相同的特征值和特征向量, 因
此谱分解的方法尤其适合用于解决同构图的匹配问

题. 但这个结论反过来却不成立, 即邻接矩阵具有相
同的特征值和特征向量的两个图却不一定是同构的,
所以谱分解并不是基于一种合理的距离度量基础上

的. 这就意味当两个图不是同构时, 谱分解方法得到
的匹配结果将有可能非常差.
基于问题松弛的方法是近年来图匹配近似方

法研究中的一个重要方向. 它本质上将图匹配的离
散组合优化问题转化成为一个连续优化问题, 然后
得到此连续优化问题的一个近似解, 最后将这个连
续域上得到的解通过某种方式映射回一个离散解.
典型的基于问题松弛的图匹配方法包括标号松弛

(Relaxation labeling)[8−9]、逐步分配 (Graduated
assignment)[10]、路径跟随 (Path following)[11] 等.
标号松弛算法对其中一个图的每个节点赋予一个

概率标号, 然后通过计算节点的连接度或者编辑距
离 (Edit distance) 来更新标号. 标号松弛算法的
一个最大问题在于它不能保证每个标号只是对应

到一个节点, 因为它采用的是一种从节点到标号
的单向对应策略. 逐步分配和路径跟随这两种算法
都直接基于图的邻接矩阵定义目标函数, 且都是
将问题中的置换矩阵放松为双随机矩阵 (Doubly
stochastic matrix). 给定两个具有相同尺寸的图模
型 GD = (VD, ED) 和 GM = (VM , EM), 这里 V 和

E 分别表示图的节点和边集合, 图匹配问题可用下
式表示:

P = arg min
P∈P

f(AD, AP (M)), AP (M) = PAMPT

(1)
式中P 表示置换矩阵集, AP (M)表示图M 的邻接矩

阵经过置换矩阵 P 变换得到的邻接矩阵. 逐步分配
和路径跟随算法中的松弛方法都将上述问题中的定

义域 P 放松为双随机矩阵集, 即 P ∈ D. 不同的是,
逐步分配算法采用了一种更为一般的方式来定义代

价函数 f(·), 而路径跟随算法的代价函数采用了邻
接矩阵差的 Frobenius 范数平方. 更重要的不同在
于, 逐步分配算法通过引入一个参数来控制目标函
数是否或在多大程度上远离凸函数. 此参数一开始
设置很小, 对应的目标函数接近凸函数, 因此可以求
得其全局最优解 (一般为一个双随机矩阵). 然后此
参数逐步增大, 当大到一定程度后双随机矩阵则慢
慢逼近置换矩阵, 从而得到问题的求解. 但这个过
程和原匹配问题并不等价, 即使此过程可以收敛到
全局最优解也不能保证为原匹配问题的最优解. 而
且逐步分配算法采用了一种双归一化的粗糙操作来

约束 P 为一双随机矩阵, 因此当用于解决非同构图
的匹配问题时, 逐步分配算法得到的解往往不尽如
人意. 另一方面, 针对于无向无自环图 (Undirected
graphs without self-loops) 的匹配问题路径跟随算
法引入了一种凹松弛函数, 它和图匹配原问题具有
相同的全局最优点. 通过将此凹松弛函数和凸松弛
函数 (见式 (3)) 以不同的权重进行线性组合路径跟
随算法提出了一系列的目标函数, 同时在算法中逐
步提高凹松弛函数在目标函数中的比重, 目标函数
将逐步变成一个凹函数, 则算法将会收敛到一个置
换矩阵 (凹函数的极小值在其凸包的顶点即置换矩
阵处得到). 从另外一个角度来看, 这个过程也可
视为优化此凹松弛函数的一类路径跟随算法. 凹松
弛函数和图匹配原问题具有相同的最优解, 但欲找
到此最优解同样也是一个 NP 问题. 而凸凹松弛两
个函数为同一问题的松弛函数, 所以凸函数得到的
解为此算法提供了一个较为合适的初始值, 通过逐
步提高凹函数的比重, 此过程本质上提供了一种用
于优化此凹松弛函数的 Gradual nonconvexity 算
法[12]. 当以一个合适的步长来逐步提高凹函数的比
例, 此算法取得了非常优异的匹配效果[11]. 但是找
到图匹配问题的凹松弛函数是非常困难的, 因为图
匹配问题的目标函数 (见式 (2) 和式 (6)) 本质上是
一个凸函数. 文献中只有路径跟随算法针对于无向
无自环图匹配问题提出了一种凹松弛函数, 而对于
其他类型的图模型匹配问题则还没有提出相应的凹

松弛函数.
在本文中, 我们将提出一种针对于有向无自环

图 (Directed graphs without self-loops) 匹配问题
的凹松弛函数, 并在此基础上提出一种类似于路径
跟随的图匹配算法. 在几种常用图匹配算法的对比
测试中, 本文方法取得了优异的匹配精度. 本文结构
如下: 第 1 节简要回顾路径跟随算法. 第 2 节中提
出一种针对于有向无自环图匹配问题的凹松弛函数,
并基于此提出相应的图匹配算法. 第 3 节对比测试
几种常用的算法, 最后第 4 节为本文结论.

1 路径跟随算法简要回顾

当式 (1) 中的代价函数选取为邻接矩阵差的
Frobenius 范数平方, 图匹配问题可以写成如下形
式:

minF (P ) = ‖ AD − PAMPT ‖2
F =

‖ ADP − PAM ‖2
F =

vec(P )TQvec(P )

s.t. P ∈ P (2)
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上式中的

Q = (I ⊗AD −AT
M ⊗ I)T(I ⊗AD −AT

M ⊗ I)

是一个对称的正定实矩阵, 但是在同构图的匹配问
题中退化成了半正定实矩阵, 式中的 ⊗ 表示矩阵张
量乘. 当把上述函数中的 P 从置换矩阵放松为双随

机阵, 那么就得到了图匹配问题的如下凸松弛问题,
即

minF0(P ) = vec(P )TQvec(P )

s.t. P ∈ D (3)

其中, D 表示双随机矩阵的集合. 因为双随机矩阵
集是置换矩阵集的凸包 (Convex hull), 那么上述问
题就变成了一个约束凸优化问题, 它的全局最优解
可以通过某种凸规划方法得到, 例如 Frank-Wolfe
算法. 但凸规划得到的解一般来讲并不在凸包的顶
点 (在此问题中 D 的顶点即为置换矩阵), 因此通
过凸松弛得到的解还需要以某种方式映射成为一

个置换矩阵. 通常来讲这种映射可以通过最大分配
(Maximal assignment) 原则得到, 即

X = arg max
X∈P

〈X, P 〉 (4)

上述 〈X, P 〉 表示矩阵 X 和 P 的 Frobenius 内积.
此最大分配问题可利用匈牙利算法[13] 进行求解, 从
而得到一种图匹配的解. 这种图匹配算法称为 QCV
(Quadratic convex) 算法. 但这种强制把凸松弛问
题得到的双随机矩阵映射为置换矩阵的方法会带来

较大的误差, 这一点也可以通过后面的实验比较反
映出来. 为了使得 P 矩阵可以平滑地收敛到一个置

换矩阵, 且保证算法和原问题具有相同的最优解, 路
径跟随算法提出了下面的针对于无向无自环图的凹

松弛函数:

F1(P ) =− tr(4P ) −
2vec(P )T(LT

M ⊗ LT
D)vec(P ), P ∈ D

(5)

其中, 4ij = (DM(i, i)−DD(j, j))2 1, D 和 L 分别

表示图的 Degree 矩阵和 Laplacian 矩阵. 上述函数
之所以为图匹配问题的凹松弛函数源自于以下两点.
首先, 无向图意味着 LM 和 LD 都是对称的半正定

矩阵, 所以 LT
M ⊗ LT

D 是一个对称的半正定矩阵, 也
就是说上述函数是一个凹函数. 其次, 当 P ∈ P 最
小化函数 F1(P ) 等价于图匹配的原问题 (见式 (2)),
即

arg min
P∈P

F (P ) = arg min
P∈P

F1(P ) (6)

1原文献 [11] 中的 i, j 应该交换位置.

但全局最小化上述凹函数也是一个 NP 问题, 所以
为了近似优化上述的凹松弛函数, 路径跟随算法将
上述的凸凹松弛函数线性组合得到如下的一系列目

标函数:

Fγ(P ) = γF0(P ) + (1− γ)F1(P ), P ∈ D (7)

式中 γ ∈ [0, 1] 控制目标函数多大程度上非凸 (或非
凹). 较大的 γ 意味着 Fγ(P ) 倾向于凸函数, 而较小
的 γ 意味着 Fγ(P ) 倾向于凹函数. 当 γ 逐渐从 1 减
小到 0, 最小化上述目标函数也就最终收敛到了一个
置换矩阵, 也即得到了凹松弛函数的一个局部最优
解.
此算法本质上类似用于凹函数优化的 Gradual

nonconvexity 算法, 即一开始通过凸函数优化得到
较为接近最优解区域的一个初始值, 然后从此初始
值出发, 通过逐步提高目标函数的非凸性从而逼近
原优化问题. 在无向无自环图的匹配问题上, 路径
跟随算法表现出了优异的匹配性能. 需要指出的是,
虽然凹松弛函数具有和原问题同样的最优解, 但上
述的算法并不能保证其收敛到凹函数的全局最优解,
因为目标函数具有大量的局部极小值 (最多至 N !
个), 并且路径跟随算法本质上是一种局部搜索的算
法. 另一方面, 上述的凹松弛函数只适用于无向无
自环图的匹配问题, 因为当用于有向图时, 不对称的
LT

M ⊗ LT
D 并不能保证为一个半正定矩阵

[14], 即函数
F1 不能保证为凹函数. 下面我们将针对于有向无环
图的匹配问题提出一个凹松弛函数, 进而在此基础
上提出一种图匹配算法.

2 一种新的凹松弛函数及图匹配算法

2.1 凹松弛函数

下面我们首先构建一个凹函数, 然后在此基础
上提出一种针对于有向无自环图匹配问题的凹松弛

函数. 凹函数构建如下:

Fc(P ) = −vec(P )T(SM⊗SD)vec(P ), P ∈ D (8)

式中 SM 和 SD 分别定义如下:

SM = LM + LT
M − σMI

SD = LD + LT
D − σDI (9)

σM 和 σD 分别表示对称矩阵 LM +LT
M 和 LD +LT

D

最小的特征值. 对于有向无自环图的匹配问题, 这
两个参数一般来讲为负数. 显然 SM 和 SD 皆为对

称实矩阵, 同时, 这两个矩阵的特征值皆不小于 0,
所以这两个矩阵皆为半正定对称实矩阵, 也就意味
SM ⊗ SD 也为一个半正定矩阵. 因此, Fc(P ) 是一
个凹函数.
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进一步分析函数 Fc(P ):

Fc(P ) = −vec(P )T(SM ⊗ SD)vec(P ) =

− vec(P )T[LT
M ⊗ LT

D + LM ⊗ LD +

LT
M ⊗ LD + LM ⊗ LT

D − σMI ⊗ (LT
D + LD) −

σD(LT
M + LM)⊗ I + σMσDI]vec(P ) =

− vec(P )T(LT
M ⊗ LT

D + LM ⊗ LD)vec(P ) −
vec(P )T[LT

M ⊗ LD + LM ⊗ LT
D − σMI ⊗ (LT

D +

LD)− σD(LT
M + LM)⊗ I + σMσDI]vec(P ) =

− vec(P )T(LT
M ⊗ LT

D + LM ⊗ LD)vec(P ) −
vec(P )TBvec(P ) (10)

定义

B = LT
M ⊗ LD + LM ⊗ LT

D −
σMI ⊗ (LT

D + LD) −
σD(LT

M + LM)⊗ I + σMσDI

不难看出 B 是一个对称的实矩阵. 利用矩阵
B 的特征值分解, 下面我们找出 −vec(P )TBvec(P )
项的一个下界,

− vec(P )TBvec(P ) = −vec(P )TUΛUTvec(P ) ≥
− λmaxvec(P )TUUTvec(P ) =

− λmaxvec(P )Tvec(P ) (11)

上式中 λmax 表示矩阵 B 的最大特征值. 因此,

0 ≥ Fc(P ) ≥ −vec(P )T[LT
M ⊗ LT

D +

LM ⊗ LD + λmaxI]vec(P ), P ∈ D (12)

因为 LT
M ⊗ LT

D + LM ⊗ LD + λmaxI 是对称实矩阵,
且上述二项式始终不大于 0, 所以 −vec(P )T(LT

M ⊗
LT

D + LM ⊗ LD + λmaxI)vec(P ) 是一个凹函数. 在
此基础上, 我们最终得到如下针对于有向无自环图
匹配问题的凹松弛函数:

F2(P ) = − tr(4P )− vec(P )T
[
LT

M ⊗ LT
D +

LM ⊗ LD + λmaxI] vec(P ) (13)

上述函数显然是一个凹函数, 因为它只是在一个凹
函数的基础上增加了一个线性项. 欲说明上述函数
是针对于有向无自环图匹配问题的凹松弛函数, 我
们需要进一步证实当 P ∈ P, 最小化函数 F2(P ) 等
价于最小化图匹配问题的原始目标函数. 这一点说
明如下:

arg min
P∈P

F2(P ) = arg min
P∈P

{−tr(4P )− vec(P )T×

[LT
M ⊗ LT

D + LM ⊗ LD + λmaxI]vec(P )} =

arg min
P∈P

{−tr(4P )− vec(P )T×

[LT
M ⊗ LT

D + LM ⊗ LD]vec(P )− λmaxN} =

arg min
P∈P

{−tr(4P )− 2vec(P )T×

[LT
M ⊗ LT

D]vec(P )} =

arg min
P∈P

F1(P ) = arg min
P∈P

F (P ) (14)

因此, 函数 F2(P ) 为有向无自环图匹配问题的
一个凹松弛函数.
我们需要进一步求得 F2(P ) 中的参数 λmax, 即

B 的最大特征值. B 是一个 N 2 ×N 2 的矩阵, 当 N

较大时, 直接求解 λmax 的计算量将非常大, 所以转
而求 λmax 的一个上界. 给定一个 n× n 的对称实矩

阵, 假设它最大的元素为 b, 最小的元素为 a, 那么它
的特征值的上界由以下公式给出[15]:
若 a < − | b |:

λmax ≤





n(b− a)
2

, n为奇数(
nb +

√
b2 + (n2 − 1)a2

)

2
, n为偶数

若 a ≥ − | b |:
λmax ≤ na

精确计算矩阵 B 的最大和最小值也有较大的复

杂度 (O(N 4)), 估算其下界和上界如下:

a = min{LT
M ⊗ LD}+ min{LM ⊗ LT

D}−
max{σMI ⊗ (LT

D + LD)}−
max{σD(LT

M + LM)⊗ I}+ min{σMσDI}

b = max{LT
M ⊗ LD}+ max{LM ⊗ LT

D}−
min{σMI ⊗ (LT

D + LD)}−
min{σD(LT

M + LM)⊗ I}+ max{σMσDI}
上述两个公式中计算后面三项的复杂度为 O(N 2).
对于前面两项,不难发现min{LT

M⊗LD} = min{LM

⊗ LT
D} 且 max{LT

M ⊗ LD} = max{LM ⊗ LT
D}. 假

设 LM 和 LD 的最大和最小值分别求得为 ζM , ηM

和 ζD, ηD, 那么有:

min{LT
M ⊗ LD} = min{ζMηD, ηMζD}

max{LT
M ⊗ LD} = max{ζMζD, ηMηD}
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所以计算最大最小值上下界的复杂度皆为 O(N 2).
最后, 在得到有向无自环图匹配问题的凹松弛

函数 F2(P ) 的基础上, 类似于路径跟随算法我们提
出以下的一系列目标函数:

Fγ(P ) = γF0(P ) + (1− γ)F2(P ), P ∈ D (15)

2.2 基于 Frank-Wolfe的图匹配算法

在以下提出的图匹配算法中, 目标函数中的 γ

一开始设置为 1, 然后逐步减小至 0. 这样, 目标函
数就从凸函数逐渐变成一个凹函数, 从而使得 P 逐

渐收敛至一个置换矩阵. 算法的整体框架如下:
算法 1.
GraphMatching (AD, AM)
P n ← 1N×N/N , n ← 0, γ ← 1
while γ ≥ 0 & P n /∈ P

do P n+1 ← Frank-Wolfe(P n, γ)
γ ← γ − δγ, n ← n + 1

return (P n)
算法中 δγ 是 γ 的变化步长, 它的选取原则是使

得在连续两次迭代之间的目标函数之差恰好比一个

预设常数小, 即如果小于此常数, 则 δγ ← 2δγ, 否则
δγ ← δγ/2. 对于每一个固定的 γ, 则使用 Frank-
Wolfe 算法对目标函数进行优化. Frank-Wolfe 算
法是一种典型的简约梯度算法, 它的基本原理是将
当前得到的目标函数梯度方向投影到函数的约束域,
从而使得算法始终在约束域内执行. Frank-Wolfe
算法包括以下几个步骤[16]:
算法 2.
步骤 1. 初始化 P 0 ← P ∗, t ← 0, 这里 P ∗ 表

示上一次主迭代得到的 P , 即算法 1 中的 P n.
步骤 2. 求解下述的线性规划问题

min〈∇Fγ(P t), Xt〉
s.t. Xt ∈ D (16)

得到一个置换矩阵 Xt(因为线性规划的解在凸包顶
点处得到). 上述线性规划中的梯度 ∇Fγ(P ) 由下式
给出:

∇Fγ(P ) = γ∇F0(P ) + (1− γ)∇F2(P )

∇F0(P ) = 2(AT
DADP −AT

DPAM −
ADPAT

M + PAMAT
M)

∇F2(P ) =−4T − LT
DPLM − LGPLT

M − λmaxP

(17)

步骤 3. 线性搜索找出 α ∈ [0, 1] 使得其最小
化 Fγ(P t + α(Xt − P t)), 同时更新 P t+1 ← P t +
α(Xt − P t).
步骤 4. 如果 〈∇Fγ(P t+1), P t+1 − Xt〉 <

ε|Fγ(P t+1) + 〈∇Fγ(P t+1), Xt−P t+1〉|, 输出 P t+1,
退出; 否则, 使得 t ← t + 1, 返回步骤 2.
上述 Frank-Wolfe 算法中, 步骤 2 中的线性规

划可由匈牙利算法解决, 步骤 3 中的线性搜索可由
Backtracking 算法解决[17]. 整个算法的存储复杂度
为 O(N 2), 而计算复杂度则大约为 O(N 3), 因为匈
牙利算法和矩阵乘的计算复杂度皆为 O(N 3).

3 实验对比及分析

下面我们利用三个实验来比较四种图匹配算法:
Umeyama 算法[7], 前面提到的 QCV 算法, 逐步分
配算法 (Graduated assignment, GA)[10] 和本文所
提出的算法 (Ours). GA 算法中的两个图模型的边
之间的相似度量定义为

Caibj ={
0, GDab或GM ij为空

1− (GDab −GM ij)2, 其他

算法参数采用文献 [10] 中的参数. 本文算法中的参
数 ε 设为 0.001. 所有算法基于Matlab 完成, 但其
中的匈牙利算法利用 C 程序生成的 mex 文件执行,
它的执行效率要远高于相对应的 m 文件.

实验中用到的数据分别描述如下: 第 1 个实验
是在随机产生的两个图之间进行匹配, 第 2 个实验
中的每个图模型对中的第二个图是在第一个图的基

础上加上一定程度的噪声得到, 第 3 个实验中待匹
配图的尺寸规模将逐步增大.
在第 1 个实验中随机产生具有 8 个节点的 100

对有向无自环图,每个图模型的产生方式如下: 1)设
置一个常数 η ∈ [0, 1] (对应于图的稀疏度); 2) 对应
邻接矩阵中的每个非对角元素, 产生一个随机数 σ

∈ [0, 1]; 3) 如果 σ > η, 设置此非对角元素为一个随
机数 ζ ∈ [0, 1]; 否则此元素为空, 即 0. 因为图的尺
寸相对较小, 所以可以利用穷搜索 (Optimal result,
OPT) 的方法得到它们之间的最优匹配作为对比.
五种方法得到的实验结果列于表 1 中.
表 1 中的均值和标准差表示 100 次匹配结果的

均值和方差. 从表 1 的结果可以看出, 本文提出的方
法要远远好于其余的三种方法, 同时也说明对于解
决将凸松弛得到的双随机矩阵映射回置换矩阵的问

题, 基于凸凹松弛结合的逐步收敛的方法 (Ours) 要
远好于基于最大分配的直接投影方法 (QCV).
在第 2 个实验中, 我们将定义一个噪声水平参

数 α ∈ [0, 1]. 在随机产生得到第一个图模型 AD 的

基础上, 第二个图模型 AM 将依据以下步骤产生:
步骤 1. 设置 AM ← AD, 并且对每个 (AM)ij,

i 6= j, 产生两个随机数 r1 和 r2 ∈ [0, 1].
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表 1 五种方法在 100 组随机有向无自环图匹配中的实验精度对比结果

Table 1 Experimental results of the matching accuracies of the five algorithms on 100 random generated graph pairs

匹配差 (Matching error) OPT Umeyama QCV GA Ours

均值 (Mean) 5.2754 11.8887 8.3875 8.7470 6.1231

标准差 (Standard deviation) 0.8102 2.2723 1.9357 1.6678 1.2435

最佳匹配次数 (No. of optimal matching) 100 0 1 0 21

步骤 2. 如果 (AM)ij > 0: 如果 r1 < α, (AM)ij

← 0; 否则, (AM)ij ← (AM)ij + αr2.
步骤 3. 如果 (AM)ij = 0: 如果 r1 < α, (AM)ij

← r2.
步骤 4. 随机产生一个置换矩阵 P , 设置 AM

← PAMPT.
我们设置 11 个噪声水平, 即 α = 0, 0.1, 0.2,

· · · , 1, 然后在每个噪声水平上, 随机产生 50 对尺寸
为 8 的图模型, 然后统计在每个噪声水平上的匹配
误差. 实验结果显示在图 1 中. 从实验结果中可以
观察到以下几点:

图 1 五种图匹配方法在不同噪声水平下的匹配结果

Fig. 1 Matching accuracies of the five algorithms for

matching graphs with different noise levels

1) 不同的方法在噪声为 0 时, 即同构图的匹配
中都可以得到最优匹配.

2) Umeyama 的方法最容易受噪声影响, 这一
点可以从 α = 0.1 时的表现观察得到. 当噪声较小
时, Umeyama 方法却产生了很大的误差. 这一点和
我们前面的论断是一致的, 即当待匹配的两个图稍
远离同构时, 谱分析可能产生很大的误差.

3) 当待匹配的图模型不同构时, 本文提出的方
法远好于其他三种算法.
在第 3 个实验中, 除了比较不同算法的匹配精

度, 我们还将比较它们的计算复杂度. 实验共分 12
组, 每组中待匹配图的尺寸规模逐渐增大, 从 5 以步
长 5 增加到 60. 每组包含有 50 对图模型, 每一对都

以固定噪声水平 α = 0.2, 依据实验 2 中数据产生的
方式产生. 匹配精度结果显示在图 2 中, 从图 2 可
以看出, 本文提出的方法在不同尺寸规模的图模型
匹配上都要远好于其他三种算法.
四种算法的平均计算时间显示在图 3 中. 图中

横坐标表示的是图模型尺寸的对数值, 纵坐标是平
均计算时间的对数值, 通过计算每条曲线的斜率可
以得到每种算法的复杂度. 其中QCV和本文提出的

图 2 四种图匹配方法在不同图模型规模下的匹配结果

Fig. 2 Matching accuracies of the four algorithms for

matching graphs with different sizes

图 3 四种图匹配方法在不同图模型规模下的

平均计算复杂度

Fig. 3 Average computational complexities of the four

algorithms for matching graphs with different sizes
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算法复杂度都大概在 O(N 3) (分别为 O(N 2.76) 和
O(N 2.83), 而 GA 算法的复杂度要大于这两种算法,
达到了 O(N 3.62), Umeyama 算法复杂度最小, 只有
大约 O(N 2.28).

4 结论

将图匹配问题中的置换矩阵放松为双随机矩阵

从而得到图匹配问题的近似解是近年来图匹配方法

研究中的一个重要方向, 但此类方法中存在一个问
题是如何将得到的双随机矩阵重新映射回置换矩阵.
通过引入原问题的凹松弛函数, 最近提出的路径跟
随算法在无向无自环图匹配问题上取得了非常好的

匹配效果. 但除了无向无自环图, 文献中还没有针对
其他类型图模型的凹松弛函数. 本文提出了一种针
对于有向无自环图模型的凹松弛函数, 并给出了相
应的图匹配算法. 几种常用图匹配方法的对比测试
说明了本文所提出方法的有效性. 下一步的工作将
针对其他类型的图模型匹配问题提出相应的凹松弛

函数.
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