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一种基于局部模型的非线性多工况过程监测方法

葛志强 1 刘 毅 1 宋执环 1 王海清 1

摘 要 针对复杂工业过程中的非线性、非高斯特性以及多工况问题, 提出了一种基于局部模型的在线统计监测新方法. 首

先利用局部最小二乘支持向量机回归 (Least square support vector regression, LSSVR)模型对过程输出进行预测, 与真实的

输出相比较构成残差序列. 然后利用 ICA-PCA两步特征提取策略, 完整地提取残差的高斯和非高斯信息, 最后用三个统计量

(I2、T 2 和 SPE) 对过程进行监测, 建立了一种具有非线性、非高斯特性的多工况过程在线监测算法. 通过对 TE (Tennessee

Eastman) 过程的仿真研究, 验证提出的方法是可行、有效的, 并显示出了一定的故障检测能力.
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Local Model Based Monitoring for Nonlinear Multiple Mode Process

GE Zhi-Qiang1 LIU Yi1 SONG Zhi-Huan1 WANG Hai-Qing1

Abstract In order to handle the multiple operating mode problem and the widely existing non-Gaussian information

of nonlinear processes, a new online local model based process monitoring method is proposed. First, least square support

vector regression (LSSVR) local model is used to predict process outputs. Residuals are made between real outputs and

predicted outputs. Then a two step ICA-PCA information extraction is carried out in order to extract both Gaussian and

non-Gaussian information from the residuals. Finally, three statistic quantities are built to monitor the process. An online

monitoring algorithm for nonlinear multiple mode processes with non-Gaussian information is also developed. Simulation

of TE process shows the feasibility and efficiency of the new method. Besides, the new method also shows fault detection

ability.

Key words Multiple modes, non-Gaussian, nonlinear, local model, least square support vector regression (LSSVR),

ICA-PCA

以主元分析 (PCA) 和偏最小二乘 (PLS) 为代
表的多元统计过程性能监控和故障诊断技术在化工

生产过程中得到了成功应用[1], 但这类方法局限于
服从高斯分布的线性测量数据的假定条件, 而且测
量数据来自单一的稳定工况. 事实上, 大部分化工
过程都是非线性的, 而且过程变量也不完全服从高
斯分布, 实际的过程信息是高斯信息和非高斯信息
的混合体. 另外, 大部分工业过程都不是运行在单
一的工况下, 工况的频繁变化在现代化工过程中普
遍存在. 在这种情况下, 用传统的多变量统计过程
技术 (如 PCA ) 对过程进行监测, 势必会导致过程
性能分析不准确和监测的误报、漏报. 因此, 如何
处理过程的非线性、非高斯信息和多工况问题成为

目前过程监测领域研究的热点之一. 传统的非线性
过程监测方法主要有基于模型的方法和各种非线性

多变量统计方法等. 文献 [2] 提出了一种基于模型
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的 PCA方法, 用于乙烯压缩机运行过程监测, 取得
了较好的效果. 但是, 该方法在描述过程中使用的
是传统的机理模型, 这在实际中是很难获得的, 而
且一旦过程工况变化, 原来的机理模型也要随之改
变. 因此, 从某种意义上说, 该机理模型缺乏可行性
和灵活性. 文献 [3] 提出了用神经网络描述过程的
非线性, 建立了基于神经网络模型的 PCA方法, 但
是神经网络容易陷入局部极小点, 而且训练费时, 一
旦工况改变就要重新训练和确定网络的拓扑结构.
支持向量机回归 (Support vector regression, SVR)
是基于统计学习理论的新方法[4], 它依据结构风险
最小化原则, 避免了神经网络存在的几大问题, 因此
SVR有着更好的推广性能. 最小二乘支持向量机回
归 (Least squares SVR, LSSVR)[5] 将 SVR的不等
式约束改为等式约束, 使得求解相对简单, 更适于在
线建模. 为了处理多工况问题, 引入局部建模的概
念, 使得模型能够实时地反映过程工况的变化. 独立
成分分析 (Independent component analysis, ICA)
作为近年来发展起来的一种新的非高斯统计信号处

理方法, 已在多个领域获得了成功应用[6], 但在化工
过程性能监控方面的应用还很少. 国外学者 Kano[7]

等把 ICA方法引入到化工过程监控领域, 国内很多
学者也在这一领域做了很多工作. 本文针对非线性、
非高斯过程的多工况问题, 提出了一种基于局部模
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型的 ICA-PCA过程监测新方法. 首先建立 LSSVR
局部模型, 得到的输出预测值和当前输出测量值相
比较构成残差序列, 然后利用 ICA-PCA 两步信息
提取方法对该残差序列进行处理, 利用 ICA提取非
高斯信息, 构造 I2 统计量, 并用核密度估计方法获
得概率密度函数以及确定相应的统计限, 然后对其
中的高斯信息进行 PCA分析, 并构造相应的 T 2 和

SPE 统计量对过程进行监测.

1 LSSVR局部在线建模方法

工况的变化在绝大部分工业过程中普遍存在,
传统的处理办法是采用迭代的方法或者对各个工况

分别建模[8−11]. 迭代的方法虽然能反映工况的变化,
但是具有一定的盲目性, 一般只对缓慢变化的过程
比较有效; 而多模型的方法虽然能对多个工况进行
监测, 但只能离线建模, 不能实时地反映过程的变
化. 本文采用局部建模方法, 针对当前的输入测量
值, 首先从数据库里搜寻与该输入相匹配的历史数
据, 选取一定数量匹配程度较高的数据建立 LSSVR
模型, 然后利用建立的局部模型对当前的输入进行
回归, 得到当前时刻的输出预测值.
对于当前测量输入 uuut, 局部回归模型的目标是

基于历史数据库预测当前时刻的输出 ŷt = f(uuut).
第一步是获得局部回归模型的建模数据, 本文采用
以下距离因子作为两个输入之间相似程度的衡量标

准

Si =
√

e−d2(uuut,uuui)

d(uuut,uuui) = ‖uuut − uuui‖, i = 1, 2, · · · , N
(1)

其中 uuui 为历史数据库中的第 i 个数据点, 得到一系
列的相似数据后, 按照 Si 的大小对数据进行排列,
选取匹配程度较高的前 Nneig 个数据作为局部回归

模型的建模数据.
LSSVR具有快速学习能力, 计算相对简单, 特

别适合在线建模. 对于一组输入样本, LSSVR利用
非线性映射将训练数据集非线性地映射到一个高维

特征空间, 从而使非线性函数估计问题转化为高维
特征空间中的线性函数估计问题. 设回归函数为 y

= f(uuu) =< www, Φ(uuu) > + b, 其中 < ·, · > 为内积运
算, LSSVR在回归估计中, 优化目标和约束条件分
别为

minJ(www, b,eee) = ‖www‖2 +
C

2

Nneig∑
i=1

e2
i (2)

s.t. yi =< www, Φ(uuui) > + b + ei

i = 1, 2, · · · , Nneig (3)

其中, eee = [e1, · · · , eNneig
]T 为误差向量, C 为 (正

的) 惩罚系数, 其值越大表示对误差的惩罚力度越
强. 采用拉格朗日乘子法求解上述优化问题即可得
到如下方程组

[
0 111T

Nneig

111Nneig
Ω + 1

C
I

][
b

ααα

]
=

[
0
yyy

]
(4)

111Nneig
= [1 · · · 1]T ∈ RNneig

ααα = [α1 · · · αNneig
]T ∈ RNneig

yyy = [y1 · · · yNneig
]T ∈ RNneig

I ∈ RNneig×Nneig

Ωij = K(uuui,uuuj) = < Φ(uuui),Φ(uuuj) >

∀ i, j = 1, · · · , Nneig

(5)

求解出式 (4) 的 ααα 和 b, 最终可得到回归函数为

f(uuu) = < www, Φ(uuu) > + b =
Nneig∑
i=1

αiK(uuui,uuu) + b

(6)
本文采用较常用的 Gaussian 核[4, 9]: K(uuui,uuuj) =
exp((−‖uuui−uuuj‖2)/σ2), 参数 σ 为核宽度. 这样就可
以得到当前时刻的预测值 ŷt, 假设当前时刻的输出
测量值为 yt, 则当前时刻的残差为

er(t) = yt − ŷt (7)

得到正常工况下所有输出变量的残差后, 组成残差
序列 ER, 下一步将对 ER 建立统计监测模型.

2 基于 ICA-PCA的过程监测方法

由于大部分工业过程都具有非高斯特性, 第 1
节得到的过程残差信息序列通常是高斯信息和非高

斯信息的混合体. 因此, 在提取完过程的非高斯信
息后, 有必要对剩下的高斯信息进行分析. 本文采用
ICA-PCA 两步信息提取策略对预测残差信息进行
处理. 由第 1 节可知, 过程的监测数据矩阵为 ER,
首先通过 ICA提取出一定数量的独立成分 (由非高
斯性度量决定)

ER = A · Ŝ + E (8)

本文采用负熵的方法评价这种信号分离的非高斯性.
限于篇幅, ICA算法的详细描述可参考文献 [6], 另
外,在提取独立成分的方法上,本文采用Hyvcarinen
提出的定点快速 ICA 算法[12]. 提取完非高斯信息
后, 由各个变量剩余信息的负熵值可知[6], 剩下的过
程信息数据矩阵 E 近似服从高斯分布, 因此可以用
PCA[5] 对它进行主成分的提取

E = T · PT + F (9)
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其中 F 为残差数据矩阵, 综合以上两步信息提取过
程, 原始数据矩阵 ER 可以分解为

ER = A · Ŝ + T · PT + F (10)

提取出过程的各种信息之后, 下一步是建立统计量
以及相应的统计限对过程进行监测, 假定提取出来
的独立成分个数为 r, 即 SSS = [s1, s2, · · · , sr], 构造
I2 统计量为

I2 = SSSTSSS (11)

在得到正常工况下各个采样点的 I2 值后, 可以利用
核密度估计的方法[13] 获得其概率密度分布函数, 进
而确定其统计置信限: 令K(xxx) 为核函数, n 个 p 维

的数据构成样本集 S0 = xxx1,xxx2, · · · ,xxxn, 则其概率密
度分布函数可以表示为

f̂(xxx,H) =
1
n

n∑
i=1

K(H−1/2(xxx− xxxi)) (12)

其中 xxxi ∈ Rp 为第 i 个数据向量, H 为相应核函数

的带宽参数矩阵, 这里我们选取核函数为高斯函数
K(xxx) = (2π)−p/2 exp(−xxxTxxx/2), 带宽参数矩阵选为
H = diag(h2

1, h
2
2, · · · , h2

p). 对于复杂的多变量系统,
考虑到核函数密度估计的困难性和计算量的问题,
在具体实施的时候, 很多文献也采用了较为简化的
方法[7], 即在获得正常工况下各个采样点的 I2 值后,
直接利用各个数据点的分布情况确定相应的统计限

(95%), 使得处于统计限之外的样本个数比例为 5%.
对过程的高斯信息部分, 建立 T 2 和 SPE 统计量,
其中 T 2 统计量定义为[1]

T 2 =
k∑

i=1

ttt2i
λi

≤ k(n− 1)
n− k

Fk,(n−k),α (13)

其中 ttt1×k
i ∈ T , Fk,(n−k),α 表示 F 分布 Fk,(n−k) 的

上侧 α 分位数. 另外, 用于残差监测的 SPE 统计

量定义为

SPE = fff · fff = eee(I − PPT)eeeT ≤ SPEα (14)

其中 fff ∈ F , SPEα 为 SPE 统计量的 1 − α 置信

限[1].

3 基于局部模型的 ICA-PCA算法

建立过程的统计监测模型 (ICA-PCA) 之后,
就可以利用该模型对过程进行在线监测了. 由于
LSSVR模型很好地描述了过程的非线性, 局部模型
匹配了当前的工况状态, 而且统计监测模型是建立
在预测残差的基础上, 因此, 新的方法很好地克服了
传统监测方法线性和单一工况的局限性. 另外, 采用
ICA提取过程的非高斯信息, 给过程监测提供了更

好的信息基础. 基于局部 LSSVR模型的 ICA-PCA
算法如图 1 所示, 其中 yp 为输出的预测值.

图 1 基于局部模型的 ICA-PCA算法

Fig. 1 Flowsheet of ICA-PCA algorithm based

on local model

基于局部 LSSVR 模型的 ICA-PCA 离线建模
主要实施步骤为:

Step 1. 收集正常工况下的历史数据构成建模
数据库;

Step 2. 采集正常工况下的数据集作为建模数
据, 建立局部 LSSVR模型, 预测各个输出变量, 构
造残差序列;

Step 3. 提取残差序列的独立元和主元, 并计
算各采样点 I2 统计量的值, 由核密度估计方法估计
I2 统计量的密度函数并确定其统计限 (简单起见也
可以采用简化的方法);

Step 4. 由式 (13)和 (14)确定 T 2 和 SPE 统

计量的统计限值.

图 2 在线监测过程示意图

Fig. 2 Sketch of online monitoring process

基于局部 LSSVR 模型的 ICA-PCA 在线监测
主要实施步骤为:
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Step 1. 采集当前时刻数据测量值并进行归一
化处理;

Step 2. 将当前输入值和历史数据库进行匹配,
提取匹配程度最高的 Nneig 个数据样本, 建立局部
LSSVR 模型, 并对当前时刻的输出进行预测 ŷt =
f(uuut);

Step 3. 生成残差 er = yt − ŷt, 对 er 进行独

立元和主元提取;
Step 4. 计算三个统计量的值: I2

t、T 2
t 和

SPEt;
Step 5. 监测各个统计量是否超过各自的统计

限.
整个过程的示意图如图 2 (见上页) 所示.

4 TE过程仿真研究

1993 年美国 Eastman 化学公司的 Downs 和
Vogel根据该公司一个实际的化工联合反应过程, 开
发了 Tennessee Eastman (TE)测试 (Benchmark)
仿真平台. 该平台是一个开放的、具有挑战性的化
工模型仿真平台, 由连续搅拌式反应器、冷凝器、气
液分离器、解析塔、再沸器和离心式压缩机等多个

操作单元组成[14]. TE 过程的流程示意图如图 3 所
示.

图 3 TE过程流程图

Fig. 3 Flowsheet of TE process

TE过程共有 41个测量变量 (其中包括 22个连
续过程测量变量和 19 个组分变量)和 12 个操控变
量, 过程一共有 6 个操作模式 (工况), 并人为地设定
了 21 种故障工况, 详细资料参见文献 [14]. 本文根
据文献 [15] 选取其中 7 个变量作为过程输入, 10 个
变量作为过程输出, 如表 1 所示. 模拟正常工况时,
采集过程平稳运行时的 2 000 个样本, 其中 1 000 个
作为训练样本, 另外 1 000 个作为测试样本. 为了模
拟多工况过程, 将 TE 过程切换到第 3 种工况下, 并
采集相应数目的样本. 此外, 为了测试算法的故障
检测能力, 引入第 5 种过程故障, 并采集相应数目

的样本. 训练样本和检测样本的采样间隔均设定为
3min.

表 1 TE 过程输入输出变量列表

Table 1 List of input and output variables

of TE process

输入变量 变量名称 输出变量 变量名称

1 A 进料流量 1 循环流流率

2 D 进料流量 2 反应器进料流率

3 C 进料流量 3 反应器压力

4 净化流流率 4 反应器温度

5 反应器冷却水出口温度 5 产品分离器温度

6 循环压缩机阀门开度 6 产品分离器压力

7 冷凝器冷却水流率 7 解析塔压力

8 解析塔温度

9 压缩机功率

10 分离器冷却水出口温度

(a) 基于局部模型的 ICA-PCA方法

(a) ICA-PCA method based on local model

(b) PCA方法

(b) PCA method

图 4 单一工况仿真结果

Fig. 4 Single mode simulation results

建立基于局部模型的 ICA-PCA统计监测模型
时, 选取的独立元和主元个数分别为 4 和 6, 基本的
PCA统计监测模型选取的主元个数也为 6 个, 所有
统计限的置信度均为 95%. 另外, 在建立局部模型
时, 选取的近邻建模样本数为 50 个, SVM正则化参
数选为 50, 高斯核函数宽度选为 0.1. 图 4 是对初始



796 自 动 化 学 报 34卷

(a) 基于局部模型的 ICA-PCA方法

(a) ICA-PCA method based on local model

(b) PCA方法

(b) PCA method

图 5 工况变化仿真结果

Fig. 5 Mode change simulation results

(a) 基于局部模型的 ICA-PCA方法

(a) ICA-PCA method based on local model

工况的监测结果, 基于局部模型的 ICA-PCA 方法
和传统的 PCA方法都能给出较好的结果, 这说明新
的方法并没有牺牲系统对单一工况的监测性能. 当
过程的工况发生变化时, 监测结果如图 5 所示. 其中
基于局部模型的 ICA-PCA方法 (图 5 (a))给出了较
满意的监测结果; 而图 5 (b)给出的传统 PCA的监
测结果, 说明传统的 PCA方法只能处理单一工况下
的监测问题, 对工况的变化则无法作出响应. 另外,

(b) PCA方法

(b) PCA method

图 6 正常工况和故障工况 5 仿真结果

Fig. 6 Normal and fault mode 5 simulation results

(a) 基于局部模型的 ICA-PCA方法

(a) ICA-PCA method based on local model

(b) PCA方法

(b) PCA method

图 7 工况变化和故障工况 5 仿真结果

Fig. 7 Fault mode change and fault mode 5

simulation results

为了测试新方法的故障检测性能, 对典型的过程故
障工况 5 进行了仿真研究, 故障 5 包含冷凝器冷却
水入口温度的一个阶跃变化, 这个故障的显著影响
是会引起冷凝器冷却水流量的阶跃变化, 当故障发
生时, 从冷凝器出口到分离器的流速也增加, 这导致
分离器的温度增加, 并且分离器冷却水温度也会增
加. 从正常工况到故障工况变化的仿真结果如图 6
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所示, 其中新方法的三个统计量均处于报警状态, 说
明新方法可以检测到该过程故障, 而 PCA方法则无
法检测出过程的故障信息. 另外, 图 7 给出了正常工
况、工况变化和故障工况的综合仿真结果, 相比普通
PCA 方法, 新的方法不但能适应过程工况的变化,
而且具有一定的故障检测能力.

5 结论

本文提出了一种新的基于局部模型的 ICA-
PCA 过程在线监测方法, 针对过程的非线性、非
高斯特性以及普遍存在的多工况现象, 该方法首先
通过局部 LSSVR模型对过程的输出进行预测, 然后
和真实测量值相比较构成残差序列, 建立 ICA-PCA
统计分析模型对其进行监测. 由于过程大多是非高
斯和高斯信息的混合体, 采用 ICA-PCA 两步信息
提取策略能更有效地提取过程的信息, 为监测提供
更好的信息基础. 通过对 TE过程仿真研究, 说明本
文提出的方法可以有效地解决过程的非线性、多工

况和非高斯监测问题, 并显示出了一定的故障检测
能力.
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