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摘    要   无人系统正深刻重塑社会生活方式与战争形态. 围绕无人系统动态规划领域, 首先, 将环境抽象为由节点和边组

成的拓扑网络. 其次, 针对异步规划中变步长时间推进的问题, 提出一种新颖的异步规划算法, 即半马尔科夫环境下的部分

可观蒙特卡洛树搜索算法 (SPOMCP), 其创新之处在于将拓扑网络转化为具有最简信息表示的子目标图, 并实现基于变步

长时间推进机制的策略快速寻优. 通过理论分析, 证明了 SPOMCP能够生成最优策略, 且计算复杂度与子目标节点数呈指

数相关. 最后, 仿真实验表明了 SPOMCP的性能高于基准算法, 用不到基准算法 89.18% 的计算时间, 得到高于基准算法

的平均回报值.
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Abstract   Unmanned systems are profoundly reshaping social lifestyles and modes of warfare. In the field of dy-
namic planning for unmanned systems, the environment is first abstracted as a topological network composed of
nodes and edges. Second, for the variable step time advancement problem of asynchronous planning, a novel asyn-
chronous planning algorithm, namely, a partially observable Monte Carlo tree search algorithm in the semi-Markov
environment (SPOMCP) is proposed. The innovation is that the topological network is transformed into a sub-goal
graph with the simplest information representation, and enabling rapid policy optimization based on a variable step
time advancement mechanism. Through theoretical analysis, it is proven that SPOMCP can generate the optimal
strategies, and the computational complexity is exponentially correlated with the number of sub-goal nodes. Finally,
simulation experiments demonstrate that SPOMCP outperforms the benchmark algorithm in terms of performance,
with less than 89.18% of the benchmark algorithm＇s computation time, resulting in higher average rewards.
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无人系统作为改变未来战争和社会生活形态的

基本组成单元, 受到世界各国的重点关注. 无人系

统是一种由机器人 (如无人机、无人车、无人艇等)
为主体构成的智能单元, 能够与人工智能、大数据、

自动控制、系统工程、计算机科学等领域紧密结合,
具有较高的使用价值和广泛的应用前景.

在近些年俄乌冲突、巴以冲突、纳卡冲突等局

部冲突中, 无人系统在侦察预警、火力打击、通讯中

继等活动中发挥显著作用. 其中, 准确的态势信息

是所有作战任务成功执行的前提, 特别是信息收集

作为关键环节, 应当贯穿于任务执行的全过程. 面
对无人系统持续信息收集问题, 如何开展科学管理

与高效规划, 成为制约无人系统效能发挥、影响其

能力上限的一个关键瓶颈问题. 针对此, 本文提出

一种半马尔科夫环境下的蒙特卡洛树搜索 (Monte
Carlo tree search, MCTS)算法, 为提高无人系统

智能化决策支持能力提供一种理论方法支撑.

 1　背景介绍

任务规划是无人集群协同侦察的内在机理和核

心机制, 承担着使命目标分解和集群行动分配的角
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色[1]. 本文关注一类无人系统持续信息收集任务规

划问题, 如在灾情探测中, 派遣一架无人机对受灾

村庄进行抵近侦察, 地理环境被划分为若干区域,
包括需要进行探测的受灾村庄、可供无人机通行的

空旷地带以及无人机无法通行的高山, 无人机的任

务是持续收集村庄有价值信息, 以便实时提供现场

灾情态势[2], 如图 1所示.

 
 

 

图 1    无人系统信息收集示意图

Fig. 1    Schematic diagram of the unmanned system
information gathering

 

无人系统信息收集任务规划是指根据目标特性、

环境特征、系统特点等现实约束, 采用独立决策模

式, 生成未来一段时间内的行动策略[3]. 主要面临三

方面挑战: 第一, 目标环境具有动态不确定性, 即态

势信息是动态变化的, 下一时步的状态无法被完全

或准确预测; 第二, 方案空间具有大规模性, 即方案

空间大小与行动数量、规划步长呈指数相关; 第三,
行为决策具有时变性, 即无人机并不是在等步长时

间点上决策, 而是在可变的时间点上决策. 为了在

最短时间内获取最有价值的信息, 无人机需要具备

快速规划高质量行动路线的能力, 从而提供实时态

势信息. 因此, 需要合理规划任务, 以便获得最有价

值的第一手信息.
此时任务规划不仅要考虑当下行动的即时效

果, 更要考虑行动链路的远期影响, 因此无人系统

信息收集任务规划可以被抽象为一类序贯决策问

题. 特别是对于态势快速变化情境, 无人系统需要

在短时间内对行动链路动态重规划, 此时一种行之

有效的方式是忽略历史状态而只在当前状态及其变

化趋势基础上快速决策. 对此, 一些研究者采用马

尔科夫型随机动态规划来研究无人集群协作规划问

题. 马尔科夫型随机动态规划又称为马尔科夫决策

过程 (Markov decision process, MDP)[4], 是序贯决

策研究中的难点问题. 模型框架能够描述具有上述

挑战的大规模无人集群信息收集任务规划过程. 由
于马尔科夫决策过程采用固定步长的同步规划机

制, 其步长的设置将极大影响决策质量. 如果步长

设置过长, 将使得集群无法适应快速变化的环境态

势, 进而导致规划呈现滞后性; 如果步长设置过短,
一方面提升了联合策略空间的规模大小, 另一方面

也引发了大量无效的过程计算, 从而导致整体计算

效率较低、运行时间较长、决策质量不高[5−6].
针对此难题, 在部分可观蒙特卡洛树搜索算法

基础上, 本文提出了一种新颖的基于采样的在线规

划算法, 即半马尔科夫环境下的部分可观蒙特卡洛

树搜索算法 (partially observable Monte Carlo
tree search algorithm in the semi-Markov envir-
onment, SPOMCP), 其特点是以变步长时间推进

机制探索前瞻树, 并保证生成的策略与最优策略控

制在一个小误差因子内, 时间推进机制如图 2所示.

 
 

t0 t1 t2 t3 Dt t6 t
等步长时间推进 变步长时间推进 

图 2    等步长/变步长时间推进机制示意图

Fig. 2    Schematic diagram of fixed step/variable step
time advancement mechanism

 

该算法解决了三个相互关联的问题: 如何生成

信息压缩的子目标拓扑图; 如何在子目标拓扑图上

生成最优前瞻树; 如何在半马尔科夫环境下提出任

务规划方法. 在一些典型场景中, 对所提出的算法

进行了实证评估, 结果表明所提出的算法在许多场

景中显著优于当前最先进的解决方案. 本文主要工

作和创新点总结如下:
1)构建了一种虽然信息被充分压缩但仍包含

最优决策信息的前瞻树.
2)将无人机侦察任务规划问题抽象为半马尔

科夫决策过程 (semi-Markov decision process, SM-
DP), 提出了 SPOMCP, 理论分析表明, 该算法极

大降低了计算复杂度, 在较低采样次数和规划步长

下就能够达到较高性能.
3)将 SPOMCP与 POUCT (partially observ-

able upper confidence bound apply to tree)、
SPOUCT (semi-Markov partially observable up-
per confidence bound apply to tree)在仿真环境中

进行了比较. 实验结果表明, SPOMCP计算时间比

基准算法 POUCT更短且获得的回报值更高.

 2　相关研究综述

下面围绕无人系统任务规划方法研究问题, 从
无人系统同步任务规划、无人系统异步任务规划等
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方面进行国内外研究现状综述与发展动态分析.
1)无人系统同步任务规划研究现状

在固定步长时间推进机制下, 无人系统信息收

集问题可以被抽象为部分可观马尔科夫决策过程

(partially observable MDP, POMDP). POMDP
不仅能够描述环境的动态不确定性, 还能刻画环境

状态的部分可观察特征.
不少研究者采用MPOMDP (multi-agent par-

tially observable Markov decision process)研究无

人集群信息收集问题. Ivan等[7] 将无人机之间的协

作形式划分为物理耦合、编队、集群、意图合作, 并
提出一种基于 POMDP的多无人机协作搜索方法,
该方法结合分散数据融合和拍卖机制, 以实现某些

应用的实时飞行测试. Zhao等[8] 提出了一种基于

POMDP的多目标多无人机跟踪系统, 目标状态由

联合多目标概率分布表示. 针对多机器人决策中有

限通信下的信息收集问题, Messias[9] 研究了一种事

件触发的 POMDP框架, 提供了与其应用相关的理

论和实验结果, 并将研究扩展到半马尔科夫领域.
Chen等[10] 将多无人机巡逻侦察问题抽象为一种因

子化 POMDP, 信息态势和威胁态势的动态变化过

程被抽象为马尔科夫链. 在 POMDP框架下, Nguyen
等[11] 考虑了由一组机器人组成的团队执行广域侦

察任务的问题, 检测和跟踪数量未知且随时间变化

的移动对象.
求解任务规划问题的结果是集群联合行动链

路, 其中行动链路是指单 agent将要执行的一系列

行动, 联合行动链路是指集群中所有 agent的行动

链路. POMDP本质上与MPOMDP是一致的, 计
算复杂度为 PSPACE[12], 两者都只有一个决策者,
观测空间和决策空间区别在于规模大小不同. 因此

很多求解 POMDP的算法可以直接用于MPOMDP
问题的解算, 诸如值迭代、期望最大化、非线性优化、

二次约束线性规划、蒙特卡洛方法等[13−15]. 目前主流

算法是基于蒙特卡洛搜索方法的在线规划算法 ,
Silver等[16] 提出了一种最佳优先搜索算法, 该算法

构造了一个全局前瞻树并使用蒙特卡洛仿真来估计

树中每个节点的值. Amato等[17] 研究了集中式集群

任务规划问题, 假设联合行动和联合观测可以被因

子化, 从而将全局前瞻树因子分解为若干个局部前

瞻树. Pfrommer[18] 提出了一种类似的集群在线规

划算法, 算法核心思想是结合消息传递算法和蒙特

卡洛树搜索并行扩展局部前瞻树. 为解决连续空间

中依赖信念的回报值问题, Fischer等[19] 提出了一

种在线规划方法, 核心思想是通过蒙特卡洛树搜索

方法模拟基于信息粒子的信念轨迹以在信念空间中

构建搜索树.
综上所述, 在项目考虑的约束和情境下, 采用

POMDP对固定步长时间推进机制的无人系统任

务规划问题进行建模是比较恰当的方法. 在 POM-
DP中, 随着规划步长的线性增加, 联合观测空间和

联合行动空间呈指数递增, 从而导致在有限时间内

难以寻找到最优联合策略.
2)无人系统异步任务规划研究现状

在同步规划场景中, 环境状态转移采用离散的

等步长时间推进机制, 无人系统在每个离散点上都

将执行规划活动; 在异步规划场景中, 环境状态转

移采用离散的非等步长时间推进机制, 无人系统在

关键状态上才会执行规划活动, 其中关键状态的选

择需要结合实际问题进行.
单无人系统异步动态规划问题往往抽象为 SMDP

或者部分可观半马尔科夫决策过程 (partially ob-
servable SMDP, POSMDP). SMDP很好地描述了

环境的动态不确定性[20−21], POSMDP在此基础上刻

画了环境的部分可观察特征.
关于无人系统异步规划, 不少学者开展了研究.

Wang等[22] 认为时间对于智能体[23−26] 决策至关重

要, 智能体不仅需要知道做什么, 还需要知道何时

做. 为了将连续停留时间分布纳入智能体决策中,
Lev-Yehudi等[27] 提出了特定条件约束的 POSM-
DP, 并将基于点的值迭代算法扩展到 POSMDP,
通过引入连续停留时间分布并使用重要性采样来降

低求解器的复杂性. Zhang等[28] 将 SMDP模型推

广到观测空间连续的 POSMDP模型, 为了改进复

杂系统可靠性预测和行为决策, 利用振动监测、声

学和物理状态监测所收集的数据研究了连续部分可

观半马尔科夫决策过程. Yu[29] 认为可以用离散时间

非等步长推进机制研究无人系统决策过程, 其通过

分析隐藏状态特征建立了方案统一探索的模型框

架, 并将求解有限空间 POMDP问题的平均成本准

则法扩展到 POSMDP问题. Xing等[30] 提出异步分

离与自适应模糊量化控制算法. 通过动态控制与模

糊逻辑系统融合, 设计滞后量化器来降低传输负载,
保证系统稳定性, 显著提升了跟踪精度. Seiler等[31]

提出多时域蒙特卡洛树搜索 (multi-horizon Monte
Carlo tree search, MH-MCTS)框架, 通过分散式

MCTS优化器并行执行异步任务规划. 每个智能体

在多个规划层次同步运行MCTS, 并通过动态交换

局部计划信息实现跨层次协作. Skrynnik等[32] 设计

的分布式神经MCTS算法MATS-LP (multi-agent
tree search with learning policy), 解决了部分可观

测多智能体路径规划问题, 利用局部观察重建马尔

科夫决策过程, 结合定制化神经网络策略, 在任务

分配场景下提升吞吐量并降低通信开销. 李晓辉等[33]

对车辆路径协同系统进行了研究, 提出了基于半马

尔科夫过程的任务卸载策略, 对道路服务节点的优
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先级队列、状态空间、行为空间、系统收益和转移概

率等进行了定义, 以便构建任务等待队列模型.
综上所述, 关于无人系统动态任务规划的研究

正从实验阶段走向运用阶段. 采用固定步长时间推

进机制的任务规划是目前常用的方法, 但具有过程

计算较多、方案空间较大、策略质量不高等特点, 如
何运用异步规划方法提高无人系统策略的质量效益

是亟待突破的技术挑战.

 3　问题描述

⟨S, A, O, δ, Ω, R, B⟩
无人系统信息收集任务规划问题形式化描述为

.
1)环境模型

环境可以从空间模型和时间模型两个维度进行

建模, 空间模型是指环境的空间结构, 采用拓扑图

的形式进行建模; 时间模型是指环境中的信息随时

间的变化关系, 采用信息状态的形式进行建模.

Ĝ = (V̂ , Ê) V̂

Ê

定义 1. 原始拓扑图 (original topology map).
地形图被定义为一个欧几里得空间的无向图, 记为

. 其中, 顶点集合  表示地图中的原子

区域, 比如树林、村庄、楼房, 原子区域不再继续细分;
边集合  表示顶点之间是相连的、可达的, agent
能够通过边在两点之间移动. 图 3为拓扑图, 是采

用拓扑图对图 1的简化, 描述的是 1架无人机对村

庄进行抵近侦察, 其中每片区域由节点表示, 黄色

三角形表示无人机, 红色五角星表示处于关键节点

的受灾村庄. 为了便于描述, 下文将无人系统抽象

为 agent.
本文考虑两类节点: 第一类节点为目标节点,

第二类节点为过程节点. 目标节点是指 agent需要

采集信息的区域, 如受灾村庄; 过程节点是非重点

探测区域, 比如两个目标节点中间的区域.

t̂ ∈ {0, 1, 2, · · · }
定义 2. 原子时间 (atomic time). 系统采用离

散的等步长时间推进机制, 记为 .
等步长时间推进机制是最常见的一种抽象方式, 在
每个时步中环境信息状态变化一次, 同时 agent观
测、决策和行动.

Ik ∈
{I1, I2, · · · , IK} Ik k

agent

K I =

[I1, I2, · · · , IK ] k

I1

定义 3. 信息状态 (information state). 信息状

态表示顶点信息量未知的程度, 分为若干等级 

. 其中,   表示第   种信息等级,
等级越高表示对  而言未知信息越多, 反之越

少;   为状态等级的数量. 信息等级向量记为 

. 设定等级越高, 即  越大, 则该顶

点具有更高的价值,   表示没有有价值信息的状态.

wk ∈ {w1, w2, · · · , wK}
W = [w1, w2, · · · , wK ] f

wk = f(Ik), f : Ik → R+

定义 4. 信息值 (information value). 信息值表

示顶点信息未知量的大小, 是对信息状态等级的定

量描述, 记为 , 信息值向量

记为 . 信息值由函数  确定,
.

I1

I1

P

考虑到环境是动态变化的, 设定每个目标顶点

上的信息状态是动态变化的, 而过程节点信息状态

不会发生变化, 一直处于状态 . 当 agent移动到

某目标节点时, 会自动收集该节点信息, 同时将该

节点信息等级重置为 , 这表明该节点在当前时步

没有新的有价值的信息 ;  当某个目标节点未被

agent侦察时, 则该目标节点信息状态根据状态转

移矩阵  变化.

P =


p11 p12 · · · p1K

p21 p22 · · · p2K
...

...
. . .

...

pK1 pK2 · · · pKK

 =


P1

P2

...

PK

 (1)

P
∑K

j=i xj ≥∑K
j=i yj i ∈ {1, 2, · · · , K} K

x y x ≻ y

PN ≻ PN−1 ≻ · · · ≻ P1 P

假设 1.   为单调随机矩阵. 当满足 

,   时, 那么两个  维概率

向量  和  满足随机占优, 定义为 . 另外, 如
果对于状态转移 , 那么  是

一个单调的随机矩阵.
2) agent模型

â ∈ Â Â

π̂ = [â1, â2, · · · , âh] t t+ h

定义 5. 原子行动 (atomic action). 原子行动表

示 agent每次行动的最小粒度, 即 agent从当前节

点移动到相邻节点或者停留在当前节点. 一个原子

行动记为 ,   为原子行动集合; 一个策略记为

, 表示从当前时步  到  时

步 agent的行动链路.

t v

定义 6. 观测状态 (observation state). 观测状

态是指 agent在某时步某节点观测到的信息状态.
考虑到 agent信息采集能力是有限的, 假设只能够

采集当前时步  当前顶点  的信息, 无法观测到其

 

 

图 3    原始拓扑图

Fig. 3    The original topology map
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他顶点的信息.

δ̂

定义 7. 状态转移函数 (state transition func-
tion). 状态转移函数  指每个节点信息状态的转移

概率, 记为:

δ̂ =
∏
v∈V̂

δ̂v(ŝ
′
v|ŝv, â) (2)

δ̂v(ŝ
′
v|ŝv, â) v

â ŝv ŝ′v

其中, 变量  表示节点  上 agent执行行

动  时从当前状态  转为下一状态  的概率.

Ω̂(ôv|ŝv, â)
t v ôv = ŝv

定义 8. 观测函数 (observation function). 观测

函数是指 agent观测到的信息状态与实际信息状态

之间的映射关系, 记为 . 假设 agent能

够观测到当前时步  节点  的实际状态, 即 .

â ôv

R̂(ôv, â)

定义 9. 回报函数 (reward function). 回报函数

指 agent在执行行动  且观测状态为  时所得到

的回报值, 记为 .

ĥ π̂

V̂π̂(ĥ)

定义 10. 原始值函数 (original value func-
tion). 原始值函数是当历史记录为  时执行策略 

的回报值, 记为 .

V̂π̂(ĥ) = Eπ̂

(
H−1∑
τ=0

R̂(τ)

)
(3)

H其中,   表示规划步长.

V̂ ∗
π̂ (ĥ) =

maxπ̂ V̂π̂(ĥ) V̂π̂(ĥ) π̂

R̂(τ) τ

ĥ ĥ= {â0, ô0, â1, ô1, · · · }

agent 的目标是找到最优值函数, 使得其回

报值最大 .  具体而言 ,  即选择策略使得  

. 其中,   为 agent执行策略  时的期

望回报值,   表示 agent在  时步收集的采样回报

值,   为“行动−观测”历史 .

B̂ =
∏

v∈V̂ B̂v

B̂v = [b̂1, b̂2, · · · , b̂K ] v

b̂k Ik

定义 11. 信念状态 (belief state). 信念状态是指

每个节点信息状态的概率分布, 记为 .

其中,   是指节点   中各个信

息状态的概率,   是指信息等级为  时的概率. 信
念状态会随着时间动态变化, 以预测环境信息信念

向量的变化情况.
v

B̂v(t+ 1) = δ̂v(B̂v(t))

对环境中任何目标节点 , 其信念状态的更新

记为 , 具体如式 (4)所示:

B̂v(t+ 1) =

{
ΛP, v = v′

B̂v(t)P, v ̸= v′
(4)

Λ = [1, 0, · · · , 0] v′

I1

其中,  ;   表示当前 agent所探测

的节点. 对于过程节点, 则一直处于  状态, 状态

不会发生转移. 对于信息状态, 给出假设 2和假设

3, 其物理含义是如果某顶点等级越高, 则信息值就

越高, 换句话说探索的价值也就越大.
f ∀i, j ∈ R+ 1 ≤

i ≤ j ≤ K f(Ii) ≤ f(Ij)

假设 2.   具有非递减性, 即  , 
, 有 .

为了更为真实描述环境的动态变化性, 假设目

P

I1

标节点中信息状态转移服从单调矩阵 , 也就是说

如果一个目标节点具有更高的信息值, 那么在下一

时步该节点更应该具有更高的信息值. 对于过程节

点, 其信息状态一直处于 , 即没有 agent感兴趣

的信息.
v

x ≺ y

假设 3. 任意目标节点  信息状态变化过程具

有子模性. 该假设表明任意子目标节点的回报值随

着时间是递增的, 但是递增幅度逐渐减小. 具体而

言, 子模性体现在当  时, 如式 (5)所示:

f(x× P τ )− f(x) ≥ f(y × P τ )− f(y) (5)

3)半马尔科夫决策过程

考虑到在决策过程中主要关注目标节点, 可以

适当忽略过程节点, 进而将原始拓扑图抽象为子目

标拓扑图.

G = (V, E) V

E

定义 12. 子目标拓扑图 (sub-goal topology
map). 子目标拓扑图被定义为一个欧几里得空间的

无向图, 记为 . 其中, 顶点集合  表示

目标节点, 边集合  表示可直达连接的目标节点.
如图 4所示, 将图 3中的子目标节点和路径进行简

化, 得到了子目标拓扑图, 包含子目标节点、关联关

系以及距离信息.

  

 

图 4    子目标拓扑图

Fig. 4    The sub-goal topology map
 

⟨S, A, O, δ, Ω, R, B⟩

为简化计算复杂度和提高计算效率, 本文将

agent任务规划问题抽象为部分可观半马尔科夫决

策过程 .
• S

G v ∈ V

    为子目标节点信息状态集合, 包含子目标拓

扑图  中目标节点  随时间变化的信息状态.
• A

a ∈ A

    为子目标节点间的行动集合, 表示从当前

子目标节点到下一子目标节点的行为过程, 记为

.
• O    为子目标节点观测集合, 是指 agent观测

到的子目标节点的信息状态.
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• δ =
∏

v∈V δv(s
′
v|sv, a, τ)

δv(s
′
v|sv, a, τ) v s′v
sv a τ

P τ

    为状态转移函数 ,
是指每个子目标节点信息状态的转移概率. 其中,

 是指目标节点  下一状态  与当前

状态 、agent行动  和间隔时间  有关. 当没有

agent侦察时, 则该节点信息状态根据状态转移矩

阵  变化.
• Ω(ov|sv, a) Ω̂ (ôv|

ŝv, â)

    为子目标节点观测函数, 与 

 一致.
• R(ov, a) R̂(ôv, â)    为子目标节点回报函数, 与 

一致.
• B =

∏
v∈V Bv

B̂

    表示子目标节点信念状态, 与
 一致.

定义 13. 目标函数 (goal function). 目标函数

为子目标值函数, 记为:

Vπ(h) = Eπ

(
H−1∑
τ=0

R(τ)

)

sv π

V ∗
π (h) = maxπ Vπ(h)

π t

h h = {a0, o0, a1,
o1, · · · } ĥ h

该函数是状态  情况下执行策略  的回报值, 最优

值函数是选择任意策略使得  .
其中, 策略  表示 agent在未来  时步内的行动策

略,   为 agent的“行动−观测”历史 

. 与  的不同之处是,   中只需记录子目标

节点, 而非过程节点, 从而极大减少复杂度.
定理 1. 原始值函数与子目标值函数是等价的.

v v′

证明. 该定理的证明需围绕以下三点进行分析.
一是原始前瞻树生成的策略是否经过子目标节点; 二
是 agent从当前位置  到达子目标节点  的最优

策略是否走时间最短路径; 三是 agent从子目标节

点出发, 其后续策略是否以邻居子目标节点为子目标.
• Ĝ

R̂

R ≥ 0 π̂

  原始拓扑图   包含子目标节点和过程节点

两类, 其中过程节点回报值  为 0, 而子目标节点

回报值 . 若最优策略  不经过子目标节点, 则
该策略值函数为 0, 因此 agent最优策略必然经过

子目标节点.
•  在下文定理 3中, 证明了 agent到达子目标

节点的最优策略是走时间最短路径.
•

h π

  根据前两步可证, agent行动策略会将邻居

子目标节点作为子目标, 而且不会绕过邻居子目标

节点. 在历史  和策略  的约束下, 原始值函数的

贝尔曼方程为:

V̂π(h) = E(Rhao) + γV̂π(hao)

Rhao hao

E(Rhao) hao V̂π(hao)

π hao γ

其中,   表示前瞻树中  节点的即时回报值;
 表示  节点的期望回报值;   表示

执行策略  后  节点的值函数;   表示折扣因子,
取值为 0 ~ 1之间.

可推理出选择邻居子目标节点的值函数为:

Vπ(h) = γD(v, v′)Vπ(hπs
′
v)

D(v, v′) v

v′
其中,   表示当前子目标节点  到邻居子目

标节点  之间的距离.
h

Vπ(h) V̂π(h)

综上所述 ,  对于同一历史  ,  子目标值函数

 与原始值函数  是一致的. 　　 □

 4　规划算法

无人集群异步规划具有变步长时间推进机制的

特征, 时空状态变化规律不易掌握, 面临着如下问

题: 一是考虑到 agent在某个节点的决策时间是可

变的、多次的, 如何确定不同状态下的最优决策时

间点和决策次数; 二是在决策时间点基础上, 如何

生成最简行动策略空间; 三是如何规划最优策略,
获取最高效益.

针对上述问题, 考虑到无人系统无需采集原始

拓扑图中过程节点的信息, 若在决策时忽略这些过

程节点, 那么计算复杂度将极大减少. 围绕该思路,
本文提出了一种智能体在线异步任务规划方法, 即
半马尔科夫环境下部分可观蒙特卡洛树搜索算法

(SPOMCP).
SPOMCP包括子目标图生成 (见算法 1)、子目

标树生成 (见算法 2)、最优策略寻找 (见算法 3)三
个子算法. 对于算法 1, 是在原始等距离拓扑图之

上, 生成简化的只包含关键状态的拓扑图; 对于算

法 2, 将原始决策树压缩至只包含关键状态的子目

标决策树, 此外节点之间的距离关系也被包含在节

点中; 对于算法 3, 是在半马尔科夫环境下, 通过扩

展MCTS实现大规模方案空间探索, 以寻找到无人

系统最优策略.
图 5描述了 SPOMCP示意图. 其中, 图 5(a)

为原始拓扑图; 图 5(b)描述了最优子目标拓扑图;
图 5(c)是在图 5(b)基础上, 将原始前瞻树压缩至

只包含子目标节点的子目标前瞻树, 此外节点之间

的距离关系也被包含在其中; 图 5(d)是在半马尔科

夫环境下, 通过扩展MCTS实现大规模方案空间探

索, 以寻找到 agent最优策略.
1)子目标图生成算法

Ĝ = (V̂ , Ê) G = (V, E)

v ∈ V̂

v′ ∈ V

v′′ ∈ V̂ \ {v, v′}
v v′

v

算法 1 为子目标图生成算法 (sub-goal map
generation algorithm, SMG), 其输入是原始拓

扑图 , 输出是子目标拓扑图 .
SMG主要机理是: 以节点  为起始点 (第 2行)
和   为结束点 (第 3 行 ) 组成的矩形区域

area 中, 若有任意其他节点   在其

中, 则节点  和  不直接关联 (第 5 ~ 10行); 反之

则两者直接关联 (第 11 ~ 14行). 另外, 对于节点 

本身也可以构成子目标对 (第 17行).
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　   算法 1. 子目标图生成算法 (SMG)
Ĝ = (V̂ , Ê)　　 输入.  , 原始拓扑图.

G = (V, E)　　 输出.  , 子目标拓扑图.

SMG(Ĝ)　　 Procedure 

G(V, E)← ∅ flag ← true　　   1)  ,  ;

v ∈ V̂　　   2) for   do

v′ ∈ V　　   3)　for   do

reachabilityinArea(v, v′) = true　　   4)　　if   do

v′′ V̂ \ {v, v′}　　   5)　　　for each   in   do

v′′ ∈ Area(v, v′)　　   6)　　　　if   then

flag ← false　　   7)　　　　　 ;

　　   8)　　　　　break

　　   9)　　　　end if

　　 10)　　　end for

flag = true　　 11)　　　if   then

V ← V ∪ {v, v′}　　 12)　　　　 ;

E ← E ∪ pair(v, v′)　　 13)　　　　 ;

　　 14)　　　end if

　　 15)　　end if

　　 16)　end for

E ← E ∪ pair(v, v)　　 17)　 ;

　　 18) end for

G　　 19) Return 

　　 end Procedure

定理 2. 通过 SMG构建的子目标拓扑图, 提供

了生成最优策略的必要信息.
v1(x1, y1)

v2(x2, y2) v3(x3, y3)

t b1 b2 b3

证明. 不失一般性, 假设由子目标节点 

和  构成的区域中存在节点 , 在
时步  三个节点的信息信念分别为 、 、 . 在相

v1 v2

v1 → v2 v1 → v3 → v2

同时间内 , agent 从节点   出发到   的路径有

Route1 (“  ”)和 Route2 (“  ”).
对于 Route1, agent期望价值函数为:

Vroute1 = γE(b1W ) + γD(v1, v2)E
(
b2P

D(v1, v2)W
)
(6)

E(·) E(b1W )

v1 D(v1, v2) v1 v2

γD(v1, v2)E(b2PD(v1, v2)W ) v1 v2

其中,   表示随机变量的期望值;   表示在

 处的期望回报值;   表示从  到  的时

步;   表示从   到   的期

望回报值.
对于 Route2, agent期望价值函数为:

Vroute2 = γE(b1W ) + γD(v1, v3)E
(
b3P

D(v1, v3)W
)

+

γD(v3, v2)E
(
b2P

D(v3, v2)W
)

(7)

γD(v1, v3)E
(
b3P

D(v1, v3)W
)

v1 v3

γD(v3, v2)E
(
b2P

D(v3, v2)W
)

v3

v2

其中,   表示从  到  的

期望回报值;   表示从  

到  的期望回报值.
Vroute1 ≤ Vroute2 v1 v2由于  , 故而目标节点   与  

无需直接关联. 因此, 定理 2成立. 　 □

2)子目标树生成算法

v

τ

子目标前瞻树是一种压缩版的决策树, 其中每

个节点都是子目标节点, 如图 5(b)所示. 在子目标

决策树中, 除了考虑子目标节点及其关联关系, 还
需要确定从当前节点   访问邻居子目标节点的时

间, 此时需要权衡两种不同策略: 一是以最短时间

访问, 二是延迟时间  访问.

G v ∈ V Neiv

v

定义 14. 邻居子目标节点 (neighbor sub-goal
node). 在图  中子目标节点  的邻居  为

与  直接关联的子目标节点集合.

G

v ∈ V v′ ∈ Neiv \ {v}
D(v, v′)

v

D(v, v) = 1

v ∈ V v′ ∈ Neiv

算法 2 为子目标树生成算法 (sub-goal tree
generation algorithm, STG), 其输入是子目标拓扑

图 , 输出是子目标前瞻树. STG的主要机理是:
对于某父节点 , 若其子节点为 ,
则父节点与子节点间距离为  (第 3 ~ 7行);
若其子节点为  本身, 则父节点与子节点间距离为

 (第 8 ~ 10行). 换句话说, agent从节

点  到邻居节点  的行动时间要尽可

能短, 其最优策略是以两点间距离长短作为行动时

间, 而不是在过程节点停留或绕行. 通过算法 2构
建的子目标前瞻树, 充分利用对决策有影响的信息,
去除与决策无关的信息, 为后续计算提供数据支撑.

　   算法 2. 子目标树生成算法 (STG)
G = (V, E)　　 输入.  , 子目标拓扑图.

　　 输出. SubNode, 子目标前瞻树.

STG(G, v)　　 Procedure 

node, distance← ∅　　   1)  ;

 

(a) 原始拓扑图 (b) 子目标图生成
(a) The original
topology map

(b) The sub-goal
map generation

(c) 子目标树生成 (d) 最优策略探索
(c) The sub-goal (d) The optimal strategy
tree generation  exploration

1
1

1

1

2

2

2

2

2

2

1 1

1

r r r r r r r

12 2

2 1 1

1 12 2

2

2

2
2

22

3

3
3

3

3
3

3
3

3

3
3

4
4

 

图 5    SPOMCP示意图

Fig. 5    Schematic diagram of SPOMCP
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SubNode← ∅　　   2)  ;

v′ ∈ Neiv \ {v}　　   3) for   do

node← v′　　   4) 　 ;

distance← D(v, v′)　　   5) 　 ;

SubNode← ⟨node, distance⟩　　   6) 　 ;

　　   7) end for

node← v　　   8)  ;

distance← 1　　   9)  ;

SubNode← SubNode ∪ ⟨node, distance⟩　　 10)  ;

SubNode　　 11) Return 

　　 end Procedure

定理 3. 通过 STG生成的节点能够构建子目标

前瞻树.

v

v′ ∈ Neiv \ {v}
D(v, v′) v t+ τ

v τ = 1 v

证明. 子目标前瞻树与原始前瞻树不同在于,
除了指定子节点外, 还确定了父节点与子节点之间

的距离. 要证明该定理, 需要证明以下两点: a)若
agent 从子目标节点   前往其他邻居子目标节点

,  最优策略是走时间最短路径

; b)若 agent从子目标节点  在  时步

返回节点 , 最优策略为在  返回节点 .
t v

t0 v v′

πv, v′ τ1

π0 π1 π0 τ0 v

v′ τ1 − τ0,

τ1 ≥ τ0 v′

第一, agent在时步  位于节点 , 其到达某一

邻居子目标节点的最短时间为 , 假设  与  之间

没有其他子目标节点. 虽然给定了起止点, 但依然

存在多条不同策略 , 故需对比  时步后策略

 和  的回报值. 其中,   为以最短时间  从 

到达   的策略, 为了取得更高回报值, 在  

 时步后在此访问节点 , 其期望回报值为:

Eπ0
= E (Rv(t) +Rv′(t+ τ0) +Rv′(t+ τ1)) (8)

Rv(t) t v

Rv′(t+ τ0) t+ τ0 v′

Rv′(t+ τ1) t+ τ1 v′

π1 τ1, τ1 ≥ τ0 v v′

其中 ,    表示   时步探测节点   的回报值 ;
 表示   时步探测节点   的回报值;
 表示   时步探测节点   的回报值.

 为   时步后从   到达  ,  其期望回报

值为:

Eπ1
= E (Rv(t) +Rv′(t+ τ1)) (9)

根据假设 2, 子目标节点具有子模性, 可以推导

出如下结论:

Eπ0
− Eπ1

= γt+τ0ΛP t+τ0W + γt+τ1ΛP τ1−τ0W −

γt+τ1ΛP t+τ1W = γt+τ1ΛP τ1−τ0W −(
γt+τ1ΛP τ1−τ0P t+τ0W − γt+τ0ΛP t+τ0W

)
≥

γt+τ1ΛP τ1−τ0W −
(
γt+τ1ΛP τ1−τ0W

)
= 0

(10)

v

v′
因此, agent从子目标节点  到达某一邻居子目标

节点  的最优策略是走时间最短路径.

τ ≤ τ1

v t+ τ1 v

v′

t+ τ v

t v I1

τ v ΛP τW

第二, 假设 agent在  时步选择返回节点

 (如果  时步之后返回节点 , agent获得的

期望回报值将小于到达节点  的期望回报值). 考
虑到在  之前返回节点  的组合选择很多, 毕竟

可以多次返回, 需要选择回报值最大的一个策略.
因为在  时步访问了节点 , 此时其处于状态 , 那
么  时步访问节点  的期望回报值为 . 由于

节点信息观测值具有子模性, 则有:

ΛP τ−1PW − ΛP τ−1W ≤

ΛP τ−2PW − ΛP τ−2W ≤

· · ·

ΛPPW − ΛPW ≤

ΛPW − ΛW (11)

根据式 (11), 可推导出式 (12):

ΛP τW ≤ ΛP τ−1W + ΛPW (12)

依此类推, 可证:

ΛP τW ≤ KΛPW (13)

v这表明以最短时间返回节点  的期望回报值比

延迟返回该节点的期望回报值更大. 综上所述, 定
理 3成立. 　　 □

3)最优策略寻找算法

π π s′

h

Vπ(h)

算法 3为半马尔科夫环境下部分可观蒙特卡洛

树搜索算法. 该算法借鉴了MCTS算法的思想, 主
要包含 Search、Simulation、Rollout三个功能函数.
在 Search函数中, 主要目的是在多次仿真采样构建

的前瞻树 tree基础上 (第 2 ~ 5行), 逐步寻找无人

系统最优策略  (第 6行), 并更新策略 、状态 

和历史  (第 7 ~ 9行). 评判依据为各子节点值函

数 :

Vπ(h) = γD(v, v′)−1V̂a(v, v′)(has
′) (14)

a(v, v′) v

v′ â V̂a(v, v′)(has
′)

has′

其中,   为从当前子目标节点  到邻居子目标节

点  的行动, 由若干原子行动  组成; 

为在历史轨迹  下的原始值函数.

V ′
π(h)

在 Simulation函数中, 主要目的是在给定仿真

次数下扩展前瞻树, 包括子节点选择 (第 10行)、迭
代推进 (第 12行)和统计值回溯 (第 13 ~ 16行).
其中, 子节点选择的评判依据为 :

V ′
π(h) = V (ha) + c

√
logN(h)

N(ha)
(15)

V (ha) ha N(h) h

N(ha) ha c

其中,   表示  节点的值函数;   表示  节

点的访问次数;   表示  节点的访问次数;   为
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常数.
a∗

G s′ o′

r′ H

将通过式 (15)选择出来的行动  放入仿真系

统  中运行, 可得到系统的新状态 、观测值 、回

报值  (Simulation第 11行). 通过迭代推进  步

(Simulation函数第 1 ~ 3行), 得到本次采样策略

的状态转移过程 (Simulation函数第 12行), 以及

各节点值函数 (Simulation函数第 13 ~ 16行).

　  算法 3. 半马尔科夫环境下部分可观蒙特卡洛

树搜索算法 (SPOMCP)
G P

W H γ B(0)

　　 输入. 子目标拓扑图 , 信息状态转移矩阵 , 信息值

向量 , 规划步长 , 折扣因子 , 初始信念状态 .

π　　 输出. agent策略 .

Search(h)　　 Procedure 

0→ H − 1　　   1) for step =   do

→ numofsamples　　   2) 　for i = 1   do

s ∼ B(h)　　   3) 　　 ;

s′ ← Simulation(s, h, step)　　   4) 　　 ;

　　   5) 　end for

a∗ = argmaxaγ
D(v, v′)−1V̂a(v, v′)(has

′)　　   6) 　 

π(step)← a∗　　   7) 　 ;

s′
a∗

←− s　　   8) 　 ;

h← ha∗s′　　   9) 　 ;

　　 10) end for

(V (treenode), π)　　 11) return 

　　 end Procedure

Simulation(s, h, step)　　 Procedure 

≥ H　　   1) if step   then

　　   2)　return 0

　　   3) end if

h /∈ Tree　　   4) if   then

a ∈ A　　   5) 　for each   do

Tree(ha)← ⟨Ninit(ha), Vinit(ha), ∅⟩　　   6) 　　 ;

　　   7) 　end for

Rollout(s, h, step)　　   8) 　return 

　　   9) end if

a∗ = argmaxa
(
V (ha) + c

√
logN(h)
N(ha)

)
　　 10) 

(s′, o′, r′) ∼ G(s, a∗, step)　　 11)  ;

R← γD(v, v′)
(
r′ + γ ×

Simulation(s′, ha∗o′, step+ 1)
)　　 12)   　　　　　　　　　　　

　　　　　  ;

B(h)← B(h) ∪ {s}　　 13)  ;

N(h)← N(h) + 1　　 14)  ;

N(ha∗)← N(ha∗) + 1　　 15)  ;

V (ha∗)← V (ha∗) + (R− V (ha∗))/N(ha∗)　　 16)  ;

R　　 17) return 

　　 end Procedure

Rollout(s, h, step)　　 Procedure 

step ≥ H　　 1) if   then

　　 2) 　return 0

　　 3) end if

a ∼ πrollout(h, ·)　　 4)  ;

(s′, o, r) ∼ G(s, a, step)　　 5)  ;

return γD(v, v′)−1
(
r + γ ×

Rollout(s′, hao, step+ 1)
)　　 6)   　　　　　　　　　　

　　　　 

　　  end Procedure

ht h

c

V (h)
p→ V ∗(h)

N(h)

E[V (h)− V ∗(h)] O(logN(h)/N(h))

引理 1. 对于先验历史为  的所有历史 , 在
给定合适的  时, 由 POUCT计算的值函数将概率

收敛至最优值函数,  . 随着采样次数

 趋向于无穷大, 值函数与最优值函数的偏差

 为  [33].

V (h)
p→ V ∗(h)

定理 4. 由 SPOMCP生成的值函数能够在概

率上收敛至最优值函数 , 且计算复杂

度与子节点数量呈指数相关.

h V (h)

V̂ (h)

证明. 要证明该定理, 首先需要证明两点: 第
一, 对于同一历史轨迹 , 子目标值函数  等价

于原始值函数 ; 第二, 在相同仿真次数场景下,
SPOMCP搜索效果不低于 POMCP. 对于第一点,
定理 1已经证明.

对于第二点, SPOMCP核心思想是将原始前

瞻树压缩为子目标前瞻树, 并将MCTS方法运用在

子目标前瞻树探索上, 其收敛性与 POMCP一致.
首先, 引理 1已经证明了 POMCP所生成策略具有

最优性; 其次, 由于 SPOMCP只考虑子目标节点,
因此探索的前瞻树更小. 也就是说, 在相同的采样

次数下, 对子目标探索的次数将更多, 则 SPOMCP
能够比 POMCP更快收敛至最优策略. 因此, 定理 4
成立. 　　 □

 5　仿真实验

本节模拟地震发生后某地区灾难响应场景, 指
挥员派遣无人机到灾区上空收集最新的态势信息.
收集的信息可以辅助救援人员采取进一步的行动,
例如食物、医疗物资运送和挖掘废墟中掩埋的人员.

 5.1　参数设置

I = [I1, I2,

· · · , I10] W = [0, 1, · · · , 9]
I1

P

场景如图 1所示, 派遣 1架无人机在环境中侦

察, 有 44个顶点和 54条边, 包含 14个子目标节点. 无
人机随机从某个顶点出发, 且不考虑无人机能源问

题. 每个子目标节点的信息状态向量为 

, 对应的信息值向量为 ;
所有过程节点一直处于  状态. 对于子目标节点,
其状态转移函数  满足式 (16).
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P =



0.5 0.3 0.2 0 · · · 0 0

0 0.5 0.3 0.2 · · · 0 0

0 0 0.5 0.3 · · · 0 0

0 0 0 0.5 · · · 0 0

...
...

...
...

. . .
...

...

0 0 0 0 · · · 0.5 0.5

0 0 0 0 · · · 0 1.0


(16)

为了测试我们提出的方法的性能, SPOMCP
及其变体 SPOUCT将与当前最先进算法 POUCT
进行对比. SPOMCP和 SPOUCT两者类似, 区别

在于对信念状态表达的方式, 其中 SPOMCP采用

粒子过滤器, 而 SPOUCT采用状态转移函数. 此外,
POUCT算法是当前最先进的通用在线规划算法,
是 POMDP问题的对照基准. Random算法是一种

随机探索方法, 随机选择相邻节点执行探测任务.

γ H

NS NT

C

考虑到前文已经证明了 SPOMCP 具有最优

性, 因此以经验设置通用参数: 在每个场景中每个

算法运行 50轮, 折扣因子  为 0.9; 规划步长  为

4, 仿真采样次数  为 100, 仿真时长  为 100;
在 POUCT、SPOUCT、SPOMCP中, UCB (up-
per confidence bound)算法探索参数  设置为 50.
统计的性能指标为每个算法每轮的总回报值.

 5.2　结果与分析

H

NS NT

本节采用控制变量法从规划步长 (记为 )、采
样次数 (记为 )和仿真时长 (记为 )三个场

景来对比不同算法的性能.
1)场景 A: 规划步长

H = {2, 4, 6, 8, 10}
在场景 A 中 ,  我们将规划步长分别设置为

, 其平均回报值和平均运行时

间分别如图 6和图 7所示.
从图 6可以发现一个现象: 随着规划步长的增

H = 2 H = 4

H ≥ 4

加, POUCT、SPOUCT和 SPOMCP的回报值逐

渐增加. 其中, POUCT增加幅度最明显, 特别是从

 到  时, POUCT回报值增加了 25.79%.
该现象的原因如下: 在场景 A中, 各个子目标节点

间距离普遍在 4以内, 当规划步长  时, 算法

能够寻找到最近子目标节点, 故寻找到最优路径.

H

此外, 从不同算法横向性能对比来看, SPOUCT
与 SPOMCP总体相近, 都比 POUCT高; SPOUCT
比 POUCT高出 0.78% ~ 30.44%; SPOMCP比

POUCT高出 2.17% ~ 31.82%. 该现象的原因如下:
SPOUCT与 SPOMCP省去了过程节点的决策环

节, 能够直接规划出两个子目标节点的最优路径,
从而确保即便在较少规划步长  下, 依然能够实现

较高回报值.
图 7描述了各算法在一轮仿真实验中的平均运

行时间. 从结果可以看出, POUCT与 SPOUCT的

运行时间相近, 而 SPOMCP 最少是 POUCT 的

61.21%, 最多是 POUCT的 89.18%.
2)场景 B: 采样次数

NS =

{50, 100, 500, 1 000, 5 000}
在场景 B 中 , 我们将采样次数设置为  

. 图 8描述了各算法的

平均回报值及标准差. 该结果表明, SPOUCT 和

SPOMCP 的平均回报值较 POUCT 略高, 其中 
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SPOMCP Random
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图 6    平均回报值 (场景 A)

Fig. 6    The average reward (Scene A)
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图 7    平均运行时间 (场景 A)

Fig. 7    The average runtime (Scene A)
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图 8    平均回报值 (场景 B)

Fig. 8    The average reward (Scene B)
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H

SPOUCT比 POUCT至少高 0.91%, SPOMCP比

POUCT至少高 1.01%. 这是因为在场景 B中各个

子目标节点间距离普遍在 4以内, 而规划步长  正

好为 4, 因此对于 POUCT、SPOUCT和 SPOM-
CP, 即便在较少采样次数下依然能够寻找到最近子

目标节点.
图 9描述了各算法的平均运行时间. 从结果可

以看出, POUCT 与 SPOUCT 的运行时间相近,
而 SPOMCP在 POUCT的 61.98% 到 78.80% 之

间. 这表明 SPOMCP具有较高的计算性能.

 
 

采样次数
50 100 500 1 000 5 000

平
均
运
行
时
间

 /
s

POUCT
SPOUCT
SPOMCP

101
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图 9    平均运行时间 (场景 B)
Fig. 9    The average runtime (Scene B)

 

3)场景 C: 仿真时长

NT =

{50, 100, 500, 1 000}
在场景 C 中, 我们将仿真时长设置为  

. 图 10结果表明, 随着采样次

数的增加, POUCT、SPOUCT和 SPOMCP的回

报值同步增加. 在这些场景中, SPOMCP的平均回

报值较 POUCT略高, 其中 SPOUCT比 POUCT
至少高 0.59%, SPOMCP比 POUCT至少高 0.64%.

 
 

仿真时长 /s
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图 10    平均回报值 (场景 C)
Fig. 10    The average reward (Scene C)

 

图 11描述了各算法的平均运行时间. 从结果

可以看出, POUCT与 SPOUCT的运行时间相近,
而 SPOMCP在 POUCT的 59.90%到 71.14%之间.

上述实验表明, 在较小仿真次数和规划步长情

况下, SPOMCP和 SPOUCT能够取得比 POUCT

更好的效果, 能够在更短时间内获得更高回报值,
说明 SPOMCP和 SPOUCT具有更强的场景适应性.

 6　结束语

任务规划是无人系统运行的内在机理和核心机

制, 承担着使命目标分解和集群行动分配的角色.
高质量任务规划需统筹权衡近期效果和远期目标,
一方面既要评估集群当下行动的即时效果, 另一方

面还要考察集群行动的远期影响. 由于马尔科夫决

策过程采用固定步长的同步规划机制, 其步长的设

置将极大影响决策质量. 如果步长设置过长, 将使

得集群无法适应快速变化的环境态势, 进而导致规

划呈现滞后性; 如果步长设置过短, 一方面提升了

联合策略空间的规模大小, 另一方面也引发了大量

无效的过程计算, 从而导致整体计算效率较低、运

行时间较长、决策质量不高.
鉴于此, 本文开展无人系统异步动态规划研究,

这是突破上述难题的关键路径. 本文首先将拓扑图

转化为子目标拓扑图, 将全局前瞻树转化为子目标

前瞻树, 将无用的过程信息删除, 只保留对决策有

价值的信息; 其次将无人侦察任务规划问题抽象为

基于半马尔科夫决策过程, 提出 SPOMCP, 通过理

论分析表明, 该算法极大降低了计算复杂度, 在较

低采样次数和规划步长下, 与 POUCT具有相同的

最优性能; 最后将 SPOMCP 与 POUCT、SPO-
UCT 在仿真环境中进行了比较, 实验结果表明,
SPOMCP具备优异的性能.

考虑到无人集群较单无人系统而言, 具有功能

完善、抗毁性强等优点, 后续研究将围绕无人集群

异步规划领域展开. 无人集群异步任务规划将面临

诸如无人集群异步规划中时空对齐、决策协调等技

术难题, 突破上述难题可极大提高集群整体性能指标.
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