
基于条件扩散模型的卫星遥测数据缺失值插补方法

庞昭辰 刘明 张立宪 曹喜滨 段广仁 

Conditional Diffusion Model-based Imputation Method for Missing Satellite Telemetry Data
PANG Zhao-Chen, LIU Ming, ZHANG Li-Xian, CAO Xi-Bin, DUAN Guang-Ren

在线阅读 View online: https://doi.org/10.16383/j.aas.c250244

您可能感兴趣的其他文章

http://www.aas.net.cn/article/doi/10.16383/j.aas.c250244


 

 

基于条件扩散模型的卫星遥测数据缺失值插补方法

庞昭辰 
1, 2
    刘 明 

1, 2
    张立宪 

1, 2
    曹喜滨 

1, 2
    段广仁 

1, 3

摘    要   卫星遥测时间序列数据在遥感监测、导航定位等领域具有重要应用价值, 同时也能有效监控卫星的健康状态. 然
而, 这些数据常常因传感器故障、数据传输错误等复杂因素出现缺失, 严重影响数据的完整性和可用性, 甚至可能导致决策

失误. 对此, 提出基于多变量条件扩散模型的卫星时间序列补全方法, 旨在提高卫星遥测数据缺失值插补的准确性. 首先,
通过引入条件扩散方法, 将观测到的卫星数据作为条件输入, 通过建模缺失值的后验分布来生成数据, 并在生成过程中对该

残缺样本进行初步的线性插补, 从而提高模型的稳定性. 其次, 设计由时间注意力层和门控激活单元组成的残差模块作为主

干预测网络, 对多维遥测数据中的时间依赖关系进行充分捕捉, 实现对缺失数据的精准重构. 最后, 在某通信卫星的动量轮

遥测数据集以及公开的时间序列数据集上进行广泛实验. 实验结果表明, 所提方法在不同缺失率下均表现出良好的性能和

泛化能力, 与现有方法相比, 展现出更高的准确性和稳定性.
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Abstract   Satellite telemetry time-series data is critically valuable for applications like remote sensing monitoring
and navigation positioning, and is also effective for monitoring satellite health status. However, these data often suf-
fer from missing values caused by complex factors such as sensor malfunctions and data transmission errors, which
severely impair data integrity and usability, potentially leading to erroneous decisions. To address this, a satellite
time-series completion method based on multivariate conditional diffusion model is proposed to improve the accur-
acy of missing value imputation in satellite telemetry data. The method first incorporates a conditional diffusion
method that uses observed satellite data as conditional input to generate data by modeling the posterior distribu-
tion of the missing values. Preliminary linear imputation is applied to the incomplete samples during generation to
enhance the stability of the model. Furthermore, a residual module integrating a temporal attention layer and a
gated activation unit serves as the core prediction network, effectively capturing temporal dependencies in the mul-
tivariate telemetry data for precise reconstruction of missing values. Finally, Extensive experiments were conducted
on a momentum wheel telemetry dataset from a communications satellite and on public time-series datasets. The
experimental results show that the proposed method delivers robust performance and generalization ability across
varying missing rates, outperforming existing methods in both accuracy and stability.
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卫星健康监测作为卫星业务中的关键基础工

作, 占据着较高优先级[1]. 遥测数据是评估卫星健康

状态的主要信息源, 它实时捕捉并记录卫星平台及

其载荷的功能和性能参数 (如温度、电压、姿态等),
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能够及时发现潜在的故障迹象, 为预防性维护提供

依据, 从而保证卫星的长期稳定运行[2]. 然而, 由于

卫星运行环境的复杂性和数据获取过程的不确定

性, 卫星健康状态监控数据常常存在缺失, 这严重

影响数据的完整性和可用性, 继而可能导致错误的

故障诊断和维护决策[3]. 因此, 开展卫星遥测数据的

缺失值补全研究, 对于提高数据质量、保障卫星健

康管理的准确性具有重要意义.
从工程实践来讲, 卫星遥测数据缺失值补全属

于时序数据插补任务. 时序数据插补技术随着数据

量的增长和应用场景的拓展而不断演进, 经历了从

基于统计模型的插补到深度学习方法的转变[4−7]. 在
基于统计模型的方法中, Box等[8] 提出的自回归移

动平均模型 (Autoregressive integrated moving
average model, ARIMA)是一种经典的时序预测模

型, 通过分析数据的自相关性和移动平均性来构建

模型, 进而对缺失数据进行预测补全, 适用于具有

明显趋势和季节性成分的平稳时间序列数据. 另外,
针对卫星遥测数据的高维结构特点, 马友等[9] 提出

基于张量分解的卫星遥测缺失数据预测算法, 充分

考虑数据整体特征来进行准确的缺失项补全. 然而,
此类基于统计模型的方法通常要求数据平稳且严格

符合其模型假设, 但真实数据往往不平稳且具有不

可控波动, 使用此类方法需要对数据进行复杂的预

处理或对模型进行参数调整, 这大大限制了此类方

法的可用性和准确性.
随着深度学习技术的发展, 时间序列建模和补

全方法取得显著进展[10−13]. Hundman等[14] 采用长短

期记忆 (Long short-term memory, LSTM)网络对

卫星遥测数据建模预测, 通过引入记忆单元和门控

机制, 能够有效地处理长时间依赖关系, 适用于捕

捉时间序列中的长期趋势和周期性模式, 并提出自

适应阈值算法以达到卫星异常数据检测的目的 .
Lin 等 [15] 采用时间卷积网络 (Time convolution
network, TCN)为主干, 分别融入通道注意力和时

间注意力机制对航空发动机的时间序列数据进行精

确建模, 并在美国航空航天局 (National Aeronaut-
ics and Space Administration, NASA)发布的 C-
MAPSS (Commercial modular aero-propulsion
system simulation)[16] 数据集中验证了方法的有效

性. 许凯凯等[17] 使用引入通道注意力机制的时间卷

积网络 (Time convolution network with squeeze
and excitation, SE-TCN)对卫星帆板温度遥测数

据的缺失值进行插补, 该方法对历史数据到未来数

据的映射进行拟合来完成插补, 在实际缺失数据集

上得到比 LSTM和 TCN更好的插值效果. 但是,

此类方法也具有一些局限性, 它们通常需要大量的

历史数据来进行训练, 以学习到数据中的模式和结

构. 在数据稀缺或只有少量历史数据可参考的情况

下, 这些模型难以有效地进行插补.
为克服现有深度学习方法的局限性, 生成式方

法在多个领域受到广泛关注[18−20]. Yoon等[21] 提出

的 TimeGAN利用生成对抗网络来生成和插补时

间序列数据, 通过引入嵌入层、恢复层和监督器等

组件, 使生成器能够生成高质量的合成数据, 并用

于插补缺失值. Qi等[22] 提出的 RC-VAE结合变分

自编码器 (Variational autoencoders, VAE)[23] 和生

成对抗网络 (Generative adversarial network,
GAN)[24] 的思想, 通过重建损失和对抗损失的联合

优化, 使模型能够学习到数据的分布特征, 并生成

精确的插补值. 这些方法通过学习数据的概率分布

来生成数据, 即使在数据量较少的情况下, 也能够

生成合理的数据来填补缺失值, 对数据的依赖度相

对较低. 然而, GAN在训练过程中容易出现模式崩

溃, 生成器可能只生成有限类型的样本, 无法覆盖

数据分布的多样性. 并且, GAN的训练涉及生成器

和判别器的对抗, 可能导致梯度消失或爆炸问题,
影响训练的稳定性和生成质量.

基于扩散模型的方法由于其训练稳定并能够生

成高质量的数据, 在时序生成领域展现出巨大潜力.
Ho等[25] 提出的去噪扩散概率模型 (Denoising dif-
fusion probabilistic model, DDPM)通过逐步添加

噪声将数据转化为高斯噪声, 然后学习逆向去噪过

程来恢复原始数据, 在时序补全任务中能够生成高

质量的插补结果. Yang等[26] 进一步提出条件扩散

模型, 在 DDPM的基础上引入条件信息, 使模型能

够根据已知数据的条件分布来生成缺失值, 提高插

补结果的准确性和鲁棒性. 这些生成式方法通过建

模数据分布, 能够更有效地处理噪声和缺失值, 为
解决高缺失率和高维数据的插补问题提供新的途径.

综上所述, 本文基于工程设计需求, 提出一种

基于多变量条件扩散模型 (Multivariate condition-
al diffusion model, MCDM)的卫星时间序列补全

方法. 该方法设计具有观测值和掩码作为输入的条

件扩散模型, 并创新地整合对残缺样本的初步线性

插值, 有效提高了模型生成数据的稳定性和准确性.
进一步, 本文引入多个残差块 (Residual block)作
为噪声预测主干网络, 每个残差块中设计时间注意

力层 (Temporal attention layer)和门控激活单元

(Gated activation unit). 时间注意力层可以充分捕

捉遥测数据的时间依赖关系, 而门控激活单元能够

动态选择过滤掉不相关特征, 并且有效避免网络较
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深时的梯度消失或梯度爆炸问题. 最后, 本研究采

用某通信卫星的动量轮生命周期数据集以及公开的

时间序列数据集进行广泛实验, 结果表明, 该方法

在不同缺失率和不同数据集下均表现出良好的性

能, 相比现有方法能够提供更准确的插补结果. 本
文所做贡献如下:

1)提出MCDM, 整合观测值、掩码以及对残缺

样本的线性插值信息, 经逆向扩散逐步恢复缺失数

据, 实现对卫星遥测数据缺失值的精准插补;
2)设计含时间注意力层和门控激活单元的残

差块作为噪声预测网络主干, 有效捕获时间依赖关

系并过滤无关信息;
3)基于某通信卫星动量轮数据集和公开时间

序列数据集开展广泛实验, 验证了本文方法在不同

缺失率和数据集下的优越性能.
本文结构安排如下: 第 1节介绍卫星遥测数据

缺失值插补任务描述和问题定义; 第 2节介绍扩散

概率模型定义; 第 3节分别介绍本文所提出的多变

量条件扩散模型以及噪声预测网络的具体设计; 第
4节介绍数据集以及实验设置并分析实验结果; 第
5节对研究进行总结.

 1　卫星遥测数据缺失问题描述

卫星健康状态监控数据的缺失可能由多种复杂

因素引起. 例如, 卫星与地面之间的通信无法全天

候实时进行, 因为卫星不断移动, 只有当卫星进入地

面测控站的覆盖范围时, 才能建立通信联系, 而地

面测控站的分布有限, 导致通信间隙期间的遥测数

据无法被地面接收[9]. 此外, 由于高速运动所产生的

多普勒效应、信号衰减以及传感器故障等问题, 地面

测控站接收到的遥测数据经常会出现数据丢包[27].
为有效解决此类问题, 提升卫星健康管理的准确性

和可靠性, 需要精准地对卫星遥测数据进行插补.
本研究聚焦于卫星动量轮的遥测数据缺失值插

补问题. 卫星动量轮作为卫星姿控系统的关键部件,
能够通过调节自身转速产生反作用力矩, 从而精准

调整卫星的姿态, 保障对地观测和通信任务的准确

执行. 本文基于传感器检测设备以及专家意见, 选
取动量轮的转速、温度、电压与电流等关键参数展

开研究. 研究中所用数据均为原始完整数据, 为模

拟缺失情况, 通过从完整数据集中随机删除一定比

例的数据来获取缺失数据集, 并将插补结果与完整

数据进行对比, 以此验证所提方法的有效性. 针对

这一问题, 本文提出基于多变量条件扩散模型的方

法来进行时序缺失值插补, 关于扩散模型的介绍以

及所提出方法的设计将在后文阐述.

 2　扩散概率模型

DDPM[25] 作为一种新兴的深度生成模型, 在图

像生成和音频生成等领域表现出色. 其核心思想是

通过逐步添加噪声将数据转化为高斯噪声, 然后学

习逆向去噪过程来恢复原始数据. 本节将对标准扩

散概率模型进行简述, 分为三个部分: 前向加噪过

程、逆向去噪过程和去噪预测网络. 其中, 去噪预测

网络应用于逆向过程, 目的是预测在加噪过程中添

加到数据中的噪声向量.

 2.1　前向加噪过程

x0

T

t q (xt|xt−1)

对于原始数据 , 该过程逐步对其增加随机噪

声, 经  步加噪后, 数据转化为服从标准正态分布

的噪声, 第  步的加噪转移概率  具体可

定义为以下马尔科夫链形式:

q (xt|xt−1) = N(xt;
√
1− βtxt−1, βtI) (1)

β I

xt t t ∈ [0, T ]

α = 1− β αt =
∏t

i=1 αi

x0 xt

其中,   是控制噪声添加速率的参数;   表示标准正

态分布方差;   为第  步加噪声的结果,  .
此外, 令  ,  , 通过递归推导,
可以得到给定  生成  的表达式:

q (xt|x0) = N(xt;
√
αtx0, (1− αt)I) (2)

 2.2　逆向去噪过程

xT ∼ N(0, I)

x0 pθ (xt−1 | xt)

逆向过程的目标是从  开始, 逐步

去噪以恢复 , 每一步的转移概率  可

参数化为高斯分布:

pθ (xt−1 | xt) = N (xt−1;µθ(xt, t), σ(xt, t)I) (3)

µθ xt−1 θ

σ β

其中,   为  的均值, 由神经网络学习得到; 
表示该过程包含可学习参数;   为标准差, 由  推

导得到. 公式如下:

µθ(xt, t) =
1

√
αt

(
xt −

1− αt√
1− αt

ϵθ(xt, t)

)
(4)

σ(xt, t) =

√
βt(1− αt)√

1− αt
(5)

ϵθ(xt, t)其中,   是一个可训练的去噪函数, 加噪过程

中无可学习参数.

 2.3　去噪预测网络

ϵθ(xt, t)

xt ϵ

x0 t ϵθ

ϵ

在上述去噪过程中, 去噪函数  用于预

测添加到噪声输入  中的噪声向量 , 对于原始数

据 , 采样加噪步骤数为 , 为减少预测值  和真

值  的距离, 采用均方差作为损失函数进行优化:

L = E∥ϵ− ϵθ(xt, t)∥2 (6)
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xt =
√
αtx0 +

√
1− αtϵ (7)

E

T

其中,   为数学期望. 经过多次迭代训练, 模型便可

精确预测每个步骤添加的噪声, 避免直接建模复杂

分布, 最终通过  步采样后生成高质量数据.
在时间序列插补任务中, 标准扩散模型在缺失

率较低的情况下表现尚可, 但在较高缺失率的情况

下可能会出现误差累积, 导致插补结果不准确.

 3　卫星时序数据插补的多变量条件扩散

模型

为解决上述问题, 生成更接近真实卫星时间序

列数据的概率分布, 本文提出MCDM, 该模型将观

测到的卫星数据作为条件输入, 来精准预测完整时

间序列.

 3.1　算法流程设计

P (x | xob, M, t) x xob

M

Mask t

具体来讲, 本文需要利用条件扩散过程来建模

, 其中  是完整的时间序列,   是

观测到的带有缺失值的时间序列,   是缺失值掩码

,   是时间戳. 通过引入条件信息和对模型结

构的优化, 使模型能够精确建模缺失数据的后验分

布, 更有效地对卫星时序数据缺失值进行插补. 因
此, 对于逆向采样过程, 可相应的表示为:

pθ (xt−1 | xt, c, t) = N (xt−1;µθ(xt, c, t), σ(xt, t)I)
(8)

µθ(xt, c, t) =
1

√
αt

(
xt −

1− αt√
1− αt

ϵθ(xt, c, t)

)
(9)

xob M

c ϵθ(xt, c, t)

xt−1

式 (8)和 (9)将  和  合并表示为条件输入

, 噪声预测网络则变为  , 其余不改变.
通过重参数方法可将  表示为如下形式:

xt−1 =
1

√
αt

(
xt −

1− αt√
1− αt

ϵθ(xt, c, t)

)
+ σ(xt, t)Z

(10)

Z ∼ N(0, I)其中 .

xob

xim c

此外, 为使模型在较小规模的缺失条件下能拥

有较好的鲁棒性, 本文对观测到的残缺样本进行初

步的线性插补. 具体而言, 在给定的  中, 对于任意

缺失片段的左右两个已知数据点, 线性插补将通过

两者间的线性插值来粗略地提供缺失区域的先验信

息. 这种对于观测条件的增强方法能够简洁地提供

有效特征, 提高模型生成数据的稳定性. 最后, 将线

性插补特征  合并到条件输入  中. 采样过程如

图 1所示. 相应的噪声预测网络的损失可定义为:

L = E∥ϵ− ϵθ(xt, c, t)∥2 (11)

该目标确保模型能够准确预测噪声, 从而逐步

恢复缺失数据. 整体算法流程如算法 1所示.

　  算法 1. MCDM 算法流程

x0 xob M

xim J T

β α = 1− β xob xim M c

输入. 完整原始样本 , 条件观测值 , 掩码 , 初

始插值 , 训练最大迭代次数 , 扩散过程步数 , 噪声调

控参数 . 另外,  ,  、  与  合并为条件输入 .

x0输出.  .

训练过程:

j = 1, 2, · · · , J 1: for   do

t ∈ [1, T ] 2:　　随机采样整数 ;

ϵ ∼ N(0, I) 3:　　随机采样标准高斯噪声 ;

xt=
√
αtx0+

√
1− αtϵ αt =

∏t
i=1αi 4:　　计算 , 其中 ;

xt c t

L = E∥ϵ− ϵθ(xt, c, t)∥2
 5:　　将 、  和  作为噪声预测网络输入值, 计算损

　　　　　 失函数 ;

 6:　　最小化损失函数, 反向传播优化模型参数.

 7: end

采样过程:

xT ∼ N(0, I) 8: 采样标准高斯噪声 ;

t = T, T − 1, · · · , 1 9: for   do

t > 110:　　if   then

Z ∼ N(0, I)11:　　　随机采样标准高斯噪声 ;

12:　　else

Z = 013:　　　 ;

xt−1 = 1√
αt
(xt − (1− αt)/

√
1− αtϵθ(xt,

c, t)) + σZ σ =
√
βt(1− αt)/

√
1− αt

14:　　计算   

    　　　　 , 其中,  .

15: end

 3.2　噪声预测网络设计

噪声预测网络是条件扩散模型的核心部分, 其
目标是预测在扩散过程中添加到噪声输入中的噪声

向量. 本文所提出的网络模型结构如图 2所示, 左
侧为主干网络架构, 右侧分别为时间注意力层和门

控激活单元的具体结构. 本节将从模型输入开始,
按照模型处理顺序详细阐述各个模块的具体设计.

(B,

L, N, 3) B L

N

xob
0 xt

xim

RL×N

xob
0 xt

L × N

(B, L, N, C)

模型以输入模块为起点, 接受包含观测值和缺

失值的原始卫星时间序列数据 , 数据维度为  

, 其中  表示批量大小,   为时间序列长

度,   是数据的特征维度, 3是通道数, 分别表示观

测值 、上一步模型的输出值  以及作为先验信

息输入的线性插值数据 . 特别地, 在模型中, 本
文希望在相同的样本空间  中处理输入, 以便

使用神经网络学习时间序列中的依赖关系. 因此,
本文对  和  中对应的缺失区域都运用零填充,
将输入的形状固定为 . 之后, 通过一维卷积

调整数据维度为 , C为通道数, 以确

保输入数据格式适合后续模块的处理需求.
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 3.2.1　扩散嵌入

t

t

ϵθ(xt, c, t)

t

扩散嵌入模块旨在将扩散时间步  编码为模型

的一部分, 使得模型能够根据不同的时间步  输出

不同的噪声预测 . 为实现这一点, 本文

采用一个 128 维的编码向量来表示每个扩散步 ,
参考文献 [28−29]中的嵌入设计, 具体如下:

tembed =
[
sin

(
10

0×4
63 t

)
, · · · , sin

(
10

63×4
63 t

)
,

cos
(
10

0×4
63 t

)
, · · · , cos

(
10

63×4
63 t

)]
(12)

t t

具体而言, 首先利用正弦和余弦函数生成初始

的扩散步嵌入向量. 对于每个扩散步 , 本文将  输

入多个具有不同频率的正弦和余弦函数中, 得到一

个包含 128个元素的向量. 这种方式能够捕捉扩散

时间步的周期性和长期依赖关系. 生成初始的嵌入

向量后, 通过一维卷积调整形状, 使其与模型输入

向量形状相同. 二者进行逐元素相加, 再输入主干

网络.

 3.2.2　时间注意力层

C

作为模型主干部分的时间注意力编码器架构,
该架构由具有残差通道  的多个残差层组成, 通过

自注意力机制处理输入序列, 生成高级特征表示.
具体而言, 编码器层关注捕捉每个特征维度上的时

间依赖关系, 它将每个特征的时间步作为输入, 学
习时间维度上的模式. 通过这种方式, 模型能够理

解不同时间步之间的关系, 这种处理对具有长期依

赖关系的时间序列数据尤为重要.

RL×N

在模型中, 时间注意力模块接收处理后的特征

数据输入, 这些数据已被调整到样本空间 , 通
过层归一化 (Layer normalization)在数据输入的

特征维度上进行归一化, 减轻梯度消失或爆炸的问

题. 随后进入多头注意力 (Multi-head attention)

层, 该层能够在处理过程中动态地关注数据中重要

的部分, 从而提高模型的表达能力和预测精度. 另
外, 单元的输出与输入进行残差连接 (Residual
connection), 将输入直接传递到后续的层中, 与该

层的输出相加, 以帮助梯度流动, 加速网络收敛.

(B, L, 128)

在时间注意力模块处理完特征之后, 模型进一

步整合条件信息模块. 条件信息模块包含三个关键

部分: 时序嵌入、特征嵌入和掩码. 时序嵌入的形状

为 , 其作用是为模型提供时间序列中各

个时间步的相对位置信息, 帮助模型理解数据的时

间顺序和时间间隔, 从而更好地捕捉时间依赖关系.
参考文献 [28]中的设计方式, 公式如下:

lembed(i) =
[
sin

(
i/τ

0
64

)
, · · · , sin

(
i/τ

63
64

)
,

cos
(
i/τ

0
64

)
, · · · , cos

(
i/τ

63
64

)]
(13)

i ∈ [0, L] τ =

10 000 (B, L, 16)

(B, L, N)

其中,   代表序列中的每一个时间步; 
. 特征嵌入的形状为 , 旨在增强模

型对不同通道特征的理解, 使模型能够区分和处理

不同类型的特征信息, 提高对多变量时间序列的建

模能力. 掩码的形状为 , 用于明确指示哪

些数据是观测到的、哪些数据是缺失的, 用 1表示

观测值、0表示缺失值, 为模型提供缺失数据的位置

信息, 从而指导插补过程, 确保模型能够针对性地

生成缺失值.

 3.2.3　门控激活单元

为更精准地捕捉数据中的复杂模式和时间依赖

关系, 提升模型的特征提取与信息筛选能力, 本文

引入门控激活单元. 如图 2中蓝色区域所示, 该单

元对整合处理后的特征执行切分操作, 将特征分为

两部分, 分别送入 Sigmoid和 Tanh激活函数进行

处理, 随后进行逐元素乘法操作. 处理后的特征再

 

… …

条件输入 c

随机高斯噪声 x 
T ~ N(0, I)

pq(x 
t − 1|x 

t, c, t)

插补目标 x 
0

x ob

x im

Mask

x 
T x 

t x 
t − 1 x 

0

 

图 1    MCDM采样过程示意图

Fig. 1    Schematic diagram of MCDM sampling process
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次被切分为两部分, 一部分作为当前残差块的输出,
另一部分在整合当前残差块的输入后, 共同作为下

一残差块的输入. 这种门控机制能够动态调节特征

流动, 使得模型在保留关键特征的同时过滤掉无关

信息, 并有效减轻梯度消失和梯度爆炸问题.
最后, 输出模块通过多层感知机 (Multilayer

perceptron, MLP)将拼接后的特征映射到输出空

间, 生成最终的预测结果. MLP层通过非线性变换,
将特征转换为模型的输出, 即预测的噪声向量.

综上所述, 本文提出的 MCDM通过结合扩散

过程和条件信息, 能够有效地对卫星时序数据中的

缺失值进行插补. 模型的核心在于其多模块架构,
各模块协同工作以提升插补的准确性与鲁棒性. 输
入处理模块对原始数据进行预处理; 时间注意力模

块捕捉时间序列的全局依赖关系; 条件信息模块整

合时序嵌入、特征嵌入和掩码以提供丰富的上下文

信息; 门控激活单元动态调整特征流动以保留关键

信息, 增强训练稳定性; MLP层生成最终预测结果.
通过对扩散过程的精细建模以及对条件信息的充分

利用, 使模型在进行卫星遥测数据插补时表现出色.
实验部分将在第 4节详细介绍.

 4　实验设计与结果分析

为验证所提出的MCDM在卫星时间序列数据

插补任务中的有效性和优越性, 本文在两个数据集

上进行广泛实验. 这两个数据集分别来源于实际卫

星遥测数据集和公开的时间序列数据集. 实验的主

要目标是评估模型在不同类型数据和不同缺失率下

的性能, 并与现有的先进方法进行对比, 以证明其

在准确性、泛化性和稳定性方面的优势.
实验部分首先介绍数据集的详细信息, 包括数

据来源、特征维度、样本数量以及数据的预处理方

法. 接着, 详细描述实验的设置, 包括模型的训练参

数、优化策略以及评价指标的选择. 最后, 通过对实

验结果的分析, 展示所提模型在不同条件下的性能

表现, 并与其他基准模型进行对比, 进一步验证了

模型的有效性和泛化能力.

 4.1　数据集

数据集 A. 本数据集详尽地记录了某通信卫星

在 2022年 1月 1日至 1月 4日期间, 某动量轮每 8
s采样一次的运行数据, 总计 31 952个样本. 根据

已安装的传感器检测设备和现场专家经验, 选出 7
个关键特征参数, 包括主份壳温、备份壳温、马达电

压、马达电流、转速 (AOCE)、转速以及力矩电压.
转速 (AOCE)和转速为不同传感器采集得到. 本文

对所有数据进行切分处理, 生成多个长度为 64的
序列. 其中, 80% 的序列被分配到训练集中, 用于模

 

时间注意力层

时序嵌入

特征嵌入

掩码

MLP 层

门控激活单元

扩散嵌入

MLP 层

1 × 1 卷积 逐元素相加 逐元素相乘 输出至下一残差模块

残差模块 0
残差模块 1

*

层归一化

多头注意力

切分

切分

输出 至下一层

门控激活单元

输出 ϵθ

时间注意力层

主干架构

*

(B, L, N, 2C)

(B, L, N, 2C)

(B, L, N, C)

TanhSigmoid

(B, L, N, C)

(B, L, N, C)

(B, L, N, 2C)(B, L, N, 2C)

(B, L, N, C)

(B, L, N, C)

(B, L, N, C)

(B, L, N, 3)

(B, L, N, C)

(B, L, 
N, C)

输入 (x ob, x 
t, x im)0

 

图 2    噪声预测网络结构图

Fig. 2    Architecture diagram of noise prediction network

10 期 庞昭辰等: 基于条件扩散模型的卫星遥测数据缺失值插补方法 2307



型的训练; 剩余 20% 的序列则作为验证与测试集,
用于模型的性能评估. 这些高精度的数据全面反映

了动量轮的热学特性与动力学行为, 为深入分析动

量轮的健康状态及故障预警奠定坚实基础, 具体细

节如表 1所示.
  

表 1    动量轮数据集

Table 1    Momentum wheel dataset

序号 具体信息
均值

标准差

1 主份壳温
15.81

3.55

2 备份壳温
15.80

3.47

3 马达电压
26.96

1.20

4 马达电流
0.23

0.07

5 转速 (AOCE) 4 836.45

113.49

6 转速
4 836.71

125.53

7 力矩电压
0.22

0.50

 

数据集 B. 为进一步验证模型在高缺失率场景

下的泛化能力和插补性能, 本文采用时序数据插补

中常用的公开数据集MuJoCo[30] 进行实验. 该数据

集由 Rubanova 等 [ 3 0 ] 首次提出 , 并在多个研究

[30−33] 中被广泛采用. 它包含 14 个维度, 共 10
000个轨迹序列, 每个序列由 100个均匀采样的数

据点构成, 为模型训练和测试提供丰富的样本支持.
两个数据集的构成如表 2所示.

  
表 2    数据集 A与数据集 B具体细节

Table 2    Specific details of dataset A and dataset B

数据集 A 数据集 B

训练样本集 400 8 000

验证和测试样本集 100 2 000

总计样本集 500 10 000

单个样本序列长度 64 100

样本特征维度 7 14
 

 4.2　实验设计

1)为验证本文所提出的模型 (MCDM)对卫星

动量轮健康监控数据缺失值插补的能力, 本文在数

据集 A上采用目前时序建模性能最优的基于扩散

模型的 Diffusion-TS[34] 作为基准模型进行对比实

验. 模型评价指标分别设置为平均绝对误差 (Mean
absolute error, MAE) 和平均绝对百分比误差

(Mean absolute percentage error, MAPE).
2)为验证模型的泛化性和在高缺失场景下的

插补能力, 本文在数据集 B上采用 RNN GRU-D[31]、

ODE-RNN [ 3 0 ]、Latent-ODE [ 3 0 ]、NRTSI [ 3 2 ] 和
SSSD[33] 模型作为基准模型与 MCDM进行数值对

比实验, 评价指标为均方误差 (Mean squared er-
ror, MSE), 指标值越低则效果越好. 通过以上实验

验证本文模型的有效性.

 4.3　缺失方式

在进行时序插补任务时, 由于数据集本身是完

整的, 故本文需对其进行掩码操作, 以模拟卫星运

行中可能出现的数据缺失情况. 如图 3所示, 时间

序列数据插补研究中主要存在四种缺失模式: 随机

缺失 (Random missing, RM) 是指在整个输入样本

的所有通道中, 根据均匀分布随机抽样插补掩码的

零元素, 通常考虑的是单个时间步长的缺失; 随机

块缺失 (Random block missing, RBM)表示在每

个通道中随机采样多个连续的时间段作为插补目标;
黑屏缺失 (Blackout missing, BM)则是在所有通道

中采样多个连续的时间段, 且该时间段在所有通道

中均缺失; 时间序列预测 (Time-series forecasting,
TF)可视为黑屏缺失 (BM)的一个特例, 其插补区

域位于序列末端的一段连续步长, 适用于预测任务.
为更真实地反映卫星数据传输过程中因故障或

干扰导致的连续数据丢失问题, 本文特别采用黑屏

 

随机缺失 随机块缺失

黑屏缺失 时间序列预测

完整数据

 

图 3    时间序列数据缺失模式分类示意图

Fig. 3    Schematic diagram of time-series data
missingness pattern classification
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缺失 (BM)模式对数据集进行处理. 这种模式能够

模拟出一段时间内所有通道数据同时缺失的情况,
与卫星实际运行中可能出现的因通信中断或存储设

备故障而导致的批量数据丢失场景高度吻合, 从而

为模型训练提供更贴近实际应用的挑战性任务.

 4.4　参数设置

β

本实验采用 PyTorch2.0.1版本, 对应 Python
版本为 3.9. 样本长度为 64, 模型的扩散过程设置

为 50步, 采样过程步数与训练过程相同. 此外, 为
保证训练的稳定性, 本文对噪声控制参数  采用如

下的余弦调度公式:

f(t) = cos

 t

T
+ s

1 + s
× π

2

 (14)


αt =

f(t)

f(0)

βt = 1− αt

αt−1

(15)

s

βt βt

t = T

其中,   设置为 0.008. 通过以上定义, 可以计算出

方差 . 在实际操作中, 将  限制为不超过 0.999,
以防止在扩散过程接近  时出现奇异点.

另外, 对于噪声预测网络, 采用 4层残差模块,
设置通道数 C为 64, 时间注意力模块设置 8个注

意力头、1个编码器层. 扩散嵌入维度设置为 128.
模型采用条件生成方式, 时序嵌入维度设置为 128,
特征嵌入维度为 16. 模型的损失函数设置为均方误

差 (MSE).

1×10−4 8×10−4

1×10−5

在本实验中, 本文模型和 Diffusion-TS模型均

采用相同的训练参数设置, 以确保实验公平性. 训
练轮数为 1 000轮, 批量大小为 32. 在训练中, 本文

采用 AdamW优化器, 并结合学习率预热和自适应

学习率调整策略. 具体而言, 在训练初期, 学习率从

 线性增长到 , 设置预热步数为 100,
该过程帮助模型在训练初期逐步适应优化过程, 加
快收敛速度. 当验证指标在 200个周期内未见显著

改善时, 学习率将乘以衰减因子 0.5进行调整. 同时

设置最小学习率为 , 以确保训练过程的稳

定性和持续性.

 4.5　结果分析

有效性实验. 在数据集 A上的实验结果如表 3
所示, 展示MCDM和 Diffusion-TS方法在不同缺

失率下的 MAE值, 表中所列数值结果为三次重复

实验平均结果. 从表中可以看出, MCDM在所有缺

失率下的 MAE值均显著低于 Diffusion-TS模型,
例如, 在 50% 缺失率下, MCDM的 MAE值 0.80
相比 Diffusion-TS的 1.66降低约 52%. 该结果表明

所提方法在补全卫星时序数据时具有更高的准确性.
为方便观察模型插补效果随缺失率变化趋势,

图 4展示MCDM和 Diffusion-TS模型在不同缺失

率下插补结果平均绝对误差折线图. 可以看出, 随
着缺失率从 10% 增加到 70%, 两种模型的MAE值

都呈上升趋势, 但 MCDM的 MAE值始终显著低

于 Diffusion-TS 模型. 这一性能优势主要得益于

MCDM中的多变量条件扩散机制和时间注意力层.
多变量条件扩散机制通过结合观测值、掩码及线性

插值信息, 形成强大的条件引导, 高度契合卫星数

据的多变量特性, 使模型在逆向扩散中更准确地恢

复缺失数据. 时间注意力层则专注挖掘数据中的时

间依赖关系 (如动量轮的转速、温度等参数随时间

的变化趋势), 捕捉关键动态特性, 让模型补全缺失

数据时能依据历史和趋势合理推测. 两个模块的协

同作用, 显著提升了MCDM的性能.
另外, 为更直观地对比插补效果, 图 5展示MC-

DM和 Diffusion-TS模型对数据集 A的可视化补

全结果, 缺失率为 30%. 其中红色叉代表输入观测

值, 蓝色点代表真实值. 浅绿色区域和浅灰色区域

分别表示MCDM和 Diffusion-TS模型重复进行 5
次实验得到结果的 0.05到 0.95分位数的覆盖范围.
深绿色实线和深灰色实线分别表示MCDM和 Dif-

 

表 3    MCDM和 Diffusion-TS在不同缺失率下的

实验结果对比 (MAE)
Table 3    Experimental results comparison of MCDM and

Diffusion-TS under different missing rates (MAE)

缺失率

10% 20% 30% 40% 50%

Diffusion-TS[34] 1.19 1.31 1.37 1.46 1.66

MCDM 0.57 0.66 0.68 0.73 0.80

 

不同缺失率百分比下的 MAE

缺失率 /%

Diffusion-TS
MCDM

M
A

E

2.5

2.0

1.5

1.0

0.5
10 20 30 40 50 60 70

 

图 4    MCDM和 Diffusion-TS模型在不同缺失率下的

补全结果 (MAE)折线图

Fig. 4    The line chart of completion results (MAE) for
MCDM and Diffusion-TS models under

different missing rates
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fusion-TS模型 5次实验结果的中位数. 从图中可

以看出, MCDM的补全结果 (深绿色实线)在大多

数情况下更接近真实值 (蓝色点), 且其结果的波动

范围 (浅绿色区域)也与真实值相近, 表明该模型具

有更高的准确性和稳定性. 相比之下, Diffusion-TS
模型的补全结果 (深灰色实线)与真实值之间存在

一定的偏差, 且其结果的波动范围 (浅灰色区域)相
比 MCDM也距真实值更远, 表明该模型在处理卫

星遥测数据时的稳定性和准确性有所不足.
进一步, 为深入评估两种模型在误差分布上的

差异, 图 6展示在 30% 缺失率下MCDM和 Diffu-
sion-TS模型的插补结果绝对百分比误差 (MAPE)
的频数分布. 由于数据每个维度的量纲差距很大,
MAPE值是利用最小最大归一化 (Min-max nor-
malization)后的数据计算得到. 通过绘制直方图,
可以清晰地观察到两种模型的误差分布情况. 左侧

柱表示 MCDM的绝对百分比误差分布, 右侧柱表

示 Diffusion-TS模型的绝对百分比误差分布. 可以

看出, MCDM的误差集中在较低的范围内, 81.64%
的插补结果误差值低于 25%, 只有 8.47% 的插补结

果误差值超过 50%. 而 Diffusion-TS模型的误差值

分布较广, 且存在较多的高误差值, 有 22.21% 的插

补结果误差值超过 50%. 这说明MCDM在大多数

情况下能够提供更精确的插补结果, 而 Diffusion-
TS模型在某些情况下可能会出现较大的误差, 进
一步验证了MCDM的稳定性和鲁棒性.

泛化性实验. 为验证MCDM出色的泛化性, 本
文在公开数据集 B上进行高缺失率下的时间序列

数据插补实验, 并与多个现有文献的公开实验结果

进行对比. 结果如表 4所示, 表中所列的本文模型

数值结果为三次重复实验的平均值.
表 4的实验结果表明, MCDM在 MuJoCo数

据集上的插补性能随着缺失率的增加整体优于其余

基线模型. 具体来看, 在 70%缺失率下, MCDM的均

方误差略高于 SSSD模型; 在 80% 和 90% 缺失率

下, MCDM的均方误差远低于 SSSD模型以及其

余模型. 尤其在 90% 缺失率下, MCDM的MSE为

0.93e−3, 相比于 SSSD模型的 1.90e−3降低 51%. 这
表明MCDM在处理更高缺失率数据时, 具有更好的

稳定性和准确性, 使得 MCDM在面对数据极度缺

失的挑战性任务时, 依然能够提供可靠的插补结果.

综合两部分的实验结论, 可以发现 MCDM无

论是在实际卫星遥测数据集还是公开时间序列数据

集上, 均展现出优越的插补性能. 这不仅证明了

MCDM在卫星时序数据缺失值补全任务中的有效

性与优越性, 也证明了其强大的泛化能力和适应性.
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图 5    对比实验可视化结果

Fig. 5    Visualization results of the comparative experiment
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图 6    测试集 30% 缺失率下, MCDM与 Diffusion-TS的
插补结果绝对百分比误差频数分布直方图

Fig. 6    The histogram of the frequency distribution of
imputation results for MCDM and Diffusion-TS at
different absolute percentage errors in the test set

with 30% missing rate
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这些优势使其在卫星健康管理等关键应用场景中具

有重要的实践价值.

 5　结论

为有效解决卫星遥测时序数据缺失问题, 本文

提出基于多变量条件扩散模型的卫星时间序列数据

补全方法. 该方法通过将观测到的卫星数据作为条

件输入, 结合线性插值增强观测条件, 通过精确建

模缺失数据的后验分布来生成缺失数据, 提高了模

型的稳定性. 此外, 本文还构建一个多模块噪声预

测网络架构, 该架构包含时间注意力模块、条件信

息模块、门控激活单元和残差块, 各模块之间协同

工作, 有效提升了插补的准确性和鲁棒性. 最后, 为
验证所提方法的有效性和优越性, 本文在某通信卫

星的动量轮遥测数据集以及公开时间序列数据集上

进行广泛的实验. 实验结果表明, MCDM在不同缺

失率下均表现出良好的性能和泛化能力, 与现有方

法相比, 能够提供更准确、更稳定的插补效果, 保障

数据的完整性和可用性, 为卫星健康监测、导航定

位等下游任务提供有力支持.
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表 4    在数据集 B (MuJoCo)中, 不同缺失率下的插补

结果均方误差 (MSE), 所有结果均乘以 1e−3
Table 4    In dataset B (MuJoCo), the mean squared error
(MSE) of imputation results under different missing

rates, with all results multiplied by 1e−3

缺失率

70% 80% 90%

RNN GRU-D[31] 11.34 14.21 19.68

ODE-RNN[30] 9.86 12.09 16.47

Latent-ODE[30] 3.00 2.95 3.60

NRTSI[32] 0.63 1.22 4.06

SSSD[33] 0.59 1.00 1.90

MCDM 0.60 0.72 0.93
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