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基于深度强化学习的无人机自主感知−规划−控制策略
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摘    要   近年来, 随着深度强化学习 (DRL)方法快速发展, 其在无人机 (UAV)自主导航上的应用也受到越来越广泛的关注.
然而, 面对复杂未知的环境, 现存的基于 DRL的 UAV自主导航算法常受限于对全局信息的依赖和特定训练环境的约束, 极
大地限制了其在各种场景中的应用潜力. 为解决上述问题, 提出多尺度输入用于平衡感受野与状态维度, 以及截断操作来
使智能体能够在扩张后的环境中运行. 此外, 构建自主感知−规划−控制架构, 赋予 UAV在多样复杂环境中自主导航的能力.
关键词   无人机, 深度强化学习, 自主导航, 复杂未知环境
引用格式   吕茂隆, 丁晨博, 韩浩然, 段海滨. 基于深度强化学习的无人机自主感知−规划−控制策略. 自动化学报, 2025, 51(6):
1305−1319
DOI   10.16383/j.aas.c240639        CSTR   32138.14.j.aas.c240639

Autonomous Perception-Planning-Control Strategy Based on Deep Reinforcement
Learning for Unmanned Aerial Vehicles

LV Mao-Long1, 2    DING Chen-Bo3    HAN Hao-Ran4    DUAN Hai-Bin5

Abstract   In recent years, with the rapid development of deep reinforcement learning (DRL) methods, their applic-
ation in the field of unmanned aerial vehicle (UAV) autonomous navigation has attracted increasing attention.
However, when facing complex and unknown environments, existing DRL-based UAV autonomous navigation al-
gorithms are often limited by their dependence on global information and the constraints of specific training envir-
onments, greatly limiting their potential for application in various scenarios. To address these issues, multi-scale in-
put is proposed to balance the receptive field and the state dimension, and truncation operation is proposed to en-
able the agent to operate in the expanded environment. In addition, the autonomous perception-planning-control ar-
chitecture is constructed to give the UAV the ability to navigate autonomously in diverse and complex environ-
ments.
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无人机 (Unmanned aerial vehicle, UAV)因其

在多样化应用场景中的卓越性能而日益受到青睐,
包括紧急救援 [1]、地图构建 [2] 以及边缘智能计算 [3]

等. 在实际操作中, 无人机经常需要在充满障碍物
的空间中穿行, 以到达一系列预定的点位. 这一需
求催生对高效自主导航系统的迫切需求. 在这些系
统中, 路径规划技术扮演着至关重要的角色. 为此,
研究者们已经开发了多种算法, 涵盖基于搜索的方
法、基于采样的方法以及模仿自然界智慧的生物启
发式算法[4]. 然而, 当置身于未知、复杂且广阔的环
境时, 现有算法的局限性便显现出来. 这激发了对
更智能路径规划解决方案的追求, 而深度强化学习
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(Deep reinforcement learning, DRL)正是在这一
领域中展现出巨大潜力的关键技术[5], 并逐渐成为
解决此类挑战的热点研究方向.

研究人员在探索将 DRL应用于无人机导航的
初期阶段, 选择在二维网格环境中对算法进行测
试[6]. 在这些实验中, 无人机被抽象为质点, 仅执行
一系列离散的动作. 在环境规模较小的情况下, 传
统的表格型强化学习方法 [7] 尚能满足需求. 然而,
面对更广阔的环境, 就必须借助神经网络的强大功
能来提升无人机的运行效率. 一种流行的方法是利
用卷积神经网络 (Convolutional neural network,
CNN)来解析图像信息, 随后结合多层感知器 (Mult-
ilayer perceptron, MLP)构建深度 Q网络 (Deep
Q-network, DQN)[8], 以评估状态−动作对的价值. CNN
在处理较小环境中的全局信息方面表现出色, 但在
环境范围扩大时, 其处理能力仅限于局部信息, 这
限制了它们在大规模环境中的应用潜力. 在无人机
导航领域的研究中, 学者们已经不局限于二维环境,
而是向更为立体的三维空间拓展[9]. 在这些三维研
究中, 一些工作采用体素化的环境和离散化的动作
空间进行实验. 面对连续变化的真实世界, 研究者
们倾向于应用简化的动力学模型来捕捉无人机运动
的本质特征.

在实际的三维空间研究中, 大多数工作仅应用
神经网络进行状态识别, 而决策和控制任务仍依赖
于明确的程序设计. 例如, 赵栓峰等 [10] 使用 CNN
结合单目相机来完成深度估计, 而刘佳铭等[11] 将其
应用于目标识别. 真正将 DRL应用于现实三维环
境的研究相对较少. 一种普遍采取的方法是利用测
距设备来感知周围环境, 并运用深度确定性策略梯
度 (Deep deterministic policy gradient, DDPG)[12]

算法来精细调控无人机的加速度. 在此基础上, 其
他学者采用双延迟 DDPG (Twin delayed deep de-
terministic policy gradient, TD3)[13] 算法, 这一算
法通过引入两个网络来减少策略更新中的误差, 提
高无人机导航的稳定性和可靠性. 其中, Lei等 [14]

采用 TD3算法, 根据深度图像直接确定所需的控
制指令, 并由飞行控制器执行. 此外, Xi等[15] 利用
分层式强化学习, 使用 DQN确定航标点后, 再使
用 TD3完成飞行控制. 同样, Ugurlu等[16] 则运用
近端策略优化 (Proximal policy optimization, PPO)
技术, 构建了具备安全避障能力的端到端策略. 郭
子恒等[17] 提出一种基于 DRL的无人机反应式扰动
流体路径规划架构, 该架构通过在线生成对应障
碍的反应系数和方向系数, 实现反应式避障. 满恂
钰等[18] 提出基于软演员−评论家 (Soft actor-critic,
SAC)强化学习算法的无人机自主导航方法, 该方
法通过增强记忆机制, 整合历史记忆信息与当前观

测, 有效提升无人机在未知环境下的自主导航能力.
而面对实现多无人机之间的有效通信和协调, 以完
成复杂的任务, 杨永祥等 [19] 综述了分层强化学习
(Hierarchical reinforcement learning, HRL)在无
人机领域, 特别是在轨迹规划和资源分配优化问题
上的应用.

当前无人机自主导航系统在复杂和未知环境中
面临显著挑战, 主要问题在于对全局环境信息的过
度依赖以及决策过程中的实时性不足. 大多数系统
采用的图搜索或随机采样算法在缺乏全局信息时性
能大幅下降, 且需要多次遍历环境信息, 这在复杂
未知的环境中难以满足实时决策的需求. 此外, 尽
管 DRL为解决这些问题提供了新途径, 通过训练
能够在局部不完全信息的基础上做出决策, 但其在
可迁移性和泛化能力上仍存在局限, 智能体在面对
与训练环境差异较大的场景时完成任务的能力受
限. 主要因为 DRL的一个关键目标是训练一个可
以通过单一训练过程在不同情况下运行的路径规划
器. 然而, 在有限的环境中进行训练可能会限制智
能体泛化到更大、更复杂环境的能力. 当神经网络
应用于比训练环境更大的环境时, 可能会导致神经
网络失败, 也进一步凸显测试基于 DRL的智能体
的可迁移性的必要性.

针对现有问题, 本研究旨在开发一种新型的无
人机自主导航算法框架, 该框架能够通过单一环境
训练实现在任意环境中的应用, 从而提高无人机
在多变复杂环境中的适应性和灵活性. 通过 DRL
技术, 本研究力图克服无人机自主导航算法对全局
环境信息的依赖, 减少决策延迟, 并增强算法的泛
化能力, 使其能够在与训练环境不同的实际场景中
稳定运行. 这一研究目标有望推动无人机自主导航
技术的发展, 为高适应性自主系统的领域带来技术
进步.

本文将通过设计并改进 DRL算法, 构建一个
更为优化的无人机自主导航智能体, 并将这一智能
体模型应用于无人机自主导航软件的设计中, 通过
构建仿真环境完成软件的智能性和可迁移性的测
试. 本研究主要贡献包括:
1) DRL驱动的路径规划创新, 以实现在有限

感知条件下的高效路径规划. 本研究基于 DRL的
Double DQN (Double deep Q-network)算法, 为
无人机设计精细的动作和状态空间, 实现了在单一
障碍物环境中的高效自主导航训练. 引入多尺度状
态输入技术, 旨在均衡状态的空间覆盖与维度, 既
充分利用环境信息, 又有效规避维度爆炸的问题.
实验结果表明, 该智能体在导航任务中表现卓越,
导航成功率达到 97.19%.
2)泛化能力强化的路径规划器设计, 以适应其
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他复杂未知障碍环境. 为解决现有算法在更广阔未
知环境中性能下降的问题, 本文提出误差向量截断
技术, 对智能体的状态输入进行优化, 大幅增强算
法的泛化性. 实验数据显示, 引入截断技术后, 大
规模环境下的导航成功率从 77.20% 提升至 96.93%,
实现了明显的性能改善.

y

3)一体化无人机自主导航与运动规划软件构
建, 以加速无人机的实际应用进程. 在现有路径规
划器的基础上, 本文集成分段  次多项式轨迹优化
算法, 并结合双目视觉传感器与 SE(3)飞行控制器,
开发了一个全面的无人机自主导航软件. 该软件实
现自主感知、路径规划和飞行控制的无缝集成, 确
保无人机在复杂未知环境中的高度自主操作. 仿真
测试结果表明, 与 A* 算法相比, 本系统不仅具有
更强的可行性和安全性, 还实现了更低的计算成本. 

1    问题描述

在无人机的两大类别即固定翼和旋翼无人机
中, 多旋翼无人机凭借其在复杂地形中的卓越机动
性, 表现出巨大的实用潜力, 本文也将使用四旋翼
无人机进行研究. 

1.1    自主导航
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三维环境定义为 , 用  表示无人机移
动到位置  的自由值, 在连续空间中, 自由值只能
取 0或 1. 其中  表示位置  对于无人机的
移动是自由的, 而  表示该位置被占用. 自
由地图定义为 , 占用地图定义
为 .

~� : �. 3

此外, 三维世界中的连续环境可以通过离散化
转换为体素环境, 即 , 为保证无人机飞行的
安全性, 自由值同样只能取 0或 1.

~d ~p

本文规定, 如果一个体素内任一位置的自由
值均为 0, 则整个体素的自由值为 0; 反之, 若一个
体素内存在一个自由值为 1的位置, 则整个体素的
自由值为 1. 定义  为每个体素的半宽度,   表示每
个体素的索引, 每个体素的占用情况计算如式 (1)
所示:

~� (~p) =

(
0; 8kp � (2~p + 1) ~dk1 < ~d; � (p) = 0

1; 9kp � (2~p + 1) ~dk1 � ~d; � (p) = 1
�����	

基于地图信息和目标位置, 需要为无人机确定
一条从起始点到目标点的行进路径. 在自主导航过
程中, 不仅要确保无人机能够顺利从初始位置转移
到目标位置, 还要在行进过程中避免与任何障碍物
发生碰撞.

在多样化的使用场景中, 路径规划的目标函数
可以根据实际需求进行灵活调整. 例如, 在无人机
作为基站使用时, 可能需要考虑最短路径、最小能
耗、最大安全性、最小时间等多种因素[20].

本文主要考虑常见的最小化总轨迹长度的自主
导航目标. 因此, 将导航问题抽象为一个最短无碰
撞路径优化问题, 表述为:

�M�I�N
T � 1X

t =0
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式中  为无人机初始位置,   为期望位置, 在体素
环境中, 将自由地图和占用地图分别定义为 

 和 . 自主导航可以
抽象为体素环境中的路径规划问题, 表示为:

�M�I�N
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1.2    深度强化学习

S A P
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st 2 S � (�) at 2 A
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强化学习问题可以描述为马尔科夫决策过程
(Markov decision processes, MDP), 其中包含状态
空间 、动作空间 、状态转移概率 、即时奖励函
数  和折扣因子 . 在每个时间步 , 智能体接收到
当前状态 , 根据其策略  选择动作 .
环境根据状态转移概率   转移到下一
个状态  .  同时 ,  智能体接收到即时奖励  

.

Gt =
P 1

i = t 
 i � t r i 
 2 (0; 1]

Q(st ; at ) = �%a i � � (si ) [Gt jst ; at ]

Q(st ; at )

智能体的目标是优化其策略, 以获得最大的折
扣奖励 , 其中  是折扣因
子, 用于平衡长期规划与短期行为. 期望折扣奖励
定义为值函数 . 智能
体的目标是通过学习值函数  来选择最优
的动作, 以最大化累积奖励.

在处理离散且状态空间相对有限的问题时, 采
用表格形式来存储和更新值函数是一种高效且直观
的方法. 这种表格方法能够直接映射每个状态到其
对应的值, 使得值函数的查询和更新过程变得简单、
迅速. 然而, 当面临大规模状态空间时, 表格方法的
局限性便凸显出来. 首先, 存储大量状态的值函数
将消耗巨大的内存资源, 甚至可能超出计算机的存
储能力. 其次, 随着状态数量的急剧增加, 值函数的
更新将变得异常缓慢, 因为每次更新都需要遍历整
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�

个表格, 这将导致算法的时间复杂度急剧上升. 因
此, Double DQN利用神经网络来逼近值函数, 其
中神经网络的参数在本文中表示为 . DQN通过以
下损失函数进行更新:

� =
NX

i =0

�
r i + 
 �M�A�X

a
Q�̂ (si +1 ; a) � Q� (si ; ai )

� 2

�����	

i N N (si ; ai ;

si +1 ; r i ) � �5(D )

N �5(�) �̂

C �

"

" A

at at � �5(A) 1 � "

Q(st ; a) at at = �A�R�G �M�A�Xa Q (st ; a)

通过损失函数更新 DQN的参数, 以逼近最优
的值函数. 其中  从 0到 ,   是样本数量; 

 表示从经验回放缓冲区中采样的
 条轨迹;   表示均匀分布;   是目标网络的参

数, 每隔  步会用参数  替换. 此外, 在训练过程
中, 策略选择采用  -greedy贪婪方法, 以保持智能
体的探索能力, 即以概率  从动作空间  中均匀随
机选择动作 , 即  或以概率  选择使
得  最大的动作 , 即 .

然而, 在 DQN算法中, 采用一种基于最大化操
作的方法来更新网络参数, 即选择下一个状态中具
有最大动作值的动作来估计当前状态的值函数. 由
于神经网络的近似特性, 这种直接的最大化操作可
能会导致对值函数的过高估计[21]. 具体来说, 在训
练过程中, DQN使用当前网络的估计值来选择下
一个状态的最大动作值. 但由于这种估计本身可能
存在误差, 直接使用该方法来更新当前状态的值函
数可能会引发过高估计的问题.

为克服这一挑战, Double DQN[21] 算法提出使
用两个网络: 一个主网络 (Q网络)用于选择动作并
估计当前状态的值, 而另一个目标网络 (目标 Q网
络)则用于评估所选动作在下一个状态中的值. 通
过使用 Double DQN算法, 能够更准确地估计值函
数, 减少过高估计的问题, 从而优化路径规划和导
航的性能. 损失函数表示为:

� =
NX

i =0

�
(r i + 
 Q̂� (si +1 ; �M�A�X

a
Q� (si +1 ; a))) �

Q� (si ; ai )
� 2

�����	
 

2    路径规划算法与自主导航技术
 

2.1    基于 DRL 的路径规划算法

本文的路径规划算法采用 DRL, DRL结合深
度学习与强化学习的技术, 特别适合处理高维状态
空间和连续动作空间的问题. 通过在模拟环境中进
行大量训练, 智能体学习如何在障碍物密布的环境
中从起点导航至目标点. 本文设计了一个包含多种
尺度和形状障碍物的复杂环境来训练智能体, 如图 1

~p�I�N�I�T�

�5( ~M �F�R�E�E) ~p�D� �5( ~M �F�R�E�E/~p�I�N�I�T)

所示, 并随机、均匀地初始化智能体位置, 即 

 和 , 增强了智能体对不同
起始条件的适应能力.
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图 1    算法训练障碍物环境观察图
Fig. 1    Algorithm training obstacle environment

observation map
  

2.1.1    算法训练

S = S�S�U�R�R� S�E�R�R�O�R

et = p�D� pt

r �A�R�R�Ã r �C�R�A�S�H

本文精心设计了状态空间、奖励函数和动作空
间. 状态空间由两部分组成: 周围空间和误差空间,
即 . 周围空间提供无人机对周围环
境的感知信息, 指导无人机躲避障碍物; 误差空间
包含误差向量 , 指示当前位置与目标点
之间的偏差, 指导无人机前往目标. 动作空间由 26
个离散动作构成, 分别表示无人机可以到达以其当
前位置为中心, 三个体素单位为边长的正方体的其
他位置, 允许无人机在体素网格中灵活移动. 此外,
设计基于最短路径原理的奖励机制, 包括目标奖励

 碰撞惩罚  和过程奖励, 以引导智能体学
习高效、安全的导航策略. 奖励的计算方式如下:

r t =

8
><

>:

r �A�R�R;

� r �C�R�A�S�H;

ket +1 k2 � k et k2;

~pt +1 = ~p�D

~pt +1 2 ~M �O�B�S

�¦��

�����	

通过 Double DQN算法的训练, 智能体能够不
断优化其决策过程, 有效避开障碍物, 并快速找到
最优路径. 整个训练过程总结如算法 1所示.

　  算法 1. 用于无人机路径规划的 Double DQN
~X输入. 环境 , 初始化网络参数 α

1; 2; � � �1: 对于每一轮训练 episode =   执行以下代码:

~p�I�N�I�T� �5( ~M �F�R�E�E)2: 　初始化无人机的出发位置 

~p�D� �5( ~M �F�R�E�E/~p�I�N�I�T)3: 　初始化无人机的目标位置 

= 0 ; 1; � � �4: 　对于每一刻时间 t  执行以下代码:

"5: 　　在概率  下, 均匀随机选择动作 at = U(A)

6: 　　否则, 选择动作 at = arg max Q(st, a)

7: 　　执行动作 at, 同时获取下一时刻状态和奖励 st + 1, rt
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8: 　　将本次轨迹 (st, at, st + 1, rt)放入经验回放缓冲

区 D

9: 　　随机均匀采集 N 条轨迹 (st, at, st + 1, rt), 满足

1 ≤ i ≤ N

10:　   对于每一条轨迹, 使用式 (7)的损失函数更新主

网络参数 α

�̂  �

11:　   每 C 次训练步数使用主网络参数更新目标网络

参数  

2.1.2    多尺度状态输入技术
当导航环境中存在大量复杂未知的障碍物时,

为确保智能体能够规避这些障碍物并规划出最优路
径, 需要输入尽可能多的环境状态信息. 然而, 随着
环境状态信息的急剧增加, 状态空间的维度也迅速
膨胀, 超出传统神经网络有效处理全局信息的能力
范围. 过高的维度不仅增加计算复杂度, 还可能导
致算法在训练过程中难以捕捉到环境状态中的关键
特征和全局模式. 为应对这一挑战, 局部规划方法[22]

被广泛应用于 DRL导航中. 这种方法仅将当前无
人机位置周围的局部环境信息输入智能体, 并实时
进行局部路径规划. 通过这种方式, 状态空间的维
度得到了显著降低, 使得神经网络能够更好地处理
局部信息.

L

S�S�U�R�R= f 0; 1gL 3

在本文中, 引入一个边长为  的立方体状态覆
盖, 用于捕获无人机周围一定区域内的环境信息,
周围环境的状态空间可以表示为 .

L

L

当  较小时, 智能体只能感知到其周围的相邻
体素, 这意味着它只能获取到非常有限的环境信息.
例如, 当  取值为 3时, 如图 2(a)所示, 周围空间的
维度为 27. 在这种情况下, 智能体的策略将变得非
常简单, 只会选择当前状态下看起来最有利的行动,
而没有考虑全局信息或长远的目标, 策略将退化为
贪婪算法. 由于缺乏全局信息, 这种方法可能无法
处理复杂的环境或任务, 并且容易陷入局部最优解.

L

L

然而, 随着  的增大, 如图 2(b)和图 2(c)所
示, 智能体能够获取到更丰富的局部环境信息, 从
而做出更准确的决策. 这种设计方法称为尺度设计,
它提供一种权衡精确性和维度的手段. 然而, 尺度
的增加也带来状态空间维度急剧上升的问题. 例如,
当  取值为 5和 9时, 周围空间的维度将分别达到
125和 729, 这增加了智能体在训练和决策过程中
的计算复杂度.

因此, 在设计状态覆盖时, 需要仔细权衡精确
性和维度. 本文提出一种多尺度状态表示方法, 在
维持足够环境信息的同时, 有效地平衡状态空间的
维度.

通过多尺度表示, 智能体能够更高效地利用周

围的状态空间. 近距离环境的精确信息为智能体提
供丰富的局部细节, 使其能够精确避开障碍物. 远
距离环境的统计信息提供高层次的全局概览, 帮助
智能体规划出穿越低障碍密度区域的路径. 多尺度
表示可以更有效地使用状态空间, 不仅提升智能体
处理状态空间的效率和灵活性, 还减轻维度爆炸问
题的影响, 从而提高智能体在复杂环境中的导航性能.

L = 9如图 2(d)所示, 本文以  的空间为基本单
位构建多尺度状态表示空间. 无人机位置周围的
26个相邻体素的自由值被精确保留, 而较远的区域
则被划分为 26个边长为 3的立方块, 并通过统计
每个块中自由值为 1的体素数量来表征. 因此, 经
过多尺度状态表示后的环境状态空间表示为:

S�S�U�R�R= f 0; 1g27 � f i /27 ji 2 N; 0 � i � 27g26 �����	

i式 (7)中  表示每一个边长为 3的立方块中自
由值为 1的体素数量. 这种多尺度状态表示方法在
保证覆盖范围与尺度 III相当的同时, 将状态空间
的维度大幅降低到仅 53个, 相比原始状态空间, 维
度降低 92.73%. 

2.1.3    误差向量矢量截断技术
误差向量是指示无人机当前位置与目标期望位

置之间偏差的关键信息, 对智能体的导航决策起到
指导作用. 然而, 神经网络在训练阶段主要学习特
定范围内的误差向量, 如果实际应用中遇到的误差
向量范数超出训练范围, 神经网络可能无法妥善处
理, 从而可能导致导航失败或错误决策.

 

(a) �j�Ö��(æ�1

(a) Scale��state

(c) �j�Ö��(æ�1

(c) Scale��state

(d) ���j�Ö(æ�1

(d) Multi-scale states

(b) �j�Ö��(æ�1

(b) Scale��state

 

图 2    感知状态覆盖空间表示
Fig. 2    Perceptual state coverage space representation
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为确保神经网络在实际使用中的鲁棒性, 必须
采取策略来处理超出训练范围的误差向量. 一种直
接的策略是在训练阶段扩展环境范围, 以增强神经
网络的泛化能力. 但这种方法存在一些缺点, 如降
低收敛速度和增加计算资源消耗. 考虑到无人机的
实际工作环境可能是无限扩展的, 简单地扩展训练
环境并不现实.

et

et ket k

因此, 本文提出一种截断操作, 用于在测试阶
段预处理发送给神经网络的误差向量. 当误差向量
过大, 即无人机偏离期望位置较远时, 保留方向信
息变得尤为重要, 因为它有助于无人机确定正确航
向、规避障碍并加速收敛. 与此同时, 距离信息的准
确性会降低. 因此, 本文认为在这种情况下,   中包
含的方向信息比距离信息更为关键. 此外, 当无人
机接近目标位置, 即  在状态覆盖范围内时, 
才具有实际参考价值.

�d

一种简单的截断方法是将误差向量的范数直接
限制在预定义的范围  内, 如式 (8)所示.

s�E�R�R�O�R
t

= �C�L�I�P(et ; �d) �����	

�C�L�I�P然而,   函数截断可能会破坏原始方向信息,
导致次优的路径规划. 为此, 本文引入一种保持方
向信息的截断函数, 如式 (9)所示.

s�E�R�R�O�R
t

=
�M�I�N(ket k; �d)

ket k
� et �����	

k � k
�d k � k

在式 (9)中,   表示范数操作. 本文提供两个
经验规则来选择截断操作  和  的超参数.

�d对于截断范围 , 如果截断范围设定过小, 智能
体在状态空间或动作空间中的探索能力将受到限
制. 这种限制可能导致智能体无法识别和采取最优
策略, 从而影响整体的优化效果. 进一步来说, 如果
截断范围过小可能导致一个严重问题: 当截断后的
期望位置信息位于智能体的状态覆盖范围内时, 如
果该位置恰好是一个障碍物, 智能体可能会错误地
将其识别为导航目标. 这种误导将导致智能体采取
错误行动, 增加碰撞障碍物的风险.

相反, 如果截断范围设定得过大, 超过状态覆
盖范围, 那么截断操作的保护作用就会降低. 智能
体可能面临超出其处理能力的大误差向量, 这将难
以有效处理, 进而影响智能体的学习效率和优化性能.

k � k

因此, 为平衡智能体的处理能力和误差向量的
管理, 截断范围应略大于状态覆盖范围. 这样的设
计可以保证智能体能够有效地处理大多数状态或动
作, 并在避免过大误差向量干扰的同时, 进行有效
的学习和策略优化. 不同范数操作  的超参数方
法总结如图 3所示. 

2.2    基于 DRL 的自主导航技术

利用 DRL能够训练出高效的路径规划器. 在
此基础上构建一个高度自主的导航软件系统, 该软
件系统由三个核心层次构成: 感知、规划和控制. 该
系统假定无人机在初始状态下对环境一无所知, 依
赖双目相机作为主要的感知工具, 通过捕捉深度图
像来创建精确的体素化环境模型. 在该模型基础上,
路径规划器能够顺序规划航点, 并通过轨迹优化算
法平滑连接这些航点. 最终, 飞行控制器输出 PWM
信号, 精确控制无人机的姿态和位置.

T �S�E�N�S�ET �P�L�A�N � t � t

T �S�E�N�S�ET �P�L�A�N � t

在本研究中, 假设硬件设备处于理想状态, 均
能够提供精确无误且无延迟的位置、姿态和环境信
息, 时钟系统完全同步. 无人机的感知、规划和控制周
期分别用 ,   和  表示. 其中,   也是导
航系统的主时钟周期, 而  和  可以被  精
确整除. 三个层次之间假设不存在任何处理延迟. 自
主导航技术的详细架构和流程如算法 2和图 4所示.

　  算法 2. 无人机自主导航技术
X � p�I�N�I�T

p�D

输入. 环境 , 网络参数 , 无人机初始位置 , 期望
位置 

t �S�E�N�S�Et �P�L�A�N

t �C�O�N�T�R�O�L

1:   初始化感知、规划和飞行控制时间  ,   和
 为零

~X2:   初始化体素环境空间  为无障碍物空间

kp � pdk23:   判定无人机未到达目标位置时, 即 , 执行

以下代码
4:   　执行路径规划及轨迹优化模块:

~P = [~p0]

~p0 = �F�L�O�O�R(p/2 ~d)

5:   　　　初 始 化 离 散 路 径 点  ,  初 始 位 置

    

t = 0 ; 1; � � � ; x � 16:   　　　　对于每一刻时间 , 执
行以下代码:

� at =

�A�R�G �M�A�XQ(st ; a)

7:   　　　　利 用 网 络 参 数     选 择 动 作  
  

at8:   　　　在体素环境中执行动作 

~P :�A�P�P�E�N�D(~pt +1 )9:   　　　更新离散路径点 

 

��0§93� �Z�Ý

���ê�j�ƒ�}�}5ž

-��7&é�}5ž

1-93� �Z�Ý
2-93� �Z�Ý

clip �Z�Ý 

图 3    不同截断操作示意图
Fig. 3    Illustrations of different truncation operations
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�10: 　　使用式 (13)进行飞行轨迹优化 

t �C�O�N�T�R�O�L= 011: 　　更新飞行控制时间为零, 即 

t �P�L�A�N+ = � t12: 　更新规划时间 

�M�O�D(T �S�E�N�S�E; t �S�E�N�S�E)

== 0

13: 　当 判 定 满 足 环 境 感 知 条 件  

 时:
~M 0

�O�B�S14: 　　获取新的障碍物环境 

~M �O�B�S\ ~P 6= ;

15: 　　当判定原感知障碍物环境与规划路径冲突

 时:

t �P�L�A�N= 016: 　　　设定规划时间为零, 即 

~M �O�B�S= ~M �O�B�S[ ~M 0
�O�B�S17: 　　更新障碍物环境 

t �S�E�N�S�E+ = � t18: 　更新感知时间 

t �C�O�N�T�R�O�L== 019: 　当判定满足轨迹优化条件  时:

�20: 　　重新进行飞行轨迹优化 

21: 　产生 PWM信号

t �C�O�N�T�R�O�L+ = � t22: 　更新飞行控制时间  

2.2.1    感知层

8~p 2 �. 3

~X (~p) = 0

~M 0
�O�B�S

~M �O�B�S= ~M �O�B�S[ ~M 0
�O�B�S

在开始导航之前, 无人机将初始化一个空的
体素环境, 所有的体素自由值均为 0, 即  ,

. 当双目相机捕捉到深度图像后, 借助无
人机的姿态和摄像头参数, 根据式 (1)计算出新的
占用地图 , 并将新发现的障碍物合并到原始的
占用地图中, 更新环境, 即 .

~�0
~M 0

�O�B�S\ ~�0 6= ;

此外, 由于初始环境是未知的, 并且配置空间
是实时更新的, 规划的路径不可避免地会穿过未知
的障碍物. 为解决这个问题, 本文将重规划机制引
入导航系统中. 将散射路径表示为 , 如果检测到
障碍物与原始路径重叠, 即 , 无人机会
将其路径规划时钟重置为零, 并立即在下一个时间
步骤重新规划新的路径. 

2.2.2    规划层
在无人机的轨迹规划领域中, 存在两种主流策

略: 一种策略是逐点规划, 即在每个时间节点单独
确定无人机的下一个目标点; 而另一种策略是长期
轨迹规划, 在一个较长的时间段内, 预先设定无人
机的整个行进路径.

本文将采用长期轨迹规划策略, 在一个较大的
时间跨度内综合考虑无人机的运动特性、动力学约
束、航迹的平滑性以及任务的具体需求, 能够更有
效地优化无人机的行进轨迹, 确保其在满足各项条
件的同时, 高效、安全地完成任务. 为实现长期轨迹
规划, 规划层由两大模块构成, 两个模块协同工作.

~p0 = �F�L�O�O�R(p/2 ~d)

x ~pi ; i = 1 ;
2; � � � ; x
~P pi = (2~pi +

1) ~d i

第 1个模块是神经网络路径规划器, 使用算法
1进行训练. 其在配置空间内进行规划, 并获得多个
航点. 从初始位置  开始, 神经网络
按照贪婪策略依次决定下一组   个航点  

. 这些航点组成了配置空间内的散射路径
. 然后, 将其转换为实际空间中的坐标 

. 其中, 第  个航点的期望偏航角度定义为:

 i =

8
><

>:

 i � 1; � p2
i == 0 ^ � p1

i == 0

�A�R�C�T�A�N
�

� p2
i

� p1
i

�
; �¦��

�������	

� pj
i = pj

i � pj
i � 1 j式 (10)中  表示沿着  轴的两个

相邻航点之间的距离. 通过这种方式, 摄像头始终朝
向无人机的平移方向, 并在没有水平移动时保持不变.

� t = [� p1

t ; � p2

t ; � p3

t ; �  
t ]�4

y

第 2个模块是轨迹优化算法, 轨迹优化模块将这
些航点连接成连续的轨迹 ,
使用分段  次多项式函数便捷地生成轨迹, 如式 (11)
所示:

� �
t =

8
>>>>>>>>>>>>>><

>>>>>>>>>>>>>>:

yX

j =0

� j
�; 1t j ; t0 � t < t 1

yX

j =0

� j
�; 2t j ; t1 � t < t 2

������

yX

j =0

� j
�; x t j ; tx � 1 � t � tx

�������	

 

�,8Z�+�ÑEÃ�•

	ü-�-(�j
�O.�-O�Î)ß�³

E˜F)�H	F

O�>|�×�f

�´�*
�ƒ3P)ß�³
`
.

D��´?ô�B

8��k�,8Z�Î)à

�ª7-�ƒ

)ß�³

$!�Ö
.�ÿ

�K�à&é�H	F

/ë�“D��´

/Ž4ÿ5•5�
	ò� 

�Ø�Œ

�15�D��´

PWN ��
' (æ�1	ú
��Õ

���ê�j Q
»

-O�Î
0ªL$

�ƒ3P0ªL$

AÝ4óE÷0;

 

图 4    自主导航技术框架
Fig. 4    Autonomous navigation technology framework
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� = p1; p2; p3;  

� j
�; i � i j

式 (11)中  表示无人机的自由
度,   是无人机自由度  的第  段轨迹的第  阶
项的系数.

y

y

�v
t0

分段  次多项式函数能够优化轨迹的平滑性、
满足约束条件、提供高度的可控性和实现高效的运
动规划. 因此, 本文选择使用分段  次多项式函数
来生成轨迹, 定义  是调整无人机平均速度的超参数,

 设为零. 每个轨迹段的周期计算如式 (12)所示:

t i � t i � 1 =
kpi � pi � 1k2

�v
�������	

�轨迹优化算法的核心目标是为每个自由度  最
小化轨迹的 z 阶导数平方的积分, 从而确保生成的
轨迹在运动过程中达到最大程度的平滑性.

t i � i轨迹设计严格遵循预定时间  的航点 , 确保
无人机能够精确通过这些点. 同时, 轨迹的起点必
须与无人机的当前状态精确匹配, 并且在不同轨迹
片段间实现 z 阶连续, 以防止无人机在飞行中遭受
急剧的加速度变化, 从而确保飞行的平稳性和稳定
性. 最终, 无人机应在轨迹终点达到稳定状态. 因
此, 目标和约束如式 (13)所示:

�M�I�N
Z t x

t = t 0

 
�Dz � �

t

�Dtz

! 2

�Dt

�S���T��� �
t i

= � i ; i = 0 ; � � � ; x

�Dj � �
t

�Dt j

�
�
�
�
t = t 0

=
�Dj �
�Dt j

�
�
�
�
t = t 0

; j = 1 ; � � � ; z

�Dj � �
t

�Dt j

�
�
�
�
t = t +

i

=
�Dj � �

t

�Dt j

�
�
�
�
t = t �

i

; i = 1 ; � � � ; x � 1;

j = 1 ; � � � ; z

�Dj � �
t

�Dt j

�
�
�
�
t = t x

= 0 ; j = 1 ; � � � ; z
�������	

� �
t鉴于式 (13) 中的轨迹  是分段多项式函数,

基于四旋翼无人机的建模原理, 只需控制无人机的
加速度和角加速度即可精确控制其位置和姿态. 由
于加速度是位置的二次导数, 角加速度是欧拉角的
二次导数, 本文将 z 值设为 2, 从而将上述优化问题
简化为二次规划 (Quadratic programming, QP)的
形式. 通过求解出最优的轨迹系数, 进而得到最优
的飞行轨迹. 

2.2.3    控制层

F d � d �wd

本文使用 SE(3) 控制器来跟踪轨迹并生成
PWM信号, 确保无人机的精确飞行. SE(3)控制器
综合了位置和姿态信息, 通过计算误差并生成所需
的期望推力 、期望扭矩  和旋翼转速 , 计算

�PWM信号 , 从而实现对无人机的精确控制. 位置
控制器和姿态控制器协同工作, 确保无人机能够稳
定追踪预设轨迹. 通过这种方式, 即使在复杂环境
中, SE(3)控制器也能保持无人机的稳定性和准确性. 

3    仿真实验与结果分析
 

3.1    实验参数设置

实验选用 Python 3.7和 PyTorch框架进行神
经网络的训练与构建, 利用 Pybullet物理仿真引擎
负责无人机的仿真环境和动力学模拟.

~d = 0 :1 �M
10 �M� 10 �M� 10 �M

5 � 105

400

r �A�R�R= r �C�R�A�S�H= 25

在本文中, 构建一个 3D体素环境, 如图 1所
示, 用于训练路径规划器. 以  的精度近似
一个  的环境. 在训练阶段, 总的
网络参数更新步数限制为 , 每个回合的最大
长度设置为 , 到达目的地或碰撞的奖励设置为

, 数值 25 与导航过程中接近目标
所获得的阶段性奖励差距适中, 更利于训练出在确
保安全的情况下追求最短路径的智能体.




本文采用具有 3个隐藏层的MLP来构建DQN.
隐藏层包含 128个节点. 在 DRL训练阶段, 选择折
扣因子  为 0.9, 并将贪婪因子设置为:

" i = �M�A�X(0:1; 0:9 � 10� 4i ) �������	

i "

jD j 1 � 105

N

1 � 10� 4

C = 512

其中  表示总的训练步数. 贪婪因子  在训练过程
的开始阶段较大, 以增加智能体的探索能力. 经验
回放缓冲区的容量  设置为 , 通过存储大
量的经验样本, 可以提高训练的效率和稳定性. 批
量 (batch)大小  等于 512, 表示每次训练时会选
择 512个样本进行计算和更新模型参数, 适当的批
量大小既可以提高训练的效率, 也不会过度增加内
存需求和计算成本. Adam 是一种常用的优化算
法, 用于调整神经网络的权重和偏置, 以最小化损
失函数, 本网络使用 Adam优化器进行更新. 学习率
为 , 适当的学习率既保证了更新效率, 也
不会导致不稳定性和震荡或陷入局部最优解. 目标
神经网络每隔  个时间步进行更新. 

3.2    多尺度状态

本实验旨在验证多尺度输入技术对无人机导航
性能的优化效果. 实验涉及 4种环境状态设计: 尺
度 I、尺度 II、尺度 III以及多尺度输入状态, 具体
细节见图 2.

~p = ~p�D

为全面评估不同状态设计的性能, 设立了成功
率、碰撞率、失败率和路径长度 4个关键指标. 成功
率反映成功导航至目标的无人机比例, 即  ;
碰撞率表示与障碍物发生碰撞的无人机比例, 即
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~p 2 ~M �O�B�S; 失败率指未达目标且未发生碰撞的无人
机比例; 路径长度为成功导航的无人机所走路径的
平均值.

对每个迭代时刻的智能体随机生成 500个导航
任务, 模拟随机性条件. 每种任务均采用 4种状态
输入, 并记录导航数据. 图 5展示了不同尺度状态
输入下的导航性能对比.

分析发现, 在实验初期, 智能体在神经网络初
始化后易于碰撞, 但很快学习避开障碍物. 尺度 I
状态智能体因低维状态空间快速提升成功率, 但训
练后导航性能并不理想. 尺度 II状态由于输入维度
的增加, 其训练速度相较于尺度 I有所下降, 导航
性能与尺度 I基本一致. 尺度 III状态智能体因环
境感知能力大幅增强, 导致输入维度急剧上升, 这
使得网络难以处理大量数据, 引发明显的维度爆炸
问题, 进而显著降低导航性能. 多尺度状态输入方
法平衡了状态覆盖范围与维度, 避免单一尺度的局
限性, 实现更优的性能. 经过 150次迭代, 多尺度状
态智能体便超越尺度 I状态智能体, 并在后续训练
中在各评估指标上均表现更佳, 尤其在复杂环境中
表现出更强的适应性和稳定性.

经过 1 000次迭代的训练后, 本文在一致的环
境中对 4 种不同输入状态的智能体进行了总计
10 000次的导航测试. 多尺度状态输入的智能体展
现了 97.19% 的高成功率, 显著高于其他单一尺度
状态输入的智能体. 同时, 在保持高成功率的同时,
实现较短的平均导航路径长度, 对实际应用至关重
要, 具体数据如表 1所示.

为深入验证多尺度状态空间的优势, 并探究不
同尺度输入状态下智能体性能差异的根本原因, 本
研究设计了一系列具有差异性的导航任务. 以下为
其中一个代表性任务的分析:

智能体需从障碍空间的右下方高点斜向导航至
左上方低点, 直线距离 15.59 m. 结果显示, 尺度 I
状态陷入环境困局, 尺度 III状态发生碰撞, 直观体
现了两种状态的环境感知性能存在缺陷. 相比之下,

尺度 II状态和多尺度状态智能体成功导航, 其中多
尺度状态智能体以更优化的路径和更短的路径长度
完成任务. 图 6从俯视视角详细展示了四种状态输
入下的导航效果对比.

经过对多种导航任务的深入分析, 可以得出结
论: 多尺度状态输入在复杂导航任务中表现卓越.
尺度 I状态智能体因视野局限而表现短视, 难以规
避大面积障碍. 尺度 II状态智能体感知能力提升,
但当遇到体积庞大的障碍时, 仍存在感知受限的问
题. 尺度 III状态虽然感知范围更广, 但因维度爆炸
导致训练难度增加, 导航表现不佳.

相比之下, 多尺度状态输入的智能体结合近远
感知优势, 大幅提升感知视野的同时有效避免维度
爆炸, 能够合理规划应对各类障碍物的导航路径.
通过对比分析, 证明了多尺度状态输入在增强无人
机自主导航系统性能上的关键作用, 也为 DRL在
更广泛复杂环境中的应用提供了理论和实践依据. 

3.3    截断操作

30 �M� 30 �M� 10 �M

为评估智能体在广阔环境中的导航能力, 本文
将原始环境尺寸沿 x 轴和 y 轴扩大三倍, 创建了一
个  的宏大体素环境. 通过执行
50 000个导航任务, 对比了智能体在不同尺度环境
下的性能. 测试结果表明, 未经截断操作的智能体
在迁移至更大规模环境时, 导航成功率降至 77.2%,
伴随碰撞率和失效率的显著增加, 无法满足导航任
务的要求. 这一结果凸显了在复杂环境中实施截断
操作的重要性, 以确保智能体维持高导航成功率并
减少碰撞和失败的可能性.

为精确确定最优截断参数, 本节设计了 500个
导航任务, 每个任务都应用了不同的截断参数, 并
对导航表现进行详细记录. 图 7直观地展示了在不
同截断参数设置下智能体的导航性能.

在所有测试的截断模式中, 当截断距离设为
0时, 智能体的状态输入中目标信息部分将无效, 导
致导航任务失去意义. 同样, 当截断距离过小时, 比
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图 5    不同尺度输入下导航性能图
Fig. 5    Navigation performance maps at different scales of input
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�C�L�I�P(�)

�C�L�I�P(�)

如小于 1的情况, 截断后期望位置可能会错误地落
在智能体的状态覆盖范围内, 从而导致智能体错误
地将障碍物识别为目标位置 .  同时 ,  在   截
断模式下, 由于截断操作改变了状态输入中目标信
息的方向指引, 导致智能体的导航任务完成度不
高. 因此排除截断距离小于 1和  截断模式的
讨论.

对于其他的截断模式, 观察到随着截断距离增
加, 智能体的导航性能呈现出先提升后下降的趋势.

�d > 10特别是当截断距离  m 时, 导航成功率显著
下降, 同时碰撞率和失效率也明显上升, 这反映出
智能体在处理较大误差向量时出现了性能下降的
问题.

ket k2 = 17:32

此外, 由于训练的均衡性并未达到一致, 选择
一个更紧凑的截断距离能够更有效提升智能体的性
能. 以训练环境为例, 当  时, 智能体只
在从一个顶点移动到对角顶点的场景下进行训练.
这意味着, 如果截断范围设置得过于宽松, 智能体
可能只能适应处理特定环境的情况. 相较之下, 过
小的误差向量能够让智能体面对更多样的情况, 从
而增强其泛化能力.

k�k1 �d = 4通过分析发现, 使用  的截断模式和 

的截断距离, 能够显著优化智能体的导航性能. 将
最优截断参数应用于初始的 50 000个导航任务, 性
能对比结果如表 2所示. 对比结果表明, 引入截断
参数后, 智能体在更广阔环境中的导航表现能够接

 

表 1    迭代训练后不同尺度输入下智能体导航性能
Table 1    Navigation performance of agents under
different scale inputs after iterative training

成功率 (%) 碰撞率 (%) 失效率 (%) 路径长度 (m)

尺度 I状态 89.61 0.02 10.37 8.73

尺度 II状态 88.25 0.72 11.03 8.79

尺度 III状态 0.51 17.66 81.83 11.56

多尺度状态 97.19 0.08 2.74 8.62
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图 6    导航情况对比图
Fig. 6    Navigation situation comparison chart
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图 7    不同截断参数下导航性能图
Fig. 7    Navigation performance charts for different truncation parameters

 

表 2    不同体素环境下的导航性能
Table 2    Navigation performance in different voxel environments

成功率 (%) 碰撞率 (%) 失效率 (%) 路径长度 (m)

训练环境 97.19 0.08 2.74 8.62

测试环境 (未采取截断操作) 77.20 6.52 16.29 20.30

测试环境 (采取截断操作) 96.93 0.17 2.89 21.90
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近甚至达到原有水平. 理论上, 恰当的截断操作能
够让智能体有效应对无限大的环境范围, 在确保智
能体保持高性能的同时, 适应更加复杂多变的导航
环境.

为了深入验证截断技术对智能体导航能力的提
升效果, 本研究设计了一系列具有差异性的导航任
务. 以下为两个代表性任务:

导航任务一: 要求智能体横向穿越障碍空间,
从一侧的高点导航至另一侧的低点 ,  直线距离
29.40 m. 导航任务二: 要求智能体斜向穿越包含
大面积平面障碍的复杂空间, 从右下方的高点导
航至左上方的低点, 直线距离 42.18 m. 结果显示,
经过截断优化后的智能体展现出了更佳的导航效
果, 其路径更为顺滑, 长度也更短. 同时, 当面临
更加复杂的导航环境时, 也表现出了更强的泛化能
力. 图 8对比展示了两个任务在截断优化前后的效
果, 证实了截断技术在提升智能体导航性能方面的
有效性.
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图 8    截断效果展示图
Fig. 8    The diagram showing the truncation effect

  

3.4    自动导航

128� 128

x = 5

�v = 0 :5 �M/ �S y = 5

自动导航系统参数说明如下: 相机可以生成
 像素的深度图像, 视场角为 90°. 路径规

划器为每个决策生成  个航点. 轨迹优化模块
的平均速度设置为   , 使用阶数  的

z = 2

f �M�A�X

� �M�A�X [4:20; 4:20; 6:51]�4�

10� 4 �. ��M

多项式, 并应用加速度构建目标和约束, 即 .
力的上限  设置为 0.018 N, 最大线性加速度为
4 m/s2. 扭矩上限   设置为  

, 这导致最大旋转加速度为 30 rad/s2.
本节构建了 3 个不同的物理仿真环境导航任

务, 每个任务环境都包含不同的复杂障碍物, 障
碍物对于无人机是完全未知的. 任务要求无人机
从特定起始点出发, 穿越复杂障碍, 最终到达预
定目标点. 3 个导航任务的效果可视化展示如图 9
前三列所示.

30 �M� ���� �M� �� �M

此外, 本文还进一步测试了系统的泛化能力,
构建了一个尺寸为   的更大规模
的混合障碍物环境, 并要求无人机从出发区域的指
定初始点出发, 自主感知未知环境, 并最终到达目
标区域内的灰色目标物 (任务 4). 在这一环境中,
DRL路径规划器同样成功完成了导航任务, 进一
步证实了其在面对更大规模、更复杂未知环境时
的强鲁棒性和环境适应性. 任务效果可视化如图 9
第四列所示.

为了全面评估 DRL路径规划器的性能, 本文
选择了经典的 A* 算法作为对比基准. A* 算法作为
一种高效的启发式搜索算法, 在已知环境下寻找最
短路径问题中有着广泛的应用[23].

在实验中, 使用 A* 算法替代 DRL路径规划
器, 并重新执行了第 3.4节中描述的 4个导航任务.
导航效果的可视化展示见图 10.

通过对比 A* 算法和 DRL路径规划器在不同
情境下的表现, 发现在大多数相对简单的物理仿真
导航任务中, 两种算法都能有效地完成路径规划任
务. 但本研究所设计的 DRL路径规划器在性能上
不仅能够与之媲美, 而且在面对更加复杂的障碍物
环境时, 展现出更强的应用性和可靠性. 两种算法
的导航性能对比详细总结在表 3中.

尽管 A* 算法以其在每次路径重规划中寻找最
优化路径的能力而著称, 但在现实世界的复杂环境
中, 这种追求最优化的策略有时反而会增加无人机
飞行控制的复杂性. 在特定情况下, A* 算法可能在
短时间内输出互斥的控制指令, 这可能使无人机陷
入反复掉头的循环, 最终失去自主控制.

相比之下, 本文提出的基于 DRL的路径规划
器在复杂未知环境下表现出更显著的优势. 首先,
DRL算法在处理更加复杂的环境和任务时, 不容易
出现 A* 算法的崩溃问题, 显示出更强的适应性和
安全性. 其次, 与 A*算法相比, DRL路径规划器在
规划路径时会考虑障碍物的密度, 更倾向于通过障
碍物较少的区域, 有效降低了碰撞风险. 最后, A*
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算法需要对整个环境进行搜索以完成路径规划, 这
在大规模任务空间中会带来巨大的计算负担. 而

DRL路径规划器则只需访问有限的环境信息, 就能
快速完成路径规划, 更满足快速反应需求.
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图 9    基于深度强化学习的自主导航技术导航效果展示图
Fig. 9    Deep reinforcement learning-based autonomous navigation technology demonstration map for navigation effect
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图 10    基于 A*算法的自主导航技术导航效果展示图
Fig. 10    A* algorithm-based autonomous navigation technology demonstration map for navigation effect
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综上所述, 尽管 A*算法在理想条件下能够生
成较短的路径, 但在实际环境中, DRL路径规划器
因其快速、可靠和适应性强的特点, 展现出更加明
显的优势. 这些优势使得 DRL算法在复杂和动态
的环境中更具潜力, 能够为无人机提供更为有效的
导航策略.

本研究所提出的导航系统采用模块化设计, 这
意味着通过引入更先进的算法对各个组件进行替换
与升级, 系统性能有潜力得到显著提升. 举例来说,
在轨迹优化算法中, 可以考虑引入更高阶的导数至
目标函数, 同时采纳更加严格的约束条件, 以进一
步优化轨迹, 增强无人机的操控性能. 尽管如此, 由
于本文的核心聚焦于基于 DRL的路径规划器, 本
文将进一步探讨其局限性及潜在的改进方向.

在进一步的仿真分析中, 发现现有的路径规划
器仍面临一定程度上的决策短视、轨迹震荡和感知
延迟等问题. 当前基于 DRL的路径规划器在决策
过程中, 尽管环境摄像头已经捕获远处障碍物的数
据, 但这些信息并未被有效整合进决策中, 导致规
划过程中出现短视现象. 在特定环境下, 无人机可
能会忽视已经侦测到的远距离障碍物, 仅根据即时
感知状态进行决策. 如图 11所示的仿真环境视图
和体素环境视图, 揭示了无人机因决策短视而未能
有效利用障碍物间的空隙进行路径规划, 或因未能
充分利用已知障碍物信息而导致连续的避让动作,
不利于无人机的飞行控制和路径优化. 可以考虑采

用长短期记忆网络 (Long short-term memory,
LSTM)[24] 模型接收历史障碍物观测数据, 通过学习
和记忆这些环境信息, 隐式构建全局环境的认知.
或应用 HRL[25] 来协同优化全局和局部规划.

此外, 无人机在接近通道一侧时可能无法有效
侦测对面的障碍物. 这种局限性可能导致规划器对
障碍物分布的误判, 从而引导无人机错误地接近对
面障碍物, 并重复这一误判过程. 导航系统可能因
此生成一条非直线且曲折的飞行轨迹. 如图 12所
示的仿真环境视图和体素环境视图, 这种曲折的轨
迹不仅导致能量的巨大损耗, 同时也对飞行控制构
成挑战, 严重制约无人机的飞行速度和效率. 可以
考虑利用安全强化学习[26] 在训练阶段引入安全约
束, 以确保智能体的行为不会引发危险或违反既定
的安全规则, 使得智能体在学习过程中逐步掌握如
何在满足这些约束的前提下规划轨迹.
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图 12    轨迹震荡问题情况图
Fig. 12    Graph of trajectory oscillation problem

 

除了上述问题, 导航系统在启动时会创建一个
空白的体素环境地图, 并仅在侦测到新的障碍物时
对该地图进行更新. 然而, 这种更新机制仅涉及当
前感知到的障碍物, 存在无人机与未被观测到的障
碍物发生碰撞的风险. 这种感知延迟和更新机制的
局限性, 进一步加剧无人机在复杂环境中的导航挑
战. 可以考虑初始时将环境设置为未知状态, 并在
导航过程中逐步将其标识为“自由”或“占用”状态,
同时精心设计一套规划规则来有效管理未知空间,
确保无人机在未知环境中的导航既谨慎又高效. 

4    结束语

本文提出了一种无人机自主导航技术, 该技术
核心采用了 DRL驱动的路径规划器. 为进一步提
升系统性能, 开发一种多尺度状态输入技术, 这一
技术一定程度上平衡了状态空间的覆盖范围与维
度, 显著优化了智能体的决策效率. 此外, 引入误差
向量截断技术, 对无人机的误差向量进行调整, 有

 

表 3    A* 算法与 DRL路径规划器导航情况对比 (m)
Table 3    Comparison of A* algorithm with

DRL path planner navigation (m)

任务一 任务二 任务三 任务四

任务直线距离 9.65 10.84 13.85 35.07

A* 算法 11.68 11.97 导航碰撞 导航碰撞

DRL路径规划器 11.59 13.39 18.80 40.26
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图 11    决策短视问题情况图
Fig. 11    Graph of short-sighted decision-making problems
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效拓展了 DRL路径规划器在多样化实际场景中的
应用范围.

本文所设计的 DRL路径规划器, 能够无缝集
成到一个模块化的自主导航结构中, 实现无人机在
自主感知、规划和控制方面的一体化操作. 该软件
已证明能在包含不同密度、尺寸、方向和高度障碍
物的未知环境中成功执行导航任务. 更重要的是,
本导航技术展现出卓越的泛化能力, 能够适应比训
练环境更为广阔的场景. 与传统的基于搜索的 A*
算法相比, 所提出的 DRL路径规划算法在可行性、
安全性和计算效率方面均表现出明显优势.

未来的研究应致力于提高无人机对已观测信息
的利用效率、加强动力学约束在路径规划中的应用,
以及改进感知技术. 通过在障碍物信息整合、动力
学约束融合, 以及体素环境的动态更新这三个关键
方向上取得进展, 以提升无人机的自主导航性能,
增强其在复杂未知环境中的适应性和执行效率. 这
些研究将帮助无人机更好地利用环境信息, 优化飞
行路径, 并及时响应障碍物变化, 从而在无人系统
的导航领域实现技术突破.
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