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目标跟踪中基于 IoU 和中心点距离预测的尺度估计
李绍明 1, 2    储 珺 1, 2    冷 璐 1, 2    涂序继 1, 2
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摘    要   通过分析基于交并比 (Intersection over union, IoU)预测的尺度估计模型的梯度更新过程, 发现其在训练和推
理过程仅将 IoU作为度量, 缺乏对预测框和真实目标框中心点距离的约束, 导致外观模型更新过程中模板受到污染, 前景
和背景分类时定位出现偏差. 基于此发现, 构建了一种结合 IoU和中心点距离的新度量 NDIoU (Normalization distance
IoU), 在此基础上提出一种新的尺度估计方法, 并将其嵌入判别式跟踪框架. 即在训练阶段以 NDIoU为标签, 设计了具有
中心点距离约束的损失函数监督网络的学习, 在线推理期间通过最大化 NDIoU微调目标尺度, 以帮助外观模型更新时获得
更加准确的样本. 在七个数据集上与相关主流方法进行对比, 所提方法的综合性能优于所有对比算法. 特别是在 GOT-10k
数据集上, 所提方法的 AO、  和  三个指标达到了 65.4%、78.7% 和 53.4%, 分别超过基线模型 4.3%、7.0% 和
4.2%.
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Abstract   This paper first analyzes the gradient update process of the scale estimation model of intersection over
union (IoU) prediction in detail, and finds that when the IoU is used as a metric in the training and inference pro-
cess, the target scale estimation in the tracking process is inaccurate due to the absence of the constraint on the dis-
tance between the two centroids. As a result, the template is polluted in the updating process of the object appear-
ance model, which cannot discriminate the target and environment. With this insight, we propose a new metric
NDIoU (normalization distance IoU) that combines the IoU and distance between two centroids to estimate the tar-
get scale and proposes a new scale estimation method, which is embedded into the discriminative tracking frame-
work. Using NDIoU as the label to supervise the distance between centroids, it is incorporated into the loss func-
tion to facilitate the learning of the network. During online inference, NDIoU is maximized to fine-tune the target
scale. Finally, the proposed method is embedded into the discriminative tracking framework and compared with re-
lated state-of-the-art methods on seven data sets. The extensive experiments demonstrate that our method outper-
forms all the state-of-the-art algorithms. Especially, on the GOT-10k dataset, our method achieves 65.4%, 78.7%
and 53.4% on the three metrics of AO,    and  , which are better than the baseline by 4.3%, 7.0% and
4.2%, respectively.
Key words   Object tracking, intersection over union (IoU), scale estimation, distance between centroids
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目标跟踪技术通过分析视频第一帧中的目标, 在后续视频帧中估计出目标的运动轨迹. 跟踪过程
通常使用外观模型对目标进行初定位, 然后在该位
置估计目标的尺度, 用于表示目标的位置和大小.
再根据当前帧中目标的位置和尺度进行采样, 利用
得到的样本更新目标外观模型, 寻找下一帧目标的
位置. 因此, 准确的尺度估计可以帮助在线更新过
程准确采集目标样本, 以获得更加鲁棒的外观模型,
提高定位精度.

通用目标跟踪在推断期间只给定初始帧的目标
信息, 跟踪模型需要在形变、遮挡等多种干扰因素
下预测后续帧的目标尺度, 因此跟踪任务中的尺度
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估计极具挑战性[1−4].
传统跟踪算法 (如 SRCF[5], ASRCF[6], DSST[7],

SAMF[8] 等)使用多尺度搜索方法估计被跟踪目标
的尺度. Danelljan等[7] 提出学习独立的一维尺度相
关滤波器, 将多个不同大小的图像块缩放到固定尺
度, 并转换为一维的特征向量进行描述, 再使用尺
度相关滤波器对多个图像块的特征向量执行相关操
作, 响应最大图像块的尺度则为当前目标的尺度. Li等[8]

提出设置尺度因子池, 利用多尺度采样获得多个不
同尺度的图像块, 将采集的样本缩放到固定尺度进
行跟踪, 响应值最大的尺度为当前帧的目标尺度.
以上方法需要对选择的不同尺度图像块重复进行特
征提取, 难以满足跟踪的实时性要求.

基于深度学习的目标跟踪算法 (如ATOM[9], Siam-
RPN[10], SiamMask[11], Ocean[12], SiamFC++[13],
DiMP [14], PrDiMP [15], SiamRPN++ [16], KYS [17],
DCFST[32] 等)使用大规模数据离线训练边界框回
归分支得到目标的尺度估计模型, 在性能上超越了传
统的跟踪方法. 与目标检测算法 (如 Fast R-CNN[18],
Faster R-CNN[19], IOUNet[20] 等)类似, 这些方法通
常通过直接或间接预测边界框的坐标来训练尺度估
计模型. 基于深度学习的跟踪算法可以分为 Sia-
mese系列跟踪算法和在线判别式跟踪算法.
Siamese系列跟踪算法[10−13, 16] 使用检测中的边

界框回归, 通过离线学习建立目标的尺度估计模型.
此类方法通常使用训练集中目标的坐标信息监督网
络的学习, 引入尺度先验信息, 并且该类方法将离
线训练好的模型直接用于尺度估计, 缺乏对目标外
观变化的自适应过程, 对目标尺度回归不准确.

k

在线判别式跟踪方法[9, 14, 17] 基于 Jiang等[20] 提
出的边界框回归方法对目标的尺度进行估计. 这类
方法首先对交并比 (Intersection over union, IoU)
预测模型进行离线训练, 然后在在线跟踪过程中对
初始化的边界框进行微调, 最后选择 IoU排名前 

个边界框的平均值作为被跟踪目标的尺度. 基于
IoU预测的尺度估计方法能够根据目标外观变化对
目标的尺度进行微调, 使用对目标尺度不敏感的信
息监督网络学习, 因此更加稳定可靠[15].

跟踪成功率和跟踪精度是评价目标跟踪性能的
主要指标. 跟踪成功率为预测框与真实框的重叠度
(IoU)超过阈值的帧数占视频总帧数的比例, 而跟
踪精度则衡量预测框与真实框中心点距离的误差.
实验中发现基于 IoU预测的尺度估计的目标跟踪
框架有较高的跟踪成功率, 但跟踪精度较低. 分析
认为有两个方面的原因: 1)基于 IoU预测的尺度估
计在模型训练过程中, 当候选框和真实框的 IoU相

同但中心点距离不同时, 用于监督 IoU预测分支学
习的标签相同, 对具有相同 IoU但中心点距离不同
的候选框进行同等优化, 忽略了中心点距离这一重
要信息; 2)在判别式跟踪方法中, 目标外观模型更
新时需要利用成功跟踪的历史帧信息. 尺度估计不
准确导致用于外观模型更新的样本无法准确表示目
标, 污染外观模型, 影响后续的定位, 进而影响后续
的目标尺度估计.

针对以上问题, 本文从尺度估计模型训练和在
线推理时参数梯度更新的角度, 分析基于 IoU预测
的尺度估计模型缺陷, 提出结合 IoU和中心点距离
预测的尺度估计方法, 并以此构建新的损失函数来
学习尺度估计模型. 引入结合 IoU和归一化中心点
距离的度量 NDIoU (Normalization distance IoU)
作为尺度估计分支的输出, 在确保较高跟踪成功率
的同时, 跟踪精度也得到进一步提升. 同时可以获
得更加准确的历史帧目标样本用于外观模型更新,
反哺在线跟踪以得到更加鲁棒的外观模型. 本文的
主要贡献如下:
1) 分析中心点距离和 IoU在目标跟踪中的作

用, 提出了新的目标跟踪尺度估计框架, 增强目标
定位的准确性, 在保证跟踪成功率的同时提高跟踪
精度.
2) 引入 NDIoU, 结合判别式目标跟踪, 构建了

同时兼顾成功率和精度的目标尺度估计损失.
3) 本文算法在 OTB-100[1]、UAV123[21]、VO-

T2018[22]、GOT-10k[23]、LaSOT[24]、TrackingNet[25]、
TC128[26] 七个主流数据集上的实验结果优于同类
主流跟踪算法. 

1    本文方法

本节首先分析基于 IoU预测的尺度估计方法
的缺陷. 然后提出结合 IoU与候选框和真实框中心
点之间距离的尺度估计方法. 通过引入中心点距离
信息, 可以提高尺度预测的准确度. 

1.1    基于 IoU 预测的尺度估计方法

基于 IoU预测的尺度估计将 IoU作为一种度
量方式来衡量网络预测的质量, 该尺度估计步骤
如下:

IoU �T�A�R�G�E�T

1) 离线训练尺度估计模型. 首先在原始的标记
空间中进行采样生成候选框, 计算候选框与真实框
的 IoU, 将其作为标签, 记为 ; 然后, 通过卷
积神经网络 (Convolution neural network, CNN)
特征提取器得到视频帧的特征图, 将得到的候选框
映射到该特征图上; 再使用 Prpooling (Precision
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IoU �P�R�E�D L 2

ROI Pooling)[20] 将对应特征图中的候选区域池化到
固定大小; 最后, 通过全连接得到预测的 IoU, 记为

. 在训练过程中, 最小化   损失进行训练,
具体为

L �)�O�5=





 IoU �T�A�R�G�E�T� IoU �P�R�E�D








2
�����	

L �)�O�5  表示 IoU损失函数, 其中,

IoU �T�A�R�G�E�T=
B �G�T\ B �C�A�N�D

B �G�T[ B �C�A�N�D
�����	

B �G�T B �C�A�N�D式中,   表示训练集视频的标记,   表示根据
真实的目标框生成的候选框.

IoU �P�R�E�D= ' (feat ; w) �����	

' w

feat

其中,   代表两个全连接层,   代表全连接层参数,
 表示 Prpooling后候选框中目标的特征.

k

2) 在线推断期间估计目标的尺度. 首先, 根据
上一帧的跟踪结果得到初始尺度, 并在该尺度的
基础上生成多个候选尺度框; 然后, 与训练过程相
同, 将候选框映射到对应的特征图, 并通过可微的
Prpooling操作后再经全连接层得到预测的 IoU; 最
后, 通过最大化 IoU的方式计算尺度候选框的偏导
数, 使用偏导数对边界框进行微调. 取 IoU排名前

 的微调后的边界框平均值为预测的目标尺度. 

1.2    基于 IoU 预测的尺度估计缺陷分析

基于 IoU预测的尺度估计依据 IoU微调后的
排名选择预测目标的尺度, 并且使用该尺度为目标
外观模型的更新收集目标样本. 离线训练尺度估计

IoU �P�R�E�D

IoU �T�A�R�G�E�T IoU �P�R�E�D

w

分支时, 通过最小化式 (1)使得网络的输出 

接近  .  在该过程中 ,     预测分支通
过梯度更新实现参数学习. 具体过程如下: 首先根
据式 (1), 利用链式法则对全连接层的参数  求偏
导, 即
@L�)�O�5

@w
= � 2 (IoU �T�A�R�G�E�T� IoU �P�R�E�D)

�
@IoU�P�R�E�D

@w

�
=

� 2 (IoU �T�A�R�G�E�T� IoU �P�R�E�D)
�

@' (feat ; w)
@w

�

�����	

w然后, 使用偏导数对  进行更新:

w  w � � �
@IoU�P�R�E�D

@w
�����	

�其中,   表示参数更新的步长.
IoU �P�R�E�D结合式 (4)和式 (5)可以看出, 对  预测

分支的参数进行更新时, 只利用了候选框和真实框
的 IoU. 如果仅用 IoU作为度量来训练尺度估计模
型, 当出现如图 1所示的情况时, 会导致模型参数
学习效果变差.

IoU �T�A�R�G�E�T

w

IoU �P�R�E�D w

从图 1(a) ~ 1(d)可以看出, 候选框和真实框的
 相同, 但中心点之间距离不同. 由式 (4)和

式 (5)可知, 此时  的偏导数完全一样, 导致 IoU
预测分支的参数难以学习到中心点之间的距离信
息. 在线推断期间, 当 IoU预测最大时, 尺度框的中
心点离目标的中心点距离较远, 回归不准确. 显然,
需要提出一个新的度量方式衡量网络预测的质量,
其能够同时描述 IoU和边界框之间中心点的距离,
使得不同位置的相同  能够对  的偏导数有

 

(a) �IF9�v�}�¾-O�Î�v�µ
(a) Candidate box is located inside the ground-truth box

  (b) �IF9�v�}�¾-O�Î�v�FG�
(b) Candidate box is located outside the ground-truth box

(c) G��6Gý
�
(c) Partial overlapping   

(d) �=Gý
�
(d) Non-overlapping 

图 1    IoU相同但中心点距离不同的情况 (红色代表候选的边界框, 绿色代表真实边界框)
Fig. 1    Same IoU while different distances between centroids (Red represents the candidate

bounding box, and green represents the ground-truth bounding box)
 

1648 自       动       化       学       报 50 卷



不同的贡献, 学习到更加准确的尺度回归特征, 促
进尺度估计更加准确.

由此, 本文提出结合 IoU和中心点距离预测的
方式, 从而对目标的尺度估计分支进行训练, 使其
能够在保证较大重叠率的同时, 学习到的特征也能
够反映预测尺度框与真实框之间的中心点距离. 即
保证在线推断期间预测框和真实框的 IoU最大时,
其中心点更接近, 在提高跟踪成功率的同时也提高
目标跟踪的尺度估计精度. 

1.3    结合距离预测的尺度估计方法

根据上文的分析, 提出能够同时度量 IoU和中
心点之间距离的新度量, 表示为

NDIoU = IoU � ND �����	

其中, ND 表示归一化中心点距离. 中心点之间的距
离定义为真实框与候选框中心点之间的欧氏距离,
具体为

D =
q

(xc�G�T� xc�C�A�N�D)2 + ( yc�G�T� yc�C�A�N�D)2 �����	

(xc�G�T; yc�G�T) (xc�C�A�N�D; yc�C�A�N�D)其中, 点  和  分别为真实框
和候选框的中心点.

�)�O�5

[��; ��]

  计算的是候选框与真实框之间的重叠度,
其值在  之间. 中心点之间的距离为像素距离,
其值一般大于 1. 如果直接采用中心点之间的距离
作为预测结果, 则训练误差主要来自中心点之间的
距离误差, 不利于尺度估计模型中参数的学习. 所
以, 借鉴 DIoU (Distance-IoU)[27] 中的思想, 提出一
个归一化量 C, 归一化中心点之间的距离, 如图 2(a)
所示. 归一化后的中心点距离为

NORM (D) =

q
(xc�G�T� xc�C�A�N�D)2+( yc�G�T� yc�C�A�N�D)2

C
�����	

C在 DIoU中,   为同时包含预测框和真实框的

C

D

最小闭包区域的对角线距离. 而在基于 IoU预测的
尺度估计模型中, 采样时的 IoU阈值设定为 0, 所
以候选框一定会和真实框有重叠. 在这种情况下,
候选框和真实框之间的距离较小, 如果仍然采用
DIoU中两个矩形框的最小闭包区域的对角线距离
会使得归一化之后的距离更小, 影响中心点之间的
距离信息对网络参数的贡献. 所以, C 采用 IoU为
零时的最大中心点距离, 如图 2(a)所示. 其计算方
式与式 (7)相同. 图 2(b)给出了  和中心点之间的
距离  的选择方式. 图 2(a)中, 矩形框代表真实框,
C 为根据采样时的阈值设定为最大中心点之间的距
离. 图 2(b)中, 右上方的框代表采样时的候选框,
右下方的框代表最远中心点距离的候选框, D 定义
为候选框与真实框中心点之间的欧氏距离.

在引入新的度量之后, 式 (1)中的损失函数改
写为

L = kNDIoU �T�A�R�G�E�T� NDIoU �P�R�E�Dk2 �����	

w与式 (4)相同, 可以得到全连接层参数  的偏
导数为

@L�.�$�)�O�5

@w
= � 2(NDIoU �T�A�R�G�E�T�

NDIoU �P�R�E�D)
@' (feat ; w)

@w
�������	

w此时, 在后向传播中, 关于参数  的偏导数带
有中心点的距离信息, 这些信息能够在后向传播时
帮助尺度回归特征的学习, 提高尺度估计的准确性.

为说明引入中心点距离后的效果, 本文统计了
基线算法 DiMP50和本文算法在 OTB-100数据集
上所有的跟踪结果, 如图 3所示.

由图 3(a)可以看出, 基于 NDIoU的跟踪结果
中的视频帧大都分布在高 IoU的位置, 基于 IoU的
尺度预测跟踪器在较高的 IoU位置的视频帧较少.

 

C C

D

 (a) C ,´F9
�   (b) �]�ó&é�{L$D
/ë,´�‚�0	F
(a) The selection of C (b) The normalization of the distances between centroids 

图 2    标准化中心点之间的距离
Fig. 2    Normalized distance between centroids
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从图 3(b)可以看出, 在同样的 IoU阈值下, 基于NDIoU
的跟踪器跟踪结果中, 中心点距离接近 0的视频帧
数量明显多于基于 IoU的跟踪器. 这说明本文的尺
度估计方法能够得到更准确的边界框, 使得更多的
跟踪成功的视频帧具有较大的 IoU和较小的中心
点距离.

为更好地说明本文方法的优势, 图 4给出了一
个极具挑战的视频序列的跟踪结果. 该视频序列包
含形变、平面内旋转、复杂背景和光照变化等情况.
图 4中, 第 1行为真实框, 第 2行为基于 IoU的尺
度预测 (DiMP50)的跟踪结果, 第 3行为本文方法
(基于 NDIoU预测的尺度估计方法)的跟踪结果.

在刚开始的第 2帧, 两种算法尺度估计都比较
准确. 但随着“小恐龙”的移动, 在第 25帧和 52帧
中, 基于 IoU的尺度估计开始变得不准确, 但本文
方法还能准确估计出目标的尺度. 随着小恐龙的外
观变化、平面内旋转和背景信息的干扰, 在第 72帧

和第 101帧中, 基于 IoU预测的尺度估计已经不能
准确估计出目标的尺度, 但本文方法依然能够准确
估计出目标的尺度.
 

1.4    离线训练

288� 288

L h

离线训练时, 分类分支与 DiMP一样, 随机选
择一个视频序列连续三帧建立外观模型, 按照 5倍
于目标大小进行采样, 最终视频帧缩放到 

像素大小, 用于特征提取. 用建立好的外观模型对
测试帧中的前景和背景进行分类, 同时使用 Hingle
loss   计算回归误差, 其中的阈值设置为 0.05. 对
于尺度估计分支, 首先生成能够同时度量 IoU与中
心点距离的 NDIoU. 在预测 NDIoU时, 将真实框
投影到用于建立外观模型的特征图上, 使用 Prpooling
提取目标区域, 作为测试帧的特征图的引导. 同样,
使用生成的候选框, 从融合了当前视频序列中目标
信息的测试帧特征图中提取候选区域特征, 使用全
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图 3    IoU和中心点距离对应视频帧数的统计
Fig. 3    The number statistics of video frame corresponding to IoU and distances between centroids
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图 4    在视频序列 Dinosaur上跟踪的结果可视化
Fig. 4    Visualization of tracking results on the video sequence Dinosaur
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L �.�$�)�O�5

NDIoU �P�R�E�D NDIoU �T�A�R�G�E�T

连接层预测 NDIoU. 最后, 使用  计算预测的
 与给定  的均方误差. 离线训

练时的损失函数为
L = L �.�$�)�O�5+ �L h (s; yc) �������	

�

� = 100 s yc

其中,   是两个损失的平衡因子. 与 DiMP一致, 实
验设置 .   为分类分支的响应图得分,   为
高斯标签. 本文将提出的方法命名为 ASEID (Ac-
curate scale estimation with IoU and distance
between centriods for object tracking), 在 LaSOT、
GOT-10k、TrackingNet以及 COCO[28] 数据集上进
行联合训练. 

1.5    在线跟踪

在线跟踪过程采用数据增广策略[29], 如左右翻
转、平面旋转、模糊、相对平移等. 对每一个视频序
列构建一个初始训练集, 用于在线迭代被跟踪目标
的外观模型, 定位目标的粗略位置. 使用上一帧的
目标尺度作为初始目标的尺度, 根据该尺度按照一
定规则生成多个目标框作为初始化候选框, 将这些
候选框映射到当前帧的特征图, 并按照训练中的方
式提取出候选区域, 进行 NDIoU预测. 然后最大化
NDIoU, 计算初始化候选框的梯度, 根据梯度对初
始化尺度框进行微调. 最终进行 NDIoU排序, 选择
前 3个微调后的边界框的平均值作为最终的目标尺度. 

2    实验结果与分析

为了验证算法的有效性, 首先在 OTB-100数
据集上进行消融实验, 然后在 OTB-100、VOT2018、
GOT-10k、TrackingNet、LaSOT、UAV123、
TC128 七个主流数据集上与当前相关主流算法进
行比较, 尤其是结合深度学习的相关滤波方法. 

2.1    实验设置

为更加公平地进行比较, 在OTB-100、UAV123、
TC128、LaSOT、GOT-10k五个数据集上的测试,
本文在每个数据集上运行 5次取平均值. 在 GOT-
10k的测试依赖于在线服务器, 将 5次运行的平均
结果上传到服务器进行测评. VOT2018遵循 VOT
(Visual object tracking) 挑战中的设置, 运行
15次. 在 TrackingNet数据集上, 其测试同样依赖
于在线的服务器评测, 运行 1次. 实验中, 本文方法
首先在 OTB-100上调参, 后续除 VOT2018, 其余
数据集的评估都采用与 OTB-100相同的参数, 以
说明本文方法的泛化性能.

实验的硬件环境为: i7-6 850 CPU、16 GB RAM
和一块 1080ti的显卡. 基于 PyTorch1.2[30], 采用开

源框架 PyTracking[31] 实现本文所提算法. 算法跟
踪速度为平均 35帧/s. 

2.2    消融实验

在本实验中, 分别使用多尺度搜索、IoU最大
化微调和 NDIoU 预测尺度估计方法估计被跟踪
目标尺度, 以验证本文算法的有效性, 实验结果见
表 1.
  

表 1    OTB-100数据集上的消融实验
Table 1    Ablation study on OTB-100 dataset

方法 AUC (%) Precision (%) Norm.Pre (%) 帧速率 (帧/s)

多尺度搜索 68.4 88.8 83.8 21

IoU 68.4 89.4 84.2 35

NDIoU 69.8 91.3 87.3 35

 

实验以 DiMP50为基线模型, 使用 ResNet50
作为骨干网络提取视频帧的特征, 在 OTB-100数
据集上分析本文所提方法的有效性. 采用 OTB-100
数据集定义的评价指标 AUC (Area under curve)
和精确率 (Precision)评价算法性能. 同时, 为了避
免图像分辨率给评测结果带来影响和测试跟踪算法
的速度, 也引入 Norm.Pre和帧速率来评价跟踪器
的性能.

S�)�O�5

AUC表示成功率曲线图下的面积, 面积越大,
表示跟踪器在该指标下的性能越好. 用预测框与真
实框的重叠率定义. 重叠率  计算式为

S�)�O�5=
A

�
Rt

g \ Rt
�

A
�
Rt

g [ Rt
� �������	

Rt
g Rt t

t A(Rt
g \ Rt )

A(Rt
g [ Rt )

S�)�O�5

其中,   和  分别表示第  帧时视频中目标的真实边
界框和第  帧时算法预测得到的边界框,  
和  分别表示两个边界框的重叠面积和总
面积, 成功率图 (Success plot)对所有视频序列中
的  进行统计, 计算在 0 ~ 1之间的每个重叠率
上的视频帧所占的比例来得到成功率曲线.
Precision表示真实框与预测尺度框的中心点

距离小于 20 像素的视频帧所占的比例, 其反映了
预测框和真实框的中心位置误差. Norm.Pre表示
标准化的平均 Precision, 对图像分辨率和尺度不
敏感.

f� 2;

� ��; ��; ��; ��g

1)多尺度搜索. 对上一帧的目标执行多尺度采样[2].
在该过程中, 设置 5个采样尺度因子, 分别为 

, 每个尺度的比例系数为 1.02, 响应最
大的样本尺度则为目标的估计尺度.
2) IoU. 基于 IoU预测训练尺度估计模型, 在
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线跟踪时通过最大化 IoU来进行尺度微调. 本文遵
循 DiMP的设置, 使用初始第一帧的目标区域信息
增强后续帧的特征, 作为实例引导网络学习预测边
界框与真实框的 IoU.
3) NDIoU (本文方法). 结合 IoU和候选框中

心点的距离, 即在对 IoU采样的同时对距离进行采
样, 并结合采样设置对距离进行归一化, 训练过程
中引入了候选框与真实框中心点之间的距离信息,
进一步改善了只使用 IoU训练造成的尺度回归不
准确问题.

本文分别采用以上所描述的三种方法进行目标
的尺度估计, 结果见表 1. 从表 1 可以看出, 基于
NDIoU 的尺度估计方法取得了最佳性能, AUC、
Precision、Norm.Pre三个指标相对于基于 IoU的
尺度估计跟踪方法分别提升了 1.4%、1.9%、3.1%.

从表 1还可以看出, 使用多尺度搜索进行尺度
估计时, 采样后需要重新进行特征提取, 造成跟踪
算法的平均帧率为 21帧/s. 基于 IoU的尺度估计
跟踪算法中, 平均帧率达到 35帧/s. 本文提出的基
于 NDIoU尺度估计的跟踪算法并没有增加特征和
其他的计算成本, 平均帧率也保持在 35帧/s, 与基
于 IoU的尺度估计跟踪算法持平, 可以达到实时跟
踪, 远优于基于多尺度搜索的方法.

需要注意的是, 由于实验硬件环境不同, 在本
文的实验平台下, 基准算法 DiMP50的跟踪速度为
35帧/s, 低于原论文的速度 (原论文中为 43帧/s).
相比于基线算法, 本文方法没有增加参数量, 其计
算量与 DiMP50相当. 

2.3    与 SOTA 方法的对比

实验 1. OTB-100数据集上的实验
OTB-100数据集是广泛使用的视觉目标跟踪

的基准测试集之一, 包含丰富的挑战场景 (共包含
11个类型的不同挑战). 该数据集有 100个完全标
注的视频序列, 使用两种评估指标 (Precision得分

和成功图的曲线下面积 (AUC))进行评估.
本文方法在该数据集上的性能优于所有对比算

法. 如图 5所示, 相比于本文的基线算法, AUC和
Precision分别高出 1.4% 和 1.9%. 与 PrDiMP50[15]、
KYS [17] 等目前领域最优算法 (State of the arts,
SOTA)相比, Precision分别超过 1.5% 和 1.0%.

实验 2. UAV123数据集上的实验
UAV123包含 123个视频序列, 这些序列由低

空 UAVs拍摄. 与其他的跟踪数据集不同, UAV123
的视角为俯视的空中视角, 被跟踪的目标通常较小.

本文方法与相关的 9个方法进行了对比. 由表 2
可知, 本文方法领先所有的比较方法. 在 Precision
和 Norm.Pre上都领先基线方法 1.1%. 相比于 Sia-
mese 系列最新算法 SiamBAN[33], 本文方法也取得
了很大的优势.

实验 3. VOT2018数据集上的实验
VOT2018 是视觉目标跟踪领域权威挑战赛

VOT challenge在 2018年使用的数据集, 共有 60
个视频序列, 包含多种不同的挑战. 该数据集使用
旋转边界框进行标注, 并采用一种基于重置的方法
进行分段评估. 该基准数据集使用 Accuracy (A)、
Robustness (R)和期望平均重叠率 (Expected av-
erage overlap, EAO)三个评价指标.

如表 3所示, 本文算法在 EAO和 Accuracy指
标上均超出基线算法 , 分别超出 1.4% 和 1.8% .
相比于最新的 PrDiMP算法, 本文算法综合评价指
标 EAO 和 Robustness 均超出其 1.2%, Accur-
acy与 PrDiMP基本持平. 与MFT相比, Robustness
低 1.3%, 其原因是 MFT使用 ResNet、HOG、CN
多种特征, 并使用多种分辨率特征上的定位结果进
行融合, 得到最终的位置. 特征融合提高了特征表
达能力, 但算法复杂度较高.

实验 4. GOT-10k数据集上的实验
GOT-10k是中国科学院自动化研究所提出的

一个大规模跟踪数据集, 该数据集包含 1万个现实
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图 5    本文方法 (ASEID)在 OTB-100数据集上与相关方法的比较
Fig. 5    Comparison of the proposed method (ASEID) with related algorithms on OTB-100 dataset
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生活场景的视频序列, 拥有上百万的手工标记 (an-
notations). 其中, 180个视频序列用于测试评估跟
踪器的性能. 其训练集和测试集之间没有目标类型
的重叠, 这有利于测试跟踪器对模型在训练期间未
见过的目标类别的泛化性能.

SR0:50

SR0:75

SR

AO

SR0:50

SR0:75

如表 4所示, 相比于基线方法, 本文方法的  、
 和 AO 分别领先 7.0%、4.2% 和 4.3%. 其中,

 表示测试时预测的边界框与真实边界框的重叠
超过阈值的成功跟踪帧数占所有帧数的百分比 ,

 表示目标真实边界框和预测框之间重叠的平均
值. 对比 DCFST、PrDiMP、KYS、Ocean等当前
的 9个 SOTA方法, 在  与 AO 两个指标上
都取得了明显的优势. 在  上取得了次优的结
果, 其原因是 PrDiMP在分类分支采用了概率密度
的回归方式进行计算, 而本文采用基于高斯标签的
回归.

实验 5. LaSOT数据集上的实验
LaSOT是一个包含 1  400个序列的大型数据

集, 平均每个视频序列有 2 512帧, 最短和最长的序
列分别有 1 000和 11 397帧. 其中, 测试集包含 280
个视频序列. 该数据集提供高质量的密集标记, 在
该数据集中有较多的形变和遮挡情况.

如表 5所示, 本文算法优于所有对比算法, 但
效果提升不明显. 其原因为该数据集中很多视频序
列比较长, 而本文所用方法没有针对外观模型的更
新时机进行调整, 导致最终的跟踪性能提升不大.

实验 6. TrackingNet数据集上的实验
TrackingNet包含 30 000个视频序列, 有 1 400

万密集标注, 其测试集包含 511个视频序列. 该数
据集涵盖了多种目标类别和场景, 要求跟踪算法具
备判别力和生成力.

如表 6所示, 本文方法优于所有对比算法, 与
基线方法 DiMP50 相比, 在 AUC、Precision 和
Norm.Pre上分别领先 1.3%、2.4% 和 1.8%.

实验 7. TC128数据集上的实验
Temple color-128数据集包含 128个彩色视频

 
表 2    在 UAV123数据集上和 SOTA算法的比较 (%)

Table 2    Compare with SOTA trackers on UAV123 dataset (%)

SiamBAN[33] CGACD[34] POST[35] MetaRTT[36] ECO[37] UPDT[38] DaSiamRPN[39] ATOM[9] DiMP50 (基线)[14] ASEID (本文)

AUC 63.1 63.3 62.9 56.9 52.4 54.2 56.9 63.2 64.3 64.5

Precision 83.3 83.3 80.0 80.9 74.1 76.8 78.1 84.4 85.0 86.1

Norm.Pre — — — — 66.8 70.9 74.2 79.1 80.5 81.6

 
表 3    在 VOT2018数据集上与 SOTA方法的比较

Table 3    Compare with SOTA trackers on VOT2018 dataset

DRT[40] RCO[22] UPDT[38] DaSiamRPN[39] MFT[41] LADCF[42] ATOM[9] SiamRPN++[16] DiMP50 (基线)[14] PrDiMP50[15] ASEID (本文)

EAO 0.356 0.376 0.378 0.383 0.385 0.389 0.401 0.414 0.440 0.442 0.454

Robustness 0.201 0.155 0.184 0.276 0.140 0.159 0.204 0.234 0.153 0.165 0.153

Accuracy 0.519 0.507 0.536 0.586 0.505 0.503 0.590 0.600 0.597 0.618 0.615

 
表 4    在 GOT-10k数据集上与 SOTA方法的比较 (%)

Table 4    Compare with SOTA trackers on GOT-10k dataset (%)

DCFST[32] PrDiMP50[15] KYS[17] SiamFC++[13] D3S[43] Ocean[12] ROAM[44] ATOM[9] DiMP50 (基线)[14] ASEID (本文)

�3�20: 50 68.3 73.8 75.1 69.5 67.6 72.1 46.6 63.4 71.7 78.7

�3�20: 75 44.8 54.3 51.5 47.9 46.2 — 16.4 40.2 49.2 53.4

�!�/ 59.2 63.4 63.6 59.5 59.7 61.1 43.6 55.6 61.1 65.4

 
表 5    在 LaSOT数据集上与 SOTA方法的比较 (%)

Table 5    Compare with SOTA trackers on LaSOT dataset (%)

ASRCF[6] POST[35] Ocean[12] GlobalT[45] SiamRPN++[16] ROAM[44] ATOM[9] DiMP50 (基线)[14] ASEID (本文)

Precision 33.7 46.3 56.6 52.7 56.9 44.5 50.5 56.9 57.5

Success (AUC) 35.9 48.1 56.0 52.1 49.6 44.7 51.4 56.9 57.2

8 期 李绍明等: 目标跟踪中基于 IoU和中心点距离预测的尺度估计 1653



序列, 使用 AUC得分作为评估指标. 实验结果如
表 7所示, 本文所提算法取得了最佳的性能, AUC
指标上超出基线算法 2.0%, Precision指标上超出
3.2%. 

2.4    OTB-100 数据集中不同挑战因素影响下的性
能分析

OTB-100数据集中包含多种现实场景中的挑
战, 分别为光照变化 (Illumination variation, IV)、
尺度变化 (Scale variation, SV)、遮挡 (Occlusion,
OCC)、形变 (Deformation, DEF)、运动模糊 (Mo-
tion blur, MB)、快速运动 (Fast motion, FM)、平
面内旋转 (In-Plane rotation, IPR)、平面外旋转
(Out-of-plane rotation, OPR)、出视野 (Out-of-
view, OV)、背景杂乱 (Background clutter, BC)和
低分辨率 (Low resolution, LR). 按照挑战因素对
11种不同属性场景的跟踪结果进行统计. 根据统计
结果, 对跟踪算法在不同场景下的性能进行分析.
与 PrDiMP、KYS、ROAM等最新的 SOTA的跟
踪器进行比较.

图 6给出本文算法在 11个属性中的成功率图.
可以看出, 在除背景杂乱外的 10个挑战场景下, 我
们的算法都取得了最优性能. 在 11个属性上都超
过了基线算法.

图 7给出本文算法在 11个挑战属性上的精度
图. 可以看出, 在形变、快速运动、平面内旋转、低
分辨率、运动模糊、平面外旋转、尺度变化 7个挑战
场景取得了最优性能. 分别高出次优算法 2.3%、
2.9%、1.9%、1.4%、3.7%、0.3%、2.0%. 相比于基线
算法, 本文在 11个属性上均为最优.

综合看来, 本文算法能够在保持成功率领先的
同时, 精度也能得到很大提升. 但对于复杂背景, 本
文算法的成功率和精度分别低于最优算法 1.4% 和
4.0%. 

2.5    定性实验

图 8 为本文方法与 DiMP50 [ 1 4 ]、ATOM [ 9 ]、
SiamRPN++[16]、ROAM[44] 等算法在 Baseketball、
Bird1、Bird2、Board、Girl2五个视频序列的对比结
果. 所选视频序列存在光照、形变、遮挡、平面内旋
转、复杂背景等多种干扰因素. Basketball、Bird1、
Girl2三个视频序列都存在相似物干扰. 如 Basket-
ball中, 受到相似物干扰, SiamRPN++、DiMP50、
ATOM和 ROAM在后续帧中跟踪失败, 但本文方
法仍能够成功跟踪该目标. 因为基于 NDIoU预测
的判别相关滤波器模型对目标的外观变化适应能力
更强. 在 Bird2、Board视频序列中存在严重的背景
干扰和遮挡现象, 容易导致跟踪算法跟踪失败. 在
Bird2视频序列中, 其他的跟踪器由于缺乏中心点
距离的约束, 尺度估计不准确. 在 Board视频序列
中, ATOM、DiMP50和 SiamRPN++ 算法, 由于
其回归分支无法准确表达尺度回归的特征, 尺度估
计不准确. ROAM算法无法准确定位目标, 主要原
因为该算法无法正确对采样的候选样本进行分类.
当这些跟踪器失效时, 本文提出的方法依然能成功
跟踪到目标.

受益于基于 NDIoU预测的尺度估计模型, 本
文方法极大地改善了尺度估计的准确性, 可视化结
果证明了所提出的跟踪方法优于基线方法和相关的
比较算法. 

2.6    跟踪失败案例分析

本文算法引入中心点距离, 缓解了外观模型更
新受到污染的问题. 但在复杂环境下, 仍会发生跟
踪失败. 图 9和图 10给出了本文算法容易出现失
败的几种典型情况.

图 9中, Human3视频序列出现了极度相似的
 

表 6    在 TrackingNet上与 SOTA方法的比较 (%)
Table 6    Compare with SOTA trackers on TrackingNet (%)

MDNet[46] ECO[37] DaSiamRPN[39] D3S[43] ROAM[44] CGACD[34] ATOM[9] DiMP50 (基线)[14] ASEID (本文)

AUC 60.6 55.4 63.8 72.8 67.0 71.1 70.3 74.0 75.3

Precision 56.5 49.2 59.1 66.4 62.3 69.3 64.8 68.7 71.1

Norm.Pre 70.5 61.8 73.3 — — — 77.1 80.1 81.9

 
表 7    在 TC128上与 SOTA算法比较 (%)

Table 7    Compare with SOTA trackers on TC128 (%)

POST[35] MetaRTT[36] ASRCF[6] UDT[47] TADT[29] Re2EMA[48] RTMDNet[49] MLT[50] DiMP50 (基线)[14] ASEID (本文)

AUC 56.3 59.7 60.3 54.1 56.2 52.1 56.3 49.8 61.2 63.2

Precision 78.1 80.0 82.5 71.7 — 69.5 78.8 — 81.0 84.2
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干扰物, Soccer视频序列同时出现了相似背景、遮
挡和相似干扰物等复杂环境, 跟踪发生漂移, 并且
不容易找回.

图 10为 GOT-10k的测试集中容易出现失败
情况的案例. 由于采样原因, 导致视频序列中目标
发生的形变并不连续, 并且较多的干扰物和复杂背
景同时出现, 使得跟踪器在这些数据集上容易跟踪
失败.

从这些失败案例可以分析出, 跟踪发生漂移的

原因是外观模型无法准确定位目标位置. 对于外观
模型而言, 视频帧的空间和历史信息极为重要, 后
续可以考虑同时挖掘时序和空间上的特征来进行外
观建模, 以增强外观模型对目标和背景的判别能力,
改善外观模型的鲁棒性. 

3    结束语

结合判别式目标跟踪 ,  本文提出基于 NDI-
oU预测的目标尺度估计框架, 并给出了基于 NDI-
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图 6    OTB-100 数据集不同挑战性因素影响下的成功率图
Fig. 6    Success plots on sequences with different challenging attributes on OTB-100 dataset
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oU预测的损失函数, 解决了基于 IoU预测的尺度
估计模型缺乏中心点距离的约束导致目标尺度估计
不准确的问题. 结合尺度估计模型参数的学习过程,
分析了基于 IoU预测的尺度估计模型存在的问题.
根据分析的结果, 提出结合 IoU和中心点距离预测
(NDIoU)的尺度估计模型. 使用该模型得到的目标
样本进行外观模型的更新, 增加了目标定位的准确
性. 实验结果表明, 在保证算法速度能够实时的情

况下, 本文所提出的方法有效提高了目标尺度回归
的精度和跟踪的成功率. 最后, 将本文方法在 OTB-
100、UAV123、VOT2018、GOT-10k、LaSOT、
TrackingNet、TC128七个主流数据集上与当前相
关的主流 SOTA方法进行比较, 本文所提出的方法
优于相关的比较算法. 本文方法只从网络预测的度
量方面提高了尺度估计的精度, 后续将结合外观模
型提高算法的鲁棒性.
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图 7    OTB-100 数据集不同挑战性因素影响下的精度图
Fig. 7    Precision plots on sequences with different challenging attributes on OTB-100 dataset
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图 8    本文方法与相关方法的可视化比较
Fig. 8    Visualization comparison of the proposed method and related trackers
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图 9    OTB-100数据集中的失败案例 (绿色框代表真实框, 红色框代表本文算法的预测框)
Fig. 9    Failure cases in OTB-100 dataset (The green box represents ground truth box, and the red box represents the prediction box)
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图 10    GOT-10k数据集中的失败案例 (在 GOT-10k的测试集中, 由于只能拿到测试视频序列的
第一帧的真实框, 因此第一帧的标记代表被跟踪目标)

Fig. 10    Failure cases in GOT-10k dataset (In GOT-10k test set, only the ground truth in the first frame of the test
dataset can be obtained. Therefore, the bounding box of the first frame represents the tracked target)
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