
 

 

基于强化学习的减少烘丝过程中烟丝 “干头” 量的方法
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摘    要   针对烘丝开始阶段存在的烘丝温度超调、过干烟丝较多等问题, 提出一种基于强化学习 (Reinforcement learn-
ing, RL)的减少烟丝“干头” 量的方法. 该方法利用生产实时数据作为输入特征向量感知烘丝生产过程的状态变化, 以烟丝

含水率检测值为依据来评价、优化烘丝温度控制策略, 实现对烘丝机温度设定值的在线修正, 优化烘丝开始阶段的温度控

制, 有效改善烟丝过干问题. 与烘丝机的自动控制模式和人工干预模式相比, 烟丝含水率的标准偏差比自动控制时降低了

44.7%, 比人工干预时降低了 14.3%. 实验结果表明烟丝含水率的稳定性有较大提高, 烟丝“干头” 量明显减少, 验证了所提

方法的有效性和可行性.
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A Method for Reducing Over-dried Tobacco at Head Stage of

Drying Process Based on Reinforcement Learning
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Abstract   To solve the problem of high overshoot of drying temperature and too much over-dried cut tobacco at
head stage of drying process, a method for reducing over-dried tobacco based on reinforcement learning (RL) is proposed.
The presented model detects dynamic performance of tobacco drying system relying on real-time production data,
evaluates and optimizes the temperature control according to the amount of moisture content in tobacco, and per-
forms real-time correction for the set value of dryer temperature. The control strategy optimizes the temperature
control and effectively improves the over-dried problem. The proposed method is compared with the automatic con-
trol mode and manual intervention mode of dryer. The standard deviation of the moisture content in dried tobacco
is reduced by 44.7% compared with automatic control, and decreased by 14.3% compared with manual intervention.
The experimental results show that the stability of the moisture content level is improved, and the amount of over-
dried tobacco is significantly reduced, which verify the effectiveness and feasibility of the proposed method.
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烟丝含水率是制丝生产中对烟丝质量评价的关

键指标, 烘丝机通过控制温度对烘丝筒内的烟丝进

行加热干燥, 使得烟丝含水率符合卷烟工艺的要求,

进而提高烟丝的填充能力和耐加工性, 改善烟丝质

量[1]. 目前烘丝机的温度控制主要采用 PID控制配

合部分前馈控制, 在烘丝过程的开始阶段烘丝温度

由于控制超调升高过快[2], 此时烘丝机内的烟丝量

较少, 从而容易导致该阶段的烟丝水分散失过多使

得烟丝过干, 即常见的“干头” 现象. 在实际生产中,
烘丝开始阶段人工对温度干预比较频繁, 中间阶段

比较少, 尾部阶段一般采取关闭蒸汽阀门的方式减

少烟丝水分散失, 因此开始阶段的烘丝温度控制是

整个烘丝生产过程的关键环节. 由于人工操作经验

的差异性和控制上的延时性, 使得对开始阶段烘丝

温度的控制不稳定, 造成烟丝含水率批次间波动比

较大. 以生产数据中随机选取的某个时间段内 223
个生产批次数据为例, 图 1中实线是烟丝含水率标
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准偏差曲线, 虚线是《卷烟工艺规范》[3] 中对标准偏

差规定的要求值 0.17, 从图中可看出, 虽然严重不

合格的生产批次很少, 但是批次间波动比较大, 难
以满足实际生产的精度需求.

烘丝过程控制主要是根据烟丝含水率检测值调

整过程参数, 使得烘丝温度更好地匹配烟丝流量的

变化, 使得烟丝含水率更接近目标值. 为提高控制

精度、减少过干烟丝量, Pakowski等[4] 提出了一种

分布式参数模型描述烟丝温度、速度、含水率以及

蒸汽温度等变量的关系, 通过迭代得到烟丝干燥过

程的最佳工艺参数组合. Zhou等[5] 基于多采样率

的 RBF-ARX模型对烘丝过程进行分阶段参数优

化以减少烘丝过程中的过干烟丝量. 参数优化模型

一旦建立, 最优参数设置就是固定值组合, 未能充

分考虑生产系统的动态变化. 在炼焦生产过程中,
赖旭芝等[6] 为实现操作参数的动态调整, 提出了一

种基于多目标遗传算法的优化控制策略, 求解多目

标优化问题.
在研究过程优化控制策略中, 除采取参数优化

设置外, 还有针对生产设备 PID控制器的改善研究.
廖龙[7] 通过设计烘丝机模糊控制器来修正 PID的

三个参数实现温度控制的优化. 郑坤明等[8]根据Delta
机器人系统的结构特点, 采用模糊 PID控制与传

统 PID控制器并联的形式对主动臂输入力矩进行

控制, 提高控制的实时性和准确性. 王述彦等[9] 通

过设计模糊 PID控制器改善工程机械多功能试验

台二次调节加载系统的动态响应, 优化控制效果.
文中所研究的烘丝机温度控制系统包括多个 PID
控制器, 然而同时优化多个 PID控制器的参数实际

操作难度比较大[10]. 在烘丝生产的开始阶段烟丝逐

渐进入烘丝筒, 此时无法检测到烟丝实际含水率,
不能进行反馈控制, 烘丝机的温度控制主要依靠前

馈控制和人工干预. 待烟丝流出烘丝筒才能进行含

水率检测从而进行 PID控制, 由于控制超调往往使

得烘丝温度过高, 因此针对 PID控制器参数调优的

方法[11−12] 在烘丝生产最初阶段较难充分发挥作用.
随着工业生产中数据的大量积累, 机器学习算

法逐渐应用于工业过程参数优化的预测控制[13−16].
Dai等[17] 将支持向量机 (Support vector machine,
SVM)算法和遗传算法用于设计基于 PID控制的

谷物干燥控制器, 以改善干燥加工后的谷物质量.
Li等[18] 利用递归模糊神经网络进行复杂微波干燥

过程中温度和水分的预测. 为预测烟叶烘烤过程中

重要参数的变化, Wu等[19] 采用了基于自适应模糊

神经网络的方法. Balbay等[20] 将极限学习机和人工

神经网络用于黑孜然种子干燥过程中含水率的预

测, 分析温度和干燥速率的关系.
研究者还尝试将强化学习算法用在工业控制中

设计自适应 PID控制器, 对 PID控制器的参数进

行在线调优[21−23]. 强化学习[24] 是机器学习的一个分

支, 是从环境状态到动作映射的学习, 使得采取的

动作从环境中获得的累积奖励最大. Günther等[25]

利用深度神经网络和强化学习对激光焊接过程进行

表征、预测, 对焊接功率进行实时控制, 提升激光焊

接质量. Jiang等[26] 研究了具有未知运行模型的浮

选工业过程中双时间尺度运行最优控制问题, 提出

了一种基于起重技术和强化学习 (Reinforcement
learning, RL)的双速率数据驱动算法, 使设备层的

设定值保持在规定的范围内, 同时使精矿和尾矿的

运行指标保持在目标范围内. Feng等[27] 使用部分

可观测马尔科夫决策过程的无模型逼近梯度来解决

动力辅助轮椅的能量优化控制问题, 通过对具有

25个控制参数的回报进行加权探索, 采用有限视界

模糊 Q-迭代进行近最优性分析. Zhang等[28] 针对

部分未知模糊系统, 提出了一种基于模糊积分强化

学习的跟踪控制算法, 将实际工作反馈控制策略的

求解转化为虚拟最优控制问题, 克服了系统原始信

息难以精确掌握的难题, 在机械系统中实现了目标

跟踪、保证了系统的稳定性. 为解决烘丝开始阶段

的烟丝“干头”问题, 本文结合实际生产需求, 利用

强化学习策略对烘丝过程进行建模分析, 提出了一

种基于数据驱动的烘丝温度优化控制方法.
本文主要贡献总结如下:
1)提出了一种基于强化学习策略的减少烟丝

“干头” 量的优化控制方法, 将生产状况的模糊经验

判别转化为基于数据驱动的量化分析, 有效提升烟

丝含水率的稳定性.
2)提出了一种利用 Actor-Critic算法优化烘丝

温度控制的方法, 该算法通过 Actor网络和 Crit-
ic网络动态求解最优的烘丝机温度设定值.

3)通过在实际生产线上进行与烘丝机自动控

制和人工干预控制的对比实验, 验证了所提优化控
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图 1    人工干预时烟丝含水率标准偏差

Fig. 1    Standard deviation of moisture content level in
tobacco when in manual intervention mode
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制方法的有效性. 实验结果表明, 本文所提方法在

提高控制稳定性、降低烟丝含水率标准差方面均优

于对比方法.
本文结构安排如下: 第 1 节描述烟丝含水率的

控制流程; 第 2 节介绍优化控制模型的结构; 第 3
节详细描述烟丝含水率优化控制的建模过程, 并通

过对比实验验证所提方法的有效性; 第 4 节对本文

研究内容进行总结. 

1    烟丝含水率控制

制叶丝工段是烟丝生产中关键的生产工序, 主
要包括切丝、膨胀、干燥、风选等工序, 见图 2, 其中

的 SIROX是烟丝膨胀设备. 干烟丝的含水率是烟

丝生产的关键指标, 受原料烟丝与加工过程参数的

影响. 本文将切叶丝工序和贮柜缓存之间的加工过

程作为烘丝生产系统进行温度优化控制的研究. 烘
丝机出口的烟丝温度高、水分检测误差大, 经过风

选后烟丝温度降低, 水分仪检测数据较准确, 因此

烟丝含水率的检测点选在柔性风选之后, 即图 2中
的冷却水分检测点. 目前操作工对烘丝温度的干预

是基于烘丝生产系统中的过程检测量、控制量、设

备工作参数等生产状态数据以及个人经验而进行的.
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图 2   制叶丝工段

Fig. 2    The stage of cut tobacco processing
 

本文以德国 HAUNI公司生产的 KLD两段式

滚筒烘丝机 (以下简称烘丝机)为例进行研究, 该型

号烘丝机包括两个相通的工作区, 目前一般采用相

同的温度设置. 烘丝过程及温度控制如图 3所示,
烟丝从入口主要经过 SIROX增温增湿机和 KLD
烘丝机两个关键设备, 在烘丝机内进行干燥去湿.
烘丝机的控制系统主要包括前馈控制、烘丝温度控

制、烟丝水分控制等部分. 烟丝含水率的控制最终

是通过控制烘丝温度实现的, 烘丝温度 PID控制器

的输入量包括实际温度的偏差、前馈控制量和烟丝

水分 PID控制器的输出量, 烘丝温度的影响因素主

要包括 KLD烘丝流量、KLD烘前水分、干燥因子

等过程检测量和配方参数等, 在实际生产中人工干

预修正 PID温度控制器的设定值, 共同影响烘丝机

的实际温度.
在目前人工干预模式下, 烘丝开始阶段的温度

控制首先以前馈控制为主, 然后结合 PID反馈控制

共同进行烘丝温度的控制. 烘丝温度控制受多个状

态参数的影响, 人工干预时主要依据烟丝冷却水分

检测值以及对生产状态的预判进行烘丝温度的干预

修正, 难以同时兼顾所有参数对烟丝含水率的影响.
烟丝一般在烘丝筒内滞留几分钟[29], 因此操作工对

温度的干预控制具有延时性, 而该时间段内烘丝筒

中的烟丝量较少以及由 PID控制引起的温度超调,
两者叠加会导致烟丝水分散失过多, 使得达到稳定

生产所需时间较长. 

2    优化控制模型
 

2.1    优化控制策略

f1(x) f4(x)

Ftr F2w

Actor-Critic算法[30−31] 是强化学习中一种重要

算法, 主要由策略网络 (Actor)和评价网络 (Crit-
ic)组成. 策略网络感知环境状态并选择控制策略输

出动作, 评价网络根据来自环境状态的动作奖励和

值函数计算时间差分误差, 用于优化 Actor网络和

Critic网络的网络参数. 基于 Actor-Critic算法的烘

丝温度优化控制策略见图 4, 主要包括烘丝机控制

系统和优化控制模块. 其中,   ~  是烘丝机

进行温度控制时中间变量的计算函数,   、  分

别是计算得到的干烟丝流量和烟丝中的水分流量.
优化控制算法以原料参数、过程检测量、设备参数

等作为状态输入, 以减小烟丝含水率检测值与目标

值之间的差值为策略优化目标, 对烘丝温度设定值

进行在线修正, 即使得式 (1)中性能指标尽可能小:

J(t) =

N∑
i=1

|Macti −Mtar| (1)

Macti Mtar

N

其中,   和  分别是烟丝含水率的实际值和

目标值, 实际值是冷却水分检测值, 目标值是烟丝

配方中的指标值,   是一个生产批次中烟丝含水率

采样次数. 

2.2    优化控制流程

烘丝温度的优化控制流程如图 5所示, 烘丝生
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图 3    烘丝过程及温度控制

Fig. 3    Drying process and temperature control flow
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产系统和优化控制模块之间通过 PLC (Program-
mable logic controller)进行实时数据的同步, 优化

控制模块主要包括数据采集、特征构建和 Actor-
Critic算法三部分. 实时生产数据通过 PLC同步到

优化控制模块, 数据采集部分根据算法需要尽可能

多地获取表征生产状态变化的实时采样数据, 为算

法感知生产环境提供数据支撑. 特征构建部分首先

对采样数据进行预处理和特征参数筛选, 提取出算

法可识别的状态特征和动作回报. Actor-Critic算
法感知生产状态的动态变化, 依据烟丝含水率检测

值与目标值的差值对烘丝温度进行实时优化设置.
通过 PLC将烘丝温度优化值同步到烘丝机控制系

统, 进行烘丝温度设定值的在线修正, 实现烘丝温

度的动态优化控制, 减少因温度超调导致的烟丝“干
头” 量.
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图 5   烘丝温度优化控制流程

Fig. 5    Optimization of temperature control flow 

3    烟丝含水率的优化控制
 

3.1    生产数据采集

生产数据的采集往往是为了满足业务系统的需

要而进行的, 而机器学习模型所需的重要数据采集

不全面, 是人工智能技术在工业领域应用中的常见

问题. 工业数据经过多年的积累往往体量很大, 但
是机器学习算法需要的特征参数可能未包含在当前

的数据采集系统中. 在研究之初发现对优化控制模

型十分关键的烘丝机温度人工设定值并没有记录在

当前的数据采集系统中, 因此增加了温度设定值的

数据采集点, 并同时在三条制丝生产线上进行生产

数据的采集.
烘丝生产是批次生产过程, 设定采样间隔是 10 s,

一个批次生产过程大约采样 750次. 由于不同牌号

烟丝的配方参数以及质量要求等不同, 选定产量较

大的某一牌号的烟丝进行数据积累 ,  最终采用

2018年 5月 ~ 2018年 12月期间 800个批次的约

60万条生产数据进行研究. 

3.2    状态特征构建

烘丝生产系统的状态感知是模型进行烘丝温度

优化控制的前提[32−33], 特征向量能否尽可能全面地

反映过程的状态变化直接影响控制的精度. 人工对

温度干预控制时参考因素包括原料烟丝含水率、冷

却水分检测值、含水率目标值等可检测量, 还包括

对车间环境、生产线差异性的经验积累等潜在的影

响因素. 优化模型要尽可能全面地将这些因素转化

为模型可识别的特征参数 (见图 6), 与生产状态密
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图 4    烘丝温度优化控制策略

Fig. 4    Optimal control strategy for drying temperature
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切相关的参数包括原料烟丝、配方参数、过程检测

量以及设备参数等都应作为模型感知生产环境的输

入量.
  

原料烟丝
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图 6   烘丝生产系统状态感知

Fig. 6    Tobacco drying system state perception
 

生产数据在输入模型前需要进行特征筛选和处

理. 设备的频率、电流等相对固定的参数设置对模

型优化作用不大, 不作为输入特征向量. 批次编号

是多项信息的组合字符串, 每一位代表不同的生产

信息, 例如编号 180823D205. 批次编号以字符串的

形式作为输入参数, 其中隐含的信息不易被模型学

习到, 因此将批次编号切分成年 (2018)、月 (08)、
日 (23)、生产线编号 (D线)、班组 (乙班)、生产序

号 (05)六项特征信息添加到输入向量中, 模型将能

更好地学习生产相关信息. 人工干预时考虑的季节、

生产线差异性、经验差异性等因素, 模型可以通过

年份、月份、生产线编号等参数自动学习, 进而算法

还能通过日期、班组、生产序号等学习到不同班组

在不同生产时间段所采取的温度控制策略的差异

性, 实现更精细的温度控制. 通过筛选和处理后的

烘丝生产系统的状态特征见表 1, 包括原料烟丝、批

次编号、配方参数、过程检测量和设备参数五大特

征类别的 49个生产状态特征.
烘丝生产数据是时间序列的数据, 采用强化学

习算法进行优化控制需要保证当前的状态以及采取

的动作能够决定下一时刻的状态, 因此在模型输入

t

t− n t

49× n

(0, 1)

时需要对时间序列的数据进行预处理. 文中采用时

间滑动窗口的方式进行数据截取, 当前  时刻的特

征向量是  到  时刻所有状态特征的串行组合,
如图 7所示, 经过组合后形成具有  个元素的

列向量作为模型的输入特征向量. 特征向量在输入

模型前进行了 Min-Max归一化处理, 将数据变为

 之间的小数, 即

xnorm =
x− xmin

xmax − xmin
(2)

xmin xmax其中,  ,   分别为所采集生产状态数据的最

小值与最大值. 

3.3    Actor-Critic 优化控制设计

1)系统状态和奖励函数

s(t)

烘丝生产系统即 Actor-Critic算法进行优化控

制的环境, 上述构建的特征向量作为算法可识别的

环境状态 . 烘丝生产系统的质量指标是干烟丝

的含水率, 即冷却水分检测值. 奖励函数的设计是

Actor-Critic优化控制的重要部分, 不同牌号的烟

丝含水率要求不同, 在生产中最终目的是使烟丝含

水率尽可能接近目标值, 且含水率的标准偏差越小

越好. 在研究中参考 3 种常用激活函数分别设计关

于烟丝含水率实际值和目标值的奖励函数, 3 种奖

励函数计算式分别为

Sigmoid′ : r1(t) = −1

2
+

1

1 + e(|Macti−Mtar|)
(3)

tanh′ : r2(t) = −e(|Macti−Mtar|) − e(−|Macti−Mtar|)

e(|Macti−Mtar|) + e(−|Macti−Mtar|)
(4)

ReLU ′ : r3(t) = −|Macti −Mtar| (5)

tanh′ ReLU ′ Sigmoid′

tanh ReLU Sigmoid

其中,    、   和   分别表示参考双

曲正切函数  、  函数和  设计的奖

励函数.
3 种常用激活函数及所设计的奖励函数见图 8

 
表 1    烘丝生产系统状态特征

Table 1    The state features of tobacco drying system

特征类别 生产状态特征 特征数

原料烟丝 KLD烘前水分、KLD烘丝流量、叶丝累计量 3

批次编号 年、月、日、生产线编号、班组、生产序号 6

配方参数 KLD除水量、含水率目标值、干燥能力、干燥因子 4

过程检测量

KLD烘丝段蒸汽流量、SIROX蒸汽流量、SIROX烘丝分汽缸压力、SIROX烘丝分汽缸温度、SIROX排潮风

机负压值、SIROX后温度、SIROX阀后蒸汽温度、SIROX阀后蒸汽压力、SIROX阀前蒸汽温度、SIROX阀

前蒸汽压力、KLD一次减压后蒸汽压力、KLD烘后水分、KLD烘后温度、KLD排潮温度、Ⅰ区工作蒸汽压力、

Ⅱ区工作蒸汽压力、Ⅰ区回水温度、Ⅱ区回水温度、Ⅰ区筒壁温度、Ⅱ区筒壁温度、热风风速、热风温度、排

潮负压、风选冷却排潮负压、冷却温度、冷却水分

26

设备参数
SIROX蒸汽阀门开度、KLD筒转速、KLDⅠ区蒸汽薄膜阀开度、KLDⅡ区蒸汽薄膜阀开度、Ⅰ区筒壁温度设

定值、Ⅱ区筒壁温度设定值、热风蒸汽阀门开度、风门开度、排潮开度、风选冷却排潮开度
10
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ReLU ′

tanh′ Sigmoid′

Sigmoid′

r(t)

−1/2

r(t)

所示, 在绘制奖励函数曲线时以烟丝含水率目标值

12% 为例, 实际烟丝含水率在 12% 上下浮动, 因此

重点绘制烟丝含水率在 12% 左右波动时的奖励函

数取值. 由图看出奖励函数   的曲线斜率不

变, 当实际含水率偏离目标值或大或小时回报值的

变化率是一样的, 而另外两个奖励函数具有不同的

斜率, 在偏离目标值小时  的变化率比 

大. 根据操作经验, 越靠近烟丝含水率目标值, 温度

设置幅度应该越小, 以免引起烟丝含水率波动太大,
结合实际稳定性需求本文采用  作为研究

的奖励函数 . 当实际值接近目标值时, 奖励函数

接近于 0; 当实际值和目标值偏差很大时, 奖励函数

取值为大于  的负值. 实际值越接近目标值, 回报

值越高,   是随烟丝含水率检测值变化的有界函数.
2)烘丝温度优化控制

在实际生产中烘丝温度的正常范围是 129 ~
134 ℃, 烘丝机可接收的最小调整幅度为 0.1 ℃, 优
化控制模型实时输出烘丝温度的设定值, 通过 PLC
同步到烘丝机的 PID控制器, 对烘丝温度设定值进

行在线修正.

a∗(t)

ηk

Actor网络的输出动作是对烘丝温度的预测值

, 即烘丝温度控制的最优设定值. 其中策略函

数为多层神经网络, 所采取动作限制在 129 ~ 134 ℃
之间, 通过神经网络学习正态分布的均值和方差.
为探索人工干预之外的更多优化控制策略, 对神经

网络输出的优化值叠加一个关于状态值函数的高斯

随机噪声 , 值函数小时噪声幅值增加, 值函数大

时则抑制噪声, 对更大的动作空间进行探索. 烘丝

温度优化值的修正计算式为

T (t) = a(t) + ηk(0, σV (t)) (6)

高斯随机噪声的方差为

σV (t) =
1

1 + e2V (t)
(7)

3) TD误差和误差函数

基于 Actor-Critic算法的神经网络更新采用

TD (Temporal difference)误差算法, 计算式为

δTD(t) = r(t) + γvπ(t+ 1)− vπ(t) (8)

vπ(t) vπ(t+ 1)

π

γ

其中,   和  分别为当前时刻和下一时刻

的状态值函数;   为采取的优化策略, 是对烘丝温

度的修正.   为折扣因子, 表示未来的回报相对于

当前回报的重要程度.

s(t)

n1 n2

n3 a(t) vπ(t)

Actor网络和 Critic网络采用具有 3 层隐藏层

的神经网络学习烘丝温度的优化值和状态值函数,
神经网络的输入为烘丝过程的系统状态特征 ,
因此神经网络的输入神经元数目为时间滑动窗口内

的特征采样数 m, 隐藏层神经元数目分别为 ,  ,
, 输出分别是  和 .

Lπ

Actor网络的迭代目标是优化网络参数输出回

报值高的温度设定值, 误差函数  描述为

Lπ = −δTDlnπθ(s, a) (9)
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图 7    模型的输入特征向量

Fig. 7    Input feature vector of the proposed model
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图 8    3 种常用激活函数及设计的奖励函数

Fig. 8    Three commonly used activation functions and the designed reward functions
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πθ(s, a) θ其中,   为网络采取的动作策略,   为神经网

络的网络参数, 采用梯度下降法进行迭代更新, 更
新式为

θ(t)= θ(t−1)+αA∇Lπ= θ(t−1)+αA∇lnπθ(s, a) (10)

αA其中,   为网络的学习速率.
δTDCritic网络基于状态值函数计算 TD误差 ,

Critic网络的误差函数为

Lv =
1

2
δ2TD(t) (11)

网络参数的更新式描述为

w(n) = w(n−1) + αC∇Lv (12)

αC其中, w为神经网络的网络参数,   为网络的学习

速率.
综上所述, 烘丝温度的优化控制过程具体如下:

γ =

0.9 αA = 0.02 αC = 0.1

n = 2 n

m = 588 n1 = 256

n2 = 128 n3 = 64

步骤 1. 初始化模型的各个参数, 折扣因子 

, 学习速率 ,  , 时间滑动窗口

  min, 在  时间间隔内采样 12次, 因此输入的

特征数 , 隐藏层神经元数目设为 ,
,  .

s(t) xi {xi1, xi2, · · · , xi49}
ti s(ti) {xi−11,

xi−10, · · · , xi}
{(s(t1), Mact1), (s(t2),

Mact2), · · · , (s(ti), Macti), · · · , (s(tN ), MactN )}
r(t) ti

Mact Mtar

r(ti) −1/2 + 1/(1 + e|11.9−12|)

s(ti) r(ti)

a(ti) vπ(ti)

a(ti)

ηk

T (ti) a(ti) + ηk(0, σV (ti))

步骤 2. 通过 PLC获取生产数据并构建特征向

量 , 筛选的特征参数   =     ,

i代表时刻 , 模型的输入特征向量   =  

, 即具有 588个元素的列向量. 因此输入

模型的状态−烟丝含水率数据为 

, 根据

式 (3)计算回报值 . 如  时刻的实际烟丝含水

率  为 11.9%, 目标值  设为 12%, 则回报值

  =  . Actor-Critic优化

模型根据输入特征向量  和回报值  输出烘

丝温度的设定值  和状态值 . 为探索人工

干预经验之外的温度设定值,   叠加一个关于状

态值函数的高斯随机噪声 , 经过修正后的温度设

定值为   =  .
T (ti)

s(ti+1)

r(ti+1)

a(ti+1) vπ(ti+1)

步骤 3. 温度优化值  通过 PLC作用于烘

丝机的 PID温度控制器, 对实际烘丝温度进行在线

优化控制, 进而影响烟丝含水率. 通过 PLC获取新

的生产状态数据来构建下一时刻的系统状态特征

向量  , 并根据实际烟丝含水率计算回报值

. 将系统状态特征向量和回报值输入到网络

后得到下一时刻的温度设定值  和 .
δTD(t)步骤 4. 由式 (8)计算 TD误差 , 通过损

失函数 (9)和 (11)以及参数更新式 (10)和 (12)进
行模型参数更新, 优化控制实验在烘丝开始阶段持

续进行. 

3.4    实验结果分析

为验证优化控制模型的有效性和稳定性, 在宁

波卷烟厂进行了优化控制实验, 并与烘丝机自动控

制和人工干预控制两种控制模式进行了对比. 实验

时采用同一牌号的烟丝进行实验, 烟丝含水率的目

标值是 12%, 烘丝机是 KLD2-2Z薄板式滚筒烘丝

机, 水分仪是 NDC公司的 TM710红外水分仪. 在
制丝 D线分别采用 3 种控制模式进行实验, 生产完

成后对烘丝开始阶段 40 min内的数据进行统计分

析, 烘丝机温度和烟丝含水率曲线如图 9所示.
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图 9   3 种模式下烘丝机温度和烟丝含水率曲线

Fig. 9    The dryer temperature and the moisture content
level in tobacco when in three control modes

 

在烘丝机自动控制时, 烟丝开始进入烘丝机的

阶段由 PID控制引起的烘丝温度超调量较大, 此时

烟丝较少、温度过高, 烟丝水分散失过多使得烟丝

过干, 而且持续时间较长. 随着烟丝流量增大和 PID
控制器对温度的调整, 温度逐渐稳定, 烟丝含水率

逐渐向目标值靠近. 人工干预控制时, 依据操作经

验会提前对烘丝机温度进行预设置, 此时温度波动

较小, 产生过干烟丝的持续时间缩短, 但由于实际

生产中操作经验的差异性容易导致温度控制不稳

定, 影响烟丝含水率的稳定性. 采用基于强化学习

的优化控制方法时, 在烟丝进入烘丝机的阶段模型

根据历史数据和实时生产数据对温度进行修正, 等
检测到冷却水分时模型根据实时检测值对温度进行

优化控制, 从图中可以看出烘丝机温度的波动较小,
烟丝含水率能较好地稳定在目标值附近.

实际生产中对烘丝机温度控制的目的是提高烟

丝含水率的稳定性, 3 种控制模式下烘丝开始阶段

的烟丝含水率标准偏差见表 2, 分别对比了在开机

20 min、30 min和 40 min的标准偏差. 烘丝机自动

控制时, 开机 20 min的标准偏差是 0.097, 40 min
时标准偏差为 0.076, 烟丝含水率在烘丝机的 PID
控制下逐渐稳定. 在人工干预和所提 Actor-Crit-
ic优化控制时标准偏差明显降低, 人工干预和优化

控制模型都是通过修正烘丝机的温度使得烟丝含水
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率接近目标值, 优化控制模型对烘丝机温度的调整

更为精确, 烟丝含水率的标准偏差在开机 40 min
时达到 0.042, 比自动控制时降低了 44.7%, 比人工

干预时降低了 14.3%. 综上所述, 基于 Actor-Critic
的烟丝含水率优化控制方法能够有效减小烘丝温度

的超调量, 控制响应快, 烟丝含水率波动小, 烟丝

“干头” 量大大减少. 

4    结束语

在烘丝开始阶段由于烘丝温度的超调和人工干

预的延时容易导致出现较多过干烟丝, 影响烘丝过

程烟丝的整体质量. 本文提出了一种基于 Actor-
Critic算法的烘丝温度优化控制方法, 该方法利用

连续采集的实时生产数据构建烘丝生产系统的状态

特征向量, 优化控制模型通过特征向量感知实际生

产环境, 依据烟丝含水率检测值进行烘丝温度的修

正, 借助 PLC对烘丝温度进行在线优化控制. 实验

结果表明, 采用该优化方法烘丝温度几乎无超调,
控制响应快, 产生过干烟丝的持续时间短, 烟丝含

水率的标准偏差比人工干预时降低了 14.3%, 烟丝

“干头”量大大减少, 能够有效提升烘丝过程烟丝的

整体质量.
下一步工作将深入研究提升烘丝全过程烟丝含

水率稳定性的方法, 研究多种机器学习算法用于烘

丝机温度的优化控制, 进行多参数控制和分布式、

多步更新学习模式的探索. 对烘丝生产系统进行建

模与仿真, 通过仿真分析与现场实验相结合验证所

提算法, 提升实际烘丝生产中烟丝质量的优化空间.
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