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区间多目标优化中决策空间约束、支配及同序解筛选策略

陈志旺 1 白 锌 1 杨 七 1 黄兴旺 1 李国强 1

摘 要 针对优化函数未知的昂贵区间多目标优化, 根据决策空间数据挖掘, 提出了一种基于最近邻法和主成分分析法

(Principal component analysis, PCA) 的 NSGA-II 算法. 该算法首先通过约束条件将待测解集分为可行解和非可行解, 利用

最近邻法对待测解和样本解进行相似性计算, 判断待测解是否满足约束. 然后对于两个解的 Pareto 支配性同样利用最近邻法

来区分解之间的被支配和非被支配关系. 由于目标空间拥挤距离无法求出, 为此在决策空间利用主成分分析法将 K-均值聚类

后的解集降维, 找出待测解的前、后近距离解, 通过决策空间拥挤距离对同序值解进行筛选. 实现 NSGA-II 算法的改进.
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Strategy of Constraint, Dominance and Screening Solutions with Same

Sequence in Decision Space for Interval Multi-objective Optimization
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Abstract For the problem of expensive interval multi-objective optimization with unknown optimization functions, a

kind of NSGA-II is proposed based on data mining technology in decision space which includes nearest neighbor and PCA.

Firstly, candidate solutions in the solution set are divided into feasible solutions and non-feasible solutions according to

constraints. And nearest neighbor is used to distinguish the solutions which meet constraints through computing similarity

between candidate solutions and sample solutions. Secondly, nearest neighbor is also applied to distinguish dominance

relationship and non-dominance relationship for Pareto dominance relationship of the two solutions. Finally, due to the

absence of the crowding distance in objective space, the solution set is clustered by K-means clustering, in order to compare

the solutions with same sequence, then the dimensions of the solutions of each category are reduced by PCA, thus the

closest solutions before and after candidate solutions can be found. So that the solutions with same sequence are screened

by crowding distance in decision space. Therefore, the NSGA-II is improved.
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在现实生活、工程等领域, 存在许多问题需要
在给定区域上对多个目标函数同时进行优化, 这类
问题被称作多目标优化问题 (Multi-objective opti-
mization problems, MOP)[1]. 近年来, 使用进化算
法求解 MOP 取得显著成果[2]. 但研究对象多是优
化函数已知且不含扰动的确定性问题. 而现实生活
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中, 由于主客观因素影响, 优化问题常存在以下问
题:

1) 优化问题中目标函数和约束函数往往含有不
确定变量. 例如汽车碰撞安全性设计[3], 由于加工精
度和后期时效处理等原因, 使得汽车车身的材料参
数, 如弹性模量和密度等会在规定值附近产生一定
扰动. 这种扰动会对汽车安全性计算产生影响, 所以
在汽车碰撞分析时, 还需考虑材料的不确定性.

2) 对于大多数优化问题, 其优化函数的精确数
学模型常难以获得. 对于某输入虽可通过对优化对
象进行 “实验评估”获得输出值.但某些优化问题中,
评估实验所需的成本高昂, 大量评估实验必然造成
成本灾难. 例如空气动力学设计[4]、药物设计[5] 等.
这里将以上两个问题总结为 “优化函数未知的

昂贵区间多目标优化问题”. 对于问题 1), 由文献 [6]
可知, 解决含不确定变量优化问题的方法有三种: 随
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机规划、模糊规划和区间规划. 采用随机规划时, 需
已知该随机变量满足的概率分布; 采用模糊规划时,
需已知该模糊数的隶属度函数; 采用区间规划时, 需
已知该区间的上下限或者中点和半径. 而在实际优
化问题中得到变量的取值范围要比得到其概率分布

或隶属度函数容易. 故对于优化函数中含不确定变
量的问题, 利用区间描述不确定性优于其他两种方
法. 对于区间规划求解方法已有成果很多, 主要可
以分为两类: 第一类通过引入区间数序关系将约束
多目标区间优化问题转化成约束多目标确定优化问

题[7]; 另一类为直接求解区间优化问题的算法[8]. 文
献 [9] 的作者通过将区间规划引入到 NSGA-II 算
法, 实现区间多目标优化问题的直接求解.
对于问题 2), 有两种解决思路. 一种是函数建

模, 另外一种是数据驱动[10]. 针对第一种思路, 学者
们将系统辨识思想引入到多目标优化领域. 其主要
思路是利用回归算法对一组样本点进行学习训练而

辨识出原始目标函数的近似模型, 并将此模型作为
代理模型[11] 运用于算法优化. 目前, 基于代理模型
的多目标优化进化算法备受学术界关注[12], 并涌现
出了许多优秀代理模型, 其中最具代表性的有高斯
过程[13]、多项式模型[14]、神经网络[15] 以及支持向量

机[16]. 然而创建代理模型需要较多先验知识且每个
目标函数都需要单独建模, 模型类型和参数精度直
接影响建模准确率[17]. 而且以往在基于代理模型的
多目标优化研究中, 辨识的优化函数多为确定性的,
而对含不确定性的优化函数, 传统建立确定模型的
方法将不再适用. 为此, 基于数据驱动的思想, 郭观
七等[18] 提出了基于等价子向量最小交叉距离的相

似性测度, 并利用最近邻法直接在决策空间对多目
标优化 Pareto 支配性进行预测. 显著减少了遗传算
法对目标向量评估计算的依赖, 为解决多目标计算
成本灾难问题提供了有效方法. 但由文献 [9] 可知求
解多目标优化问题需解决的主要问题有 3 个: 1) 排
除不可行解; 2) 计算解之间的支配关系从而获得序
值; 3) 通过目标向量计算对同序值解进行排序. 文献
[18] 虽然解决了问题 2), 却忽略了另外两个问题. 针
对以上不足, 本文利用模式识别方法解决了可行解

预测. 又基于决策空间的流形理论[19−20],利用K-均
值聚类算法和主成分分析法 (Principal component
analysis, PCA)[21] 提出了决策空间拥挤距离的计算
方法, 在决策空间实现对相同序值解的筛选, 完善了
求解基于 Pareto 最优性多目标优化问题的最近邻
法策略. 并将该策略引入 NSGA-II 中, 构成本文基
于最近邻法和 PCA 的 NSGA-II 算法.

1 区间多目标优化原理简介

1.1 问题描述

区间多目标优化问题的一般表达式为

min
xxx

FFF (xxx,uuu) = (fm(xxx,uuu)), m = 1, 2, · · · , z

s.t. gj(xxx,uuu) ≥ aj = [aj, aj], j = 1, 2, · · · , n

hk(xxx,uuu) = bk = [bk, bk], k = 1, 2, · · · , n∗

xxx = (x1, · · · , xq) ∈ Rq, xt ∈ [xt, xt],

t = 1, 2, · · · , q

uuu = (u1, · · · , up) ∈ Rp, ul ∈ [ul, ul],

l = 1, 2, · · · , p (1)

其中, FFF (xxx,uuu) 为目标函数向量, fm(xxx,uuu) 为第m 个

区间目标函数. xxx = (x1, · · · , xq) 为 q 维解, xt 是 xxx

的第 t 个变量, xt 和 xt 为变量 xt 的上下边界. uuu

= (u1, · · · , up) 为函数 FFF (xxx,uuu) 的 p 维内部扰动向

量, ul 是扰动向量 uuu 第 l 个变量, ul 和 ul 为变量

ul 的上下边界. gj(xxx,uuu) 是第 j 个区间不等式约束,
hk(xxx,uuu) 是第 k 个区间等式约束.

1.2 区间 Pareto支配性定义

令XXX = {xxx1,xxx2, · · · ,xxxpop} 为优化问题 (式 (1))
在决策空间的一个解集, pop 为解集规模. xi 和 xj

(i, j = 1, 2, · · · , pop) 为解集中XXX 的两个解.
定义 1[9]. 令 P (fm(xxxi,uuu) ≤ fm(xxxj,uuu)) 为区间

fm(xxxi,uuu)小于等于区间 fm(xxxj,uuu)的区间可能度.根
据文献 [22] 中区间 6 种位置关系, 可得区间可能度
的计算公式如式 (2).

P (fm(xxxi,uuu) ≤ fm(xxxj,uuu)) =





0, fm(xxxj,uuu) ≤ f
m

(xxxi,uuu)
(fm(xxxj ,uuu)−f

m
(xxxi,uuu))

2

8fr
m(xxxi,uuu)fr

m(xxxj ,uuu)
, f

m
(xxxj,uuu) < f

m
(xxxi,uuu) < fm(xxxj,uuu) < fm(xxxi,uuu)

fc
m(xxxj ,uuu)−f

m
(xxxi,uuu)

2fr
m(xxxi,uuu)

, f
m

(xxxi,uuu) < f
m

(xxxj,uuu) < fm(xxxj,uuu) ≤ fm(xxxi,uuu)

1− (fm(xxxi,uuu)−f
m

(xxxj ,uuu))
2

8fr
m(xxxi,uuu)fr

m(xxxj ,uuu)
, f

m
(xxxi,uuu) ≤ f

m
(xxxj,uuu) < fm(xxxi,uuu) < fm(xxxj,uuu)

fm(xxxj ,uuu)−fc
m(xxxi,uuu)

2fr
m(xxxj ,uuu)

, f
m

(xxxj,uuu) ≤ f
m

(xxxi,uuu) < fm(xxxi,uuu) ≤ fm(xxxj,uuu)

1, fm(xxxi,uuu) ≤ f
m

(xxxj,uuu)

(2)
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定义 2[9]. 对于式 (1)的两个解xxxi 和xxxj,如果区
间可能度 P (fm(xxxi,uuu) ≤ fm(xxxj,uuu)) (式 (2)) 均不小
于 0.5,且存在区间可能度 P (fm(xxxi,uuu) ≤ fm(xxxj,uuu))
大于 0.5, 则称 xxxi 支配 xxxj, 记为 xxxiÂP xxxj, 也可称 xxxj

被 xxxi 支配, 记为 xxxj ≺P xxxi, 即:

∀m ∈ (1, 2, · · · , z) :

P (fm(xxxi,uuu) ≤ fm(xxxj,uuu)) ≥ 0.5

∃m ∈ (1, 2, · · · , z) :

P (fm(xxxi,uuu) ≤ fm(xxxj,uuu)) > 0.5

定义 3[9]. 如果 xxxi 不支配 xxxj, 且 xxxj 也不支配

xxxi, 则称 xxxi 和 xxxj 互不支配, 记为 xxxi ‖pxxxj .

1.3 区间距离公式

定义 4[9]. 对于一个区间数 a = [a, a], 设 ac =
(a + a)/2, ar = (a− a)/2, aw = a− a, 则称 ac, ar,
aw 分别为区间数 a 的中点、半径和不确定度.
定义 5[9]. 区间数 fm(xxxi,uuu) 和 fm(xxxj,uuu) 的区

间距离公式如下:

dij =

√
D2 +

1
3
F − 2

3
(T r )2 (3)

其中, D = f c
m(xxxi,uuu)− f c

m(xxxj,uuu), F = f r
m(xxxi,uuu)2 +

f r
m(xxxj,uuu)2, T = (fm(xxxi,uuu) ∩ fm(xxxj,uuu)) 表示区间

fm(xxxi,uuu) 和 fm(xxxj,uuu) 的交集. T r 为区间 T 的半

径.

1.4 约束处理方法

从式 (1) 可以看出, 约束条件有两种类型: 等式
约束和不等式约束. 对于等式约束, 可以牺牲某些
准确性为代价, 放宽约束而将它们转换成不等式约
束[9, 22], 不妨将 hk(xxxi,uuu) = bk 表示为 bk ≥ hk(xxxi,
uuu) 和 hk(xxxi,uuu) ≥ bk, 这样 n∗ 个等式约束转化为 2
× n∗ 个不等式约束, 进而利用式 (2) 计算解满足约
束条件的可能度. 以第 δ 个不等式约束 bδ ≥ hδ(xxxi,
uuu) 为例, 则满足约束条件的可能度为 P (bδ ≥ hδ(xxxi,
uuu)), 令 `δ(xxxi) 为种群个体违反第 δ 个不等式约束的

约束违背程度. 根据可能度的性质可得 `δ(xxxi) = 1 −
P (bδ ≥ hδ(xxxi,uuu)), 即 `δ(xxxi) = P (bδ < hδ(xxxi, uuu)).
在此基础上得可行解定义如下.

定义 6[9]. 针对式 (1) 中所描述的优化问题, 对
于某解 xxxi, 若 `δ(xxxi) ≤ θmax

δ , 则称 xxxi 为该优化问题

的可行解, 否则为不可行解. θmax
δ (0 ≤ θmax

δ ≤ 1)
称为第 δ 个不等式约束的约束允许违背度. θmax

δ 需

人为给定, 默认值取 0.5.
对于算法的种群筛选, 需先根据约束允许违背

度将不可行解删除.

2 可行解和 Pareto支配性的最近邻预测

2.1 可行解预测

由定义 6 得, 种群中的解依据 θmax
δ 分为可行解

和不可行解. 令

λ(xxxi) =

{
1, `δ ≤ θmax

δ

2, `δ > θmax
δ

,

δ = 1, 2, · · · , 2n∗ + n (4)

其中, λ(xxxi) = 1 表示 xxxi 为可行解, λ(xxxi) = 2 表示
xxxi 为不可行解. 在目标向量未知的情况下, 通过训
练样本集对可行解进行预测属于有监督分类. 而最
近邻分类法正属于有监督分类法, 而且是非参数模
式识别法中最重要的方法之一. 该算法无需构建分
类模型, 可直接利用训练样本集实现对待测集合的
分类, 且可在线更新训练样本集, 随时对分类进行矫
正. 故本文利用该方法对可行解进行预测. 可行解
预测过程如下:

1) 通过评估实验获得训练样本集 ST .
2) 为公平处理各决策分量, 避免样本间相似性

受部分决策分量主导, 将 ST 中的解和待测解 xxxi 按

照式 (5) 归一化处理得到训练样本集 ST ∗ 及 xxx∗i .

xxxi = (xi1, xi2, · · · , xiq), xit ∈ [xt, xt]

x∗it =
xit − xt

xt − xt

, xxx∗i = (x∗i1, x
∗
i2, · · · , x∗iq) (5)

3) 从 ST ∗ 中找出与 xxx∗i 最相似 (欧几里得距离
最小) 的解反归一化后作为 xxxi 的相似解 xxxsim

i .
4) 利用区间可能度 (式 (2))、约束允许违背度

(定义 6) 及训练样本集中的数据计算 λ(xxxsim
i ), 令

λ(xxxi) = λ(xxxsim
i ).

2.2 Pareto支配性预测

由定义 2 和定义 3 可知支配关系存在三种情况:
1) xxxi 被 xxxj 支配; 2) xxxi 支配 xxxj; 3) xxxi 和 xxxj 互不支

配. 由于某种群的序值可通过比较解被支配的次数
获得, 被支配次数越少序值越优. 故为了计算某种群
中解的序值, 将上述情况 2) 和情况 3) 合并, 支配情
况被分为两类: 1) xxxi 被 xxxj 支配; 2) 其他情况. 令
w(xxxi,xxxj) 为解 xxxi 和 xxxj 的支配性, 则:

w(xxxi,xxxj) =

{
1, xxxi≺Pxxxj

2, 否则
(6)

文献 [18] 利用最近邻法实现了对确定性多目标
优化问题的 Pareto 支配性预测. 而区间多目标优化
问题与确定性多目标优化问题相比, 两者决策空间
的解均为确定数, 只是目标空间的决策向量不同, 前
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者为区间数, 后者为确定数. 已知最近邻法只是对决
策空间的解进行相似性计算, 进而实现对 Pareto 支
配性的预测, 目标空间的运算只用于训练样本集的
创建和更新. 故最近邻法仍可应用于区间多目标优
化问题的 Pareto 支配性预测. 具体过程如下:

1) 通过评估实验获得训练样本集 ST .
2) 将 ST 中的解和待测解 xxxi, xxxj 按照式 (5) 归

一化处理得到训练样本集 ST ∗ 及 xxx∗i , xxx∗j .
3) 从 ST ∗ 中分别找出和 xxx∗i , xxx∗j 最相似 (欧几

里得距离最小) 的解反归一化后作为 xxxi 和 xxxj 的相

似解 xxxsim
i 和 xxxsim

j .
4) 利用区间可能度 (式 (2))、区间 Pareto 支配

关系 (定义 2) 及训练样本集中的数据计算 w(xxxsim
i ,

xxxsim
j ), 令 w(xxxi,xxxj) = w(xxxsim

i ,xxxsim
j ).

2.3 训练样本集

对于 Pareto 支配性和可行解的预测, 两者的训
练样本集 ST 为同一集合. 训练样本集包括解向量
xxxi 以及对优化对象进行实验评估获得各目标及约束

的函数值:




fm(xxxi,uuu), m = 1, 2, · · · , z

gj(xxxi,uuu), j = 1, 2, · · · , n

hk(xxxi,uuu), k = 1, 2, · · · , n∗
,

i = 1, 2, · · · , η (7)

其中, η 为训练样本集的规模. 将解向量 xxxi 与其评

估结果按照式 (8) 合并, 构成所需的训练样本集:

ST = {(xxxi, f1(xxxi,uuu), · · · , fz(xxxi,uuu),

g1(xxxi,uuu), · · · , gn(xxxi,uuu),

h1(xxxi,uuu), · · · , hn∗(xxxi,uuu))},
i = 1, 2, · · · , η (8)

训练样本集 ST 更新时只需将新解与目标及约

束函数值按照式 (8) 的形式并入到训练样本集 ST

中即可. 利用训练样本集进行预测时, 无论是支配性
预测还是可行解预测, 在找到相似解后都可以利用
训练样本集算出预测值.

3 决策空间拥挤距离

通常 Pareto 前沿的分布均匀性和散布性是衡
量多目标优化算法的重要指标. NSGA-II 算法通过
目标空间的拥挤距离计算对同序解进行排序, 提高
Pareto 前沿的均匀性和散布性. 而上述最近邻策略
利用决策空间的解直接预测可行解和支配关系, 略
过了目标向量的求取, 进而无法在目标空间计算拥
挤距离[9]. 由于种群的多样性可以提高 NSGA-II 算
法的并行计算性能, 而种群的多样性包括决策空间

解集的均匀性和散布性[23]. 因此本文在决策空间
利用拥挤距离思想对同序值解进行排序. 但应用拥
挤距离的前提是已知种群解的前、后近距离解, 而
种群解是没有顺序的随机解, 因此目标空间的近距
离解指定方法在此失效. 由文献 [19−20] 可知根据
Karush-Kuhn-Tucker 条件, 一个连续的 m 个目标

的多目标优化问题在光滑的情况下, 它的 Pareto 解
集在决策空间的分布是一个分段、连续的 (m − 1)
维的流形. 因此可依据此理论利用 PCA 算法在流
形上指定种群解的前后近距离解. 以下以双目标优
化问题为例进行说明, 对于双目标优化问题, 其解集
分布是一维流形, 即主曲线. 可通过 PCA 获得主曲
线的流形方向即第一主元方向, 基于此方向计算决
策空间的拥挤距离, 拥挤距离越大则解集的多样性
越好[23], 进而实现同序值解筛选.

设集合 L 的解序值相同, 解 xxxi ∈ L 在决策空间

上的拥挤距离示意图如图 1 所示.
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图 1 决策空间拥挤距离

Fig. 1 The crowding distance in decision space

图 1 中, “ ” 代表优化问题的一个解, “ ”
为第一主元方向, “ ” 为投影方向, “ ” 为解集
合所呈现的流形, L 中与 xxxi 属于同类的解构成集合

S.
具体计算方法如下:
1) 利用 K-均值聚类算法对集合 L 进行聚类,

聚类数为 N cluster (聚类数可根据经验选取). 从集合
L 中选出与 xxxi 为同一类的解, 构成集合 S. 从而得
到能够描述 xxxi 所在同类解流形的集合. 此时 xxxi 在

集合 S 中分布情况有两种: a) xxxi 位于同类解流形非

端点处 (如图 1 (a)); b) xxxi 位于同类解流形的端点处

(如图 1 (b)).
2) 利用 PCA 对解集 S 进行降维, 获得第 j 主

成分的方向 vvvj (即 S 中所有解的协方差矩阵的第 j

大特征值对应的特征行向量), 利用式 (9) (取 j = 1)
将集合 S 向第 j 主成分方向投影:

x∗i = vvvj × xxxi
T, j = 1 (9)

从而获得降维后的集合 S∗, x∗i ∈ S∗ 为 xxxi 所对应的

降维后的数据点, 记录数据点和解的对应关系.
3) 从 S∗ 中找出大于 x∗i 的数据点构成点集 S1,

找出小于 x∗i 的数据点构成点集 S2. 分别从 S1 和
S2 中找出距离 x∗i 最近的点, 记为 x∗m 和 x∗n. 通过
2) 中得到的对应关系找出与数据点 x∗m 和 x∗n 所对
应的解, 记为 xxxm 和 xxxn.

4) 由图 1 (a) 可知, 当 xxxi 为非端点解时, S1 和
S2 都为非空集合, 故可以找到 xxxm 和 xxxn, 将 xxxm 和

xxxn 之间的距离作为 xxxi 的决策空间拥挤距离. 而当
xxxi 为端点解时 (图 1 (b)), S1 和 S2 必然有一个为
空集, 故只能找到 xxxm 或者 xxxn. 从流形全局来看, 图
1 (b) 包含图 1 (c)、图 1 (d) 和图 1 (e) 三种情况, 即
xxxi 可能位于整体流形端点处 (图 1 (c)), 保留该点可
提高流形的散布性; 也可能 xxxi 位于整体流形稀疏处

(图 1 (d)), 保留该点可提高流形的均匀性; 还可能位
于流形的转折处 (图 1 (e)), 保留该点有利于刻画流
形走势. 三者都有利于改善种群的多样性. 故为保
证其不被排除, 令其决策空间拥挤距离为无穷大. 此
处理与传统的 NSGA-II 端点拥挤距离为无穷处理
相同. 式 (10) 为 xxxi 在决策空间的拥挤距离计算公

式, 距离越大越优.

dis(xxxi) =

{
dmn, (S1 6= φ) ∧ (S2 6= φ)

Inf, 否则
(10)

其中, dmn 表示向量 xxxm 和 xxxn 的 2 范数, (S1 6= φ)
∧ (S2 6= φ) 表示集合 S1 非空且集合 S2 非空, Inf
表示无穷大.

4 改进的NSGA-II

针对优化函数未知的昂贵区间多目标优化问题,
本文对传统的区间 NSGA-II 进行了如下改进: 1)
通过引入最近邻法求解策略实现区间优化问题的可

行解预测; 2) 通过引入最近邻法求解策略实现解之
间支配关系的预测; 3) 利用 K-均值聚类和 PCA 两
种算法算出决策空间拥挤距离, 在目标向量未知的
情况下, 解决了同序解的排序问题. 具体过程如下:
步骤 1. 初始化算法总代数 G, 指导评估和预测

两环节交替运算的参数 ke. 初始化种群 N(k) (k 为
进化代数, 令 k = 0), N(k) 包含解的个数为 pop, 即
种群规模. 初始化训练样本集 ST (解的个数为 η),
精英储备集W 和可行解备选集 F , 后两者为空集即
可.

步骤 2. 对父代种群 N(k) 进行交叉变异获得
子代种群 (种群规模为 pop). 判断 k 是否能被 ke 整

除, 若是则跳转步骤 3, 否则跳转步骤 6.
步骤 3. 子代、父代和精英储备集W 合并构成

新种群 R(k), 若有相同解只保留一个.
步骤 4. 对优化对象进行实验评估得到种群

R(k) 中解的目标函数值, 根据第 2.3 节更新训练样
本集 ST .

步骤 5. 利用评估实验结果对种群 R(k) 按照序
值和目标空间拥挤距离进行筛选[9], 筛选后获得种
群 N(k + 1) (种群规模为 pop), 更新精英储备集即
W = N(k + 1) (W 用于存储评估筛选后的解). 跳
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转步骤 12.
步骤 6. 子代和父代合并构成新种群 R(k).
步骤 7. 判断 k − 1 是否能被 ke 整除, 若是则

跳转步骤 8, 否则跳转步骤 9.
步骤 8. 根据第 2.1 节, 利用最近邻法先对可行

解备选集 F 中的每个解进行可行解预测, 去除不可
行解. 筛选出的可行解可构成集合 F ∗, 并清空可行
解备选集 F (F 用于存储预测得到的不可行解).
步骤 9. 根据第 2.1 节, 利用最近邻法先对种群

R(k) 中的每个解进行可行解预测, 去除不可行解,
并将不可行解并入可行解备选集 F . 若集合 F ∗ 为
非空集则将 F ∗ 并入 R(k) 中, 并清空集合 F ∗.
步骤 10. 根据第 2.2 节, 利用最近邻法预测种

群 R(k) 中解之间的支配性, 进而获得序值.
步骤 11. 根据第 3 节, 相同序值的解通过决策

空间的拥挤距离进行排序, 拥挤距离越大越优. 筛选
后获得种群 N(k + 1) (种群规模为 pop).

步骤 12. 判断算法是否进化了G代,如果满足,
转步骤 13, 否则, 令 k = k + 1, 转到步骤 2.
步骤 13. 输出精英储备集W 中的 Pareto 解集

及 Pareto 前沿.

5 仿真优化实验

本文以优化问题 Q1[24] (式 (11)), Q2[9] (式
(12)) 为例, 验证所提算法的有效性.

min f1(xxx,uuu) = −10e−u1

√
x12+x22

f2(xxx,uuu) = |x1|0.8 + |x2|0.8 +

u2(sinx1
3 + sin x2

3),

x1 , x2 ∈ [−5, 5]

u1 ∈ [0.19, 0.21], u2 ∈ [4.9, 5.1]
(11)

min f1(xxx,uuu) = u1(x1 + x2 − 7.5 )2 +

u2
2(x2 − x1 + 3 )2

4

f2(xxx,uuu) =
u1

2(x1 − 1 )2

4
+

u2
3(x2 − 4 )2

2
s.t.

g1(xxx,uuu) =
u1

2 (x1 − 2)3

2
+ u2x2 − 2.5 ≤ [0, 0.3]

g2(xxx,uuu) = u1
3 x2 + u2

2 x1 − 3.85 −
8 u2

2(x2 − x1 + 0.65 )2 ≤ [0, 0.3]

x1 ∈ [0, 5], x2 ∈ [0, 3], u1, u2 ∈ [0.9, 1.1]
(12)

如不做特殊说明, 算法参数取值如下: η 初值为

40, 变异概率为 0.2, θmax
δ = 0.5, N cluster = 6, pop

= 40, ke = 20, G = 200. 为了衡量算法所得前沿的
优劣, 这里取文献 [9] 中的 E 测度 (用于衡量前沿的
均匀性), D 测度 (用于衡量前沿的散布度) 以及文
献 [24] 中的 C 测度 (用于衡量前沿的收敛性).

5.1 预测准确率

预测准确率定义如下: 待测种群中解预测正确
的个数和种群规模的百分比. 图 2 (a)和图 2 (b)分别
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图 2 预测准确率

Fig. 2 The predicting accuracy

为优化问题 Q1 和 Q2 的支配性预测准确率随遗传
代数变化的走势图. 可知 Q1 初始支配性预测准确
率只有 0.6, 100 代后趋于稳定. 而优化问题 Q2 其
走势和 Q1 正好相反: 20 代前算法支配性预测准确
率大于 0.8, 而 20 代以后预测准确率下降到 0.5, 40
代后趋于稳定. 若只考虑初代, 则 Q2 的支配性预测
准确率要好于 Q1, 但由表 1 可知就整体均值而言,

优化问题 Q1 支配性预测准确率的平均值为 0.8011,
而优化问题 Q2 的只达到 0.7068, Q1 的支配性预测
准确率要好于 Q2, 与只比较初代所得结果相反. 针
对进化算法, 通过整体均值进行说明更为准确. 故比
较两个函数的预测准确率时不能只看某一代, 应对
所有代进行全面分析. 而文献 [18] 中分析预测准确
率时, 训练样本集和预测样本集都是在决策空间随
机产生的, 相当于只对图 2 (a) 和图 2 (b) 中第 1 代
的准确率进行分析. 这种分析方式是不全面的. 图
2 (c) 为优化问题 Q2 可行解预测准确率随遗传代数
变化的走势图. 图中优化问题 Q2 的可行解预测准
确率在前 40代有所下降,但 40代以后趋于平稳. 由
表 1 可知优化问题 Q2 的可行解预测准确率平均值
为 0.8647. 可见对于优化问题 Q2, 利用最近邻法对
可行解预测具有高准确率. 图 2 (d) 和图 2 (e) 分别
为 Q1 和 Q2 利用决策空间拥挤距离对种群筛选准
确率随遗传代数变化的走势图. 筛选准确率定义如
下: 先对优化对象进行实验评估, 计算待测种群支配
情况从而获得序值, 然后对该种群分别采用目标空
间拥挤距离和决策空间拥挤距离进行筛选获得种群

R1 和 R2, 通过计算两个种群相同解个数占种群 R2
规模的百分比作为筛选准确率. 由表 1 可知两优化
问题都具有高筛选准确率, 平均值均大于 0.8. 说明
了本文所提决策空间拥挤距离的有效性.

表 1 预测准确率平均值

Table 1 The average of predicting accuracy

优化问题 支配性预测 可行解预测 拥挤距离筛选

Q1 0.8011 — 0.8660

Q2 0.7068 0.8647 0.9820

5.2 本文算法与优化函数已知算法的比较

图 3 (a)和图 3 (b)为在优化函数未知的条件下,
本文改进的 NSGA-II 算法对问题Q1 和Q2 进行优
化所得前沿, 图 3 (c) 和图 3 (d) 为本文算法、区间
NSGA-II[9] 和区间粒子群[24] 的前沿中心对比图, 后
两种算法均是在优化函数已知的情况下进行优化求

解. 由图 3 可知, 本文算法和其余两种算法的前沿十
分接近. 为了全面评价算法性能, 表 2 为各算法的前

表 2 不同算法的 Pareto 前沿测度指标

Table 2 The performance measures of Pareto fronts in different algorithms

算法 改进 NAGA-II 区间粒子群 区间 NAGA-II

测度 E 测度 D 测度 E 测度 D 测度 E 测度 D 测度

Q1 0.1609 8.2498 0.1457 8.1768 0.1417 8.2465

Q2 0.2232 11.8130 0.2236 11.9292 0.2012 11.9637
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沿测度指标.由表 2 可知, 本文算法Q1的D测度好
于后二者, Q2 的 E 测度好于区间粒子群算法, 而其
余测度较差, 但与后二者的差距均很小. 这说明: 1)
本文算法获得前沿总体上和函数已知算法所得前沿

性能非常接近; 2) 若 ke = 1, 其他参数不变, 则本文
算法退化为区间 NSGA-II, 可知评估次数越多 (ke

越小), 获得优异前沿的可能性越大. 所以为了提高
优化效果, 应尽可能多地对优化对象进行实验评估.

5.3 约束、支配及同序解筛选策略有效性分析

由第 4 节可知, 本文算法先通过对优化对象进

行少量实验评估, 再将评估数据作为训练样本集, 利
用最近邻法推动算法进化. 为了验证预测策略的有
效性, 设计了一对比实验:

算法 1. 取算法参数 ke = 1, G = 10, 其余参数
不变, 则算法无约束、支配及同序解筛选策略, 只通
过对优化对象进行实验评估优化求解.
算法 2. 取算法参数 ke = 20, G = 200, 其余参

数不变, 则算法不仅对优化对象进行实验评估, 还按
照第 4 节的步骤引入了约束、支配及同序解筛选策
略.

两种算法的评估实验次数相同.图 4为针对优化

图 3 不同算法的 Pareto 前沿

Fig. 3 The Pareto fronts based on different algorithms

图 4 不同算法的 Pareto 前沿

Fig. 4 The Pareto fronts based on different algorithms
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表 3 不同算法的 Pareto 前沿测度指标

Table 3 The performance measures of Pareto fronts in different algorithms

算法 算法 1 算法 2

测度 E 测度 D 测度 C 测度 E 测度 D 测度 C 测度

Q1 0.1877 8.1380 0.4383 0.1609 8.2498 0.3390

Q2 0.7258 9.8332 0.3789 0.2232 11.8130 0.3032

问题 Q1 和 Q2 实验获得的 Pareto 前沿中心分布
图, 可看出对于 Q1 和 Q2, 算法 2 要好于算法 1. 为
了全面分析两算法性能, 表 3 为两算法的前沿测度
指标. 由表 3 可知, 算法 2 所对应优化问题的所有
测度都要好于算法 1. 即在同样的评估次数下, 引入
约束、支配及同序解筛选策略后前沿性能有明显提

升. 故针对优化函数未知的昂贵区间多目标优化问
题, 本文提出的策略可以挖掘已有评估数据, 利用有
益知识驱动算法优化, 实现在不增加评估实验成本
情况下, 提高算法的性能.

本文的算法用于文献 [24] 中的其他仿真实例也
能得到相同结论.

6 结论

本文利用最近邻法实现了对解的支配性和可行

解的预测, 并基于决策空间的流形理论, 以提高流形
上的多样性为目标, 利用 K-均值聚类和 PCA 提出
了决策空间拥挤距离的计算方法, 改进了求解区间
多目标优化问题的 NSGA-II 算法. 经仿真实验得该
算法在不增加评估成本的条件下, 可有效提高算法
性能. 与优化函数已知情况下区间多目标优化算法
相比, 本文算法在优化函数未知的情况下, 通过少量
的实验数据便可获得理想前沿, 故应用范围比基于
精确函数模型的优化方法广.
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