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小数据集条件下基于数据再利用的BN参数学习

杨 宇 1 高晓光 1 郭志高 1

摘 要 着重研究了小数据集条件下结合凸约束的离散贝叶斯网络 (Bayesian network, BN) 参数学习问题, 主要任务是用先

验知识弥补数据的不足以提高参数学习精度. 已有成果认为数据和先验知识是独立的, 在参数学习算法中仅将二者机械结合.

经过理论研究后, 本文认为数据和先验知识并不独立, 原有算法浪费了这部分有用信息. 本文立足于数据信息分类, 深入挖掘

数据和先验知识之间的约束信息来提高参数学习精度, 提出了新的 BN 参数学习算法— 凸约束条件下基于数据再利用的贝

叶斯估计. 通过仿真实验展示了所提算法在精度和其他性能上的优势, 进一步证明数据和先验知识不独立思想的合理性.
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Learning BN Parameters with Small Data Sets Based by Data Reutilization
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Abstract In this paper, parameters learning of discrete Bayesian networks (BNs) with small data sets with convex

constraints is investigated, and the main task is improving the accuracy of parameter learning through offsetting the lack

of data with prior knowledge. Data and prior knowledge are often mechanically integrated in most existing algorithms

because they are treated independent. However, after a theoretical study, they are found dependent on each other, and

the existing algorithms have dissipated this relevance. A novel parameter learning algorithm — Bayesian estimation based

on data reutilization under convex constraints, is proposed with deeply mining the information between data and prior

knowledge based on classification of data information. Finally, simulations demonstrate the advantages of novel algorithm

in precision and other indexes, which in turn tells the dependance between data and prior information.
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1988 年, 美国加州大学的 Pearl 教授[1] 正式系

统地提出贝叶斯网络 (Bayesian network, BN) 的
概念. 因为在表示和推理不确定性知识方面拥有独
特优势, BN 如今已广泛应用于各个领域, 如音频识
别[2]、目标识别[3]、行为识别[4]、视频跟踪[5]、医疗

诊断[6−7]、故障诊断[8]、风险评估[9] 和系统可靠性分

析[10] 等, 所以对 BN 研究有着重大的意义.
贝叶斯网络由一个有向无环图和依附于图的条

件概率集合组成, 在实际运用中, 需要针对具体的问
题建立相应的网络, 称之为 BN 学习, 具体包括结构
学习和参数学习. 依据经验知识, 领域专家比较容易
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确定一个 BN 的结构[11], 却很难准确地给出 BN 参
数[12]. 倘若能获得充足的数据, 使用最大似然方法
(Maximum likelihood, ML)[13] 就能获得满足需求
的参数. 然而, 因为物质代价或时间代价太大等原
因, 从某些系统中获得充足的数据十分困难. 例如航
空发动机故障诊断中的发动机故障数据和医疗诊断

系统中的病例数据等, 这导致数据的数量较少, 不能
满足参数学习需求, 这样的数据称为小数据集. 小数
据集让估计参数精度降低, 可能使得 BN 的推理结
果违背相关领域的常理, 显然这样的 BN 让领域专
家难以接受. 在这种情况下, 提高小数据集条件下的
BN 参数学习精度很有必要. 幸运的是, 根据经验知
识, 领域专家比较容易给出网络参数之间的定性约
束信息[11, 14−15], 结合它们可以大幅提高小数据集条
件下的 BN 参数学习精度.

目前, 结合专家约束的 BN 参数学习算法大致
可以分为三类: 约束优化模型、保序回归模型和贝
叶斯模型. 这三种模型从不同的角度挖掘专家约束
中的信息, 以弥补小数据信息不足的缺点, 具体可归



12期 杨宇等: 小数据集条件下基于数据再利用的 BN 参数学习 2059

纳如下:
约束优化模型: 它将定性约束条件下的 BN 参

数学习问题看作一种优化模型来处理, 根据约束使
用方式的差异, 可以进一步分为惩罚函数优化模型
和凸优化模型.

1) 惩罚函数优化模型: a) 目标函数: 先用数据
构造似然函数, 因数据少, 导致似然函数精度较低,
不能独立作为优化的目标函数. 因此, 需要用专家
约束构造惩罚函数来校正似然函数. 惩罚函数具有
如下特点: 当参数满足专家约束时, 惩罚函数取值为
0, 即选择相信似然函数, 不作惩罚; 当参数违背约束
时, 惩罚函数取值为负, 且随着违背的程度加重惩罚
函数的绝对值越大. b) 可行域: 惩罚函数优化模型
的可行域为参数空间 (即满足公理约束的高维欧氏
空间). 关于惩罚函数优化模型的成果较多, Wittig
等[16]、Altendorf 等[17] 和 Liao 等[18] 都对该方法进

行了探索, 其中 Liao 等将该思想引进到数据缺失情
况下的参数学习问题, 提出了一种改良的 EM 算法.
2) 凸优化 (Convex optimization, CVX) 模型: a)
目标函数: 该方法的目标函数有似然函数[19] 和熵函

数[20] 两种. b) 可行域: 不同于惩罚函数优化模型,
凸优化模型将专家约束作为公理约束的补充, 用以
缩小搜索范围, 得到的参数自然满足约束信息. 目前
仅有 de Campos 等[19−20] 做了相关的工作.

保序回归模型: 该模型将定性约束条件下的
BN 参数学习问题视为保序回归的一个特例处理.
首先根据定性影响约束, 在查询节点的父节点组合
空间上定义偏序规则和参数更新方法, 然后用 Pool
adjacent violators (PAV) 算法或 Minimum lower
sets (MLS) 算法求解参数, 其中 PAV 算法只能求
解连续集合上全序的保序回归问题, 故该思路主要
用MLS 求解, 而MLS 是建立在下集的概念上的算
法. 该模型的本质为用偏序关系中较小的参数的数
据统计值去校正较大的参数, 以尽量使二者满足约
束关系. Feelders 等[21] 在该思想上做了开创性工作,
郭志高等[15] 对它进行了发展.

贝叶斯模型: 将定性先验知识转化为定量先验
知识的取值区域, 再用贝叶斯MAP 思想求参数, 具
体分两种:

1) 首先用Monte Carlo 法抽样参数可行域, 得
到先验参数, 再用一个正因子乘以先验参数作为
Dirichlet 分布的超参, 最后用 MAP 算法的参数估
计公式求解参数. 这由 Chang 等[7, 22] 率先提出,
称为定性最大后验概率 (Qualitative maximum a
posterior, QMAP).

2) 首先根据约束求出各参数的取值范围, 再
用 Monte Carlo 法基于均匀分布进行抽样, 接着用
Beta 分布拟合抽样参数得到虚拟统计值, 最后用贝

叶斯公式求解参数. 郭志高等[15] 的文章中用到了该

思想.
综合分析以上三种参数学习模型, 它们各有优

缺点.
1) 约束优化模型虽然可以结合几乎所有的约束

类型, 但它的缺点更明显: a) 针对不同的约束类型
需要构造不同的惩罚函数, 且将惩罚函数加到目标
函数中的权重是人为赋予的, 有时并不可靠; b) 凸
优化模型的可行域比较精确, 但估计参数基本位于
可行域边界, 此时不等约束退化为相等约束, 浪费了
大量信息, 故算法精度并不高.

2) 保序回归模型只能使用定性影响约束, 且最
后结果不一定都满足约束, 在三种模型中精度最低,
并很有可能使本来较好的估计参数往较坏的方向移

动.
3) 贝叶斯方法精度最高, 但 Chang 等的方法中

没有给出因子的确定方法, 需要用户根据信念选取;
Guo 等的方法只适用于单调约束, 且其基于均匀分
布抽样各参数取值区间的观点并不合理, 因为这样
不能保证先验参数在可行域中均匀分布, 违背了最
大熵原理.
更重要的是, 上述算法都认为数据和先验知识

是独立的, 在参数学习过程中仅将二者机械结合. 但
数据和专家约束并不独立, 它们之间存在约束信息.
因为根据似然性概念, 在参数空间中似然函数的最
大值点为最大似然估计, 且随着参数与最大似然估
计之间距离的增加, 似然函数迅速下降[23]. 而依据
经验给出的先验知识并非完全正确, 在运用中不能
全盘接受. 可以使用似然函数的这个性质对照甄别
筛选后再行利用. 具体而言, 先验参数中离最大似然
估计较远的参数和数据的拟合程度很小, 可以认为
它们没有 (或很少) 携带真实参数的信息, 本文视之
为先验知识中的干扰信息, 对参数学习有负面影响.
在参数学习过程中, 过滤掉先验知识中的干扰信息,
存在提高估计参数精度的潜力. 至此, 本文认为数据
对先验参数和后验参数都有影响, 将数据的这两部
分信息区分并综合利用, 可提高参数学习的精度.
依据上述分析, 本文提出了一种新的 BN 参数

学习算法, 它适用于小数据集条件下给定凸约束的
离散 BN 参数学习问题. 首先, 对专家约束确定的
可行域基于均匀分布进行 Monte Carlo 抽样; 然
后用数据构造关于先验参数空间位置的定性约束

(Qualitative constraint about spatial position of
BN parameters, QCSP), 过滤掉与数据拟合程度较
低的先验参数, 因为数据由这部分参数对应的 BN
产生的概率较小; 接着先将高维先验参数分离成一
维先验参数, 再用 Beta 分布对其拟合得到虚拟统
计值; 最后对数据再次利用, 以贝叶斯公式求解参
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数. 本文算法也运用了贝叶斯模型的思想, 但相较
于 Chang 等的方法没有类似因子的不确定因素, 也
比郭志高等提出的方法的适用性高, 抽样分布更合
理. 后文的实验证明本文算法在精度上要优于ML、
CVX 和 QMAP 等几种典型算法, 推理结果也更加
准确.
本文组织结构为: 第 1 节简要介绍 BN 参数学

习的基本理论知识及所用的约束模型; 第 2 节详细
叙述了基于数据再利用的 BN 参数学习算法, 包括
提出算法的思路和算法本身; 第 3 节用仿真实验验
证本文算法的性能; 第 4 节简要地总结本文工作.

1 相关理论

1.1 贝叶斯网络及其参数学习

一个 BN 定义为二元组 B = (G, Θ), 它由有向
无环图 (Directed acyclic graph, DAG) G = (U,E)
(其中节点集 U = {X1, X2, · · · , Xn} 表示随机变
量集合, 弧集 E 表示变量间的直接依赖关系) 和关
联于每个变量的条件概率集合 Θ 组成. 离散变量
的概率分布通常表示为节点概率表, 它包含在 BN
中给定父节点值时子节点取每个值的概率, 记作
P (Xi|pa(Xi)). 其中, pa(Xi) 表示 G 中 Xi 的父节

点集合. 因此 BN 在 U 上定义了由下式给出的简化

联合概率分布:

P (X1, X2, · · · , Xn) =
n∏

i=1

P (Xi|pa(Xi)) (1)

根据马尔科夫独立性, BN参数学习问题可以分
解为不同节点与其父节点之间的参数学习问题. 用
ri 表示随机变量Xi 的状态数, 用 qi 表示Xi 父节点

集合 pa(Xi)的状态数,则 P (Xi = i|pa(Xi) = j)表
示父节点状态为 j,第 i个节点取第 k个状态的参数,
记为 θijk, 其中 1 ≤ i ≤ n, 1 ≤ j ≤ qi, 1 ≤ k ≤ ri.
第 i 个节点的所有参数构成了一个 qi× ri 维的矩阵,
称为该节点的概率分布表 (Node probability table,
NPT).

若用 Nijk 表示样本数据中父节点状态为 j、第

i个节点取第 k 个状态的统计值,则参数 θijk 的最大

似然估计 (Maximum likelihood estimation, MLE)
估计为

θijk =
Nijk∑

k

Nijk

(2)

假设 BN 参数的先验分布为 Dirichlet 分布 (超
参数 T = {τijk}), 因为 Dirichlet 为共轭多项式分
布, 所以其后验分布也为 Dirichlet 分布, 若数据的
统计值为 N = {Nijk}, 则有

P (θ|D, T, G) ∝
n∏

i=1

qi∏
j=1

ri∏
k=1

θ
τijk+Nijk−1
ijk (3)

当参数的后验分布取极大值时, 得估计参数为

θijk =
Nijk + τijk∑

k

(Nijk + τijk)
(4)

上式中, 先验 Dirichlet 分布的超参数 τijk 可认为是

虚拟数据统计值, Nijk 是样本统计值. 式 (4) 为贝
叶斯方法和最大后验概率 (Maximum a posterior,
MAP) 结合的产物, 称之为贝叶斯MAP 估计.

1.2 约束模型介绍

一般地, 在 BN 中, 领域知识可以定义为条件概
率上的不同约束, 这些约束可以描述成线性回归函
数 f (θijk) ≤ c[22] (c 是常数). 特别地, 从线性回归
函数中可以总结出如下两种约束形式:

1) 范围约束 (Range constraints), 定义了 BN
中任意参数的上下界, 如式 (5) 所示.

0 ≤ αijk ≤ θijk ≤ βijk ≤ 1 (5)

2) 不等式约束 (Inequation constraints), 定义
了一对参数的相对大小关系, 如式 (6) 所示.

θijk ≤ θi′j′k′ , i 6= i′ ∨ j 6= j′ ∨ k 6= k′ (6)

除以上两种约束模型外, 定性约束中还有一类
常见约束— 近似相等约束 (Approximate-equality
constraints)[24]. 领域专家可能给出这样的断言: 某
参数和另外一个参数大致相等. 这个断言非常符合
人类的思维方式, 又避开了直接给出准确参数值的
不可靠性. 它可以用数学符号表示为

θijk ≈ θi′j′k′ , i 6= i′ ∨ j 6= j′ ∨ k 6= k′ (7)

式 (7) 不便利用, 现引入一个很小的正有理数
ε, 当参数间的差距小于它时, 认为它们近似相等. 则
可将式 (7) 改写为

|θijk − θi′j′k′ | < ε, i 6= i′ ∨ j 6= j′ ∨ k 6= k′ (8)

当然, 一定还存在其他形式的定性约束 (如本文
第 2.1.1 节用数据构造的约束), 不一一赘述.

定义 1. 设 O 为非空集合, 若 α ∈ O 且 β ∈ O

推出 tα + (1− t)β ∈ O, 则称集合 O 为凸集.
定义 2. 若 BN 参数之间的约束确定的参数可

行域为凸集, 则称这样的约束为凸约束.
定义 3. 若关于 BN 参数的约束集合由不同类

型的凸约束组成, 则容易证明其确定的参数可行域
亦为凸集. 本文称这样的约束集合为凸约束集合, 简
称凸约束.
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BN 参数之间的凸约束符合人类对数据的直观
思维习惯 (例如领域专家可能说两个参数谁大一些
或者大概相等), 且其包含的约束种类多, 信息量大,
约束力强, 相较单一或少数种类约束有极大的优势.
前文重点分析的 CVX 和 QMAP 算法和提出的新
算法都是基于凸约束的参数学习方法, 相比其他算
法, 它们对约束类型有更好的通用性.

2 基于数据再利用的 BN参数学习

实际中, 数据是由真实 BN 产生的, 而正确的先
验知识刻画了一部分 BN 的性质, 可将先验知识理
解为产生该数据的条件之一. 从概率论的角度看, 因
和果都会制约对方发生的概率, 故二者不独立. 而先
验知识是领域专家根据经验给出, 并不精确, 在利用
前可以先行甄选, 而数据与先验参数的似然度恰能
完成这个任务. 为充分挖掘数据携带的信息以提高
参数学习的精度, 本章首先探讨数据与先验知识的
不独立, 接着根据数据对先验参数的甄别能力构造
QCSP 过滤先验知识中的干扰信息, 最后提出一种
精度更高的新算法.

2.1 数据对先验参数分布的影响

BN 参数与数据的对数似然函数可以表示为

l (θ, D) ∝
n∑

i=1

qi∑
j=1

ri∑
k=1

Nijk log θijk (9)

已经证明[23], 当 θijk 取如下值 (即最大似然估
计) 时, 似然函数取得最大值:

θML
ijk =





Nijk∑
k

Nijk

, 若
∑
k

Nijk > 0

1
ri

, 若
∑
k

Nijk = 0

(10)

显然, 最大似然估计 θML 是参数空间的一个内点.
假设 BN 参数的分布 p(θ) 在 θML 周围光滑且不为

零, 则有式 (11).

p(θ|D) =
p(θ)p(θ)|D

p(D)
=

p(θ) exp{l(θ, D)}
p(D)

∝

p(θ)
p(D)

exp

{
n∑

i=1

qi∑
j=1

ri∑
k=1

Nijk log θijk

}
=

p(θ)
p(D)

(
exp

{
n∑

i=1

qi∑
j=1

Nij·

(
ri∑

k=1

θML
ijk log

θijk

θML
ijk

+

ri∑
k=1

θML
ijk log θML

ijk

)})
(11)

于是,

p(θ|D) =
p(θ)
p(D)

×
n∏

i=1

qi∏
j=1

(
exp

{(
ri∑

k=1

θML
ijk log

θijk

θML
ijk

+

ri∑
k=1

θML
ijk log θML

ijk

)})Nij·

(12)

其中, Nij· =
∑

k Nijk. 当数据已定时, 根据假设,
p(θ|D) 作为 θ 的函数, 在 θML 达到唯一的最大值.
由式 (12) 可知, 当 θ 与 θML 的距离增大时, p(θ|D)
的值将减小, 并且随着样本量的增加而加速减小.
由此可见, 数据对先验参数的分布有明显的影

响, 故数据和先验知识不独立. 此外, 离最大似然估
计较远的先验参数和数据的拟合程度很小, 它们没
有 (或很少) 携带真实参数的信息, 反而拉低了先验
参数与真实参数的契合度, 对参数学习有负面影响,
本文视之为干扰信息, 学习参数时应构造约束将其
过滤, 让先验参数与真实参数的契合度更高, 以便
更有效地驱使估计参数向靠近真实参数的方向运动.
式 (12) 虽然刻画了数据对可行域中参数分布的影
响, 但其本身过于复杂, 用它来构造约束显得繁琐,
而根据前面的分析, p(θ|D) 的值和 θ、θML 的距离

是负相关的, 故可以采用 θ 与 θML 之间的欧氏距离

来构造约束.

2.2 过滤先验知识中的干扰信息

2.2.1 构造QCSP

可行域由专家约束 Ω 确定, 为方便叙述, 本文
记之为 ΘΩ. 过滤干扰信息需要分割, 但 ΘΩ 是一个

高维空间, 无法像在现实空间中一样形象直观地实
施分割操作, 为了表达清晰, 现引入度量空间的相关
概念.

定义 4. O 是非空集合, 若 ∀x, y ∈ O, 有一实
数 d(x, y) 与之对应, 且满足:

1) d(x, y) ≥ 0 (非负性);
2) d(x, y) = 0 当且仅当 x = y (非退化性);
3) d(x, y) = d(y, x) (对称性);
4) d(x, y) ≤ d(x, z) + d(z, y), ∀ z ∈ O (三角不

等式).
则 d(x, y) 称为 O 中的一个度量 (距离), 定义

了 d 的集合 O 称为度量空间, 记为 (O, d), 简记 O.
定义 5. 设 (O, d) 为度量空间, x0 ∈ O, r > 0.

令

B(x0, r) = {x ∈ O|d(x0, x < r)}
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S(x0, r) = {x ∈ O|d(x0, x = r)}
B̄(x0, r) = {x ∈ O|d(x0, x ≤ r)}

称 B(x0, r) 为以 x0 为中心 r 为半径的开球, B̄(x0,
r) 为以 x0 为中心 r 为半径的闭球, S(x0, r) 为以 x0

为中心 r 为半径的球面.
由此, 本文在参数空间 Θ 中定义 ed(θ(1), θ(2)):

ed
(
θ(1), θ(2)

)
=

√∑
i

∑
j

∑
k

(
θ

(1)
ijk − θ

(2)
ijk

)2

(13)

容易证明, ed(θ(1), θ(2)) 满足定义 4 中的 4 个基本性
质, 则它是 Θ 中的一个度量, 同时将参数空间记为
(O, ed). 因可行域 ΘΩ 包含于 Θ, 故可用度量 ed 辅

助构造约束, 过滤可行域中的干扰信息.
用数据构造 QCSP 的步骤为 (参见图 1):

图 1 用数据构造 QCSP 的二维示意图

Fig. 1 Planar diagrammatic sketch for

building QCSP with data

步骤 1. 首先用 MLE 算法估计参数得到 θML,
特别地, 当同父节点状态参数都为 0 时, 将它们设置
为 1/n, n 为子节点的状态数 (否则 θML 6∈ Θ, 导致
后面的步骤无法继续);

步骤 2. 依据最大熵原理, 基于均匀分布用
Monte Carlo 法抽样可行域得到先验参数, 求先验
参数的平均值得到可行域中心 θCenter;
步骤 3. 用搜索算法求高维直线 θMLθCenter 与

可行域边界的一个交点 θIntersection, 它在高维直线上
与 θML 位于 θCenter 的异侧;

步骤 4. 用搜索算法求高维直线 θMLθCenter 与

参数空间的一个交点 θDirection, 它在高维直线上与
θML 位于 θCenter 的同侧;

步骤 5. 求高维线段 θMLθCenter 中点 θReference,
它是一个重要的参考点;
步骤 6. 构造约束形如式 (14) 的 QCSP 约束.

ed(θ, θDirection) ≤ ed(θReference, θDirection) (14)

用式 (14) 在 (O, ed) 中定义一个以 θDirection 为

中心的闭球 B̄(θDirection, r) (图 1 中的弧线即为其球
面), 它和可行域 ΘΩ 的交集即是过滤干扰信息后的

先验参数的集合, 本文称之为有效区域 ΘD, 称 ΘD

中的参数为有效先验参数. 由于球是凸集, 所以式
(14) 是凸约束. QCSP 将可行域分割成两部分, 满
足式 (13) 的部分即所求的有效区域 (如图 1 中 ΘD

所示), 不满足的部分即视为干扰信息 (如图 1 中
ΘΩ \ΘD 所示).
综上, 有效区域 ΘD 可表示为

{
θ ∈ ΘΩ|ed(θ, θDirection) ≤ ed(θReference, θDirection)

}
(15)

2.2.2 构造QCSP合理性的实验验证

前文阐述了用数据构造 QCSP 的思路, 下面将
用三个变量控制实验 (实验 1∼ 3) 来进一步说明构
造 QCSP 的合理性. 首先介绍一下试验网络模型.

本文实验所用的模型为草坪湿润模型 (如图 2
所示), 它由加州大学伯克利分校 Murphy 教授设
计[25], 被广泛应用于各种参数学习算法的评估. 该
模型由多云 C、洒水 S、下雨 R 和草坪湿润 W 四

个节点组成, 节点间的因果关系如图 2 中箭头所示,
每个节点都是可能状态为 {0, 1} 的二值节点. 虽然
草坪湿润模型非常简单, 但根据马尔科夫独立性 (链
规则), 复杂 BN 的参数学习可以分解为同父节点参
数学习问题, 并且任何 BN 都有顺连、分连和汇连三
种基本结构构成, 在具体的参数学习过程中, 可以将
复杂 BN 分解为一系列的基本结构, 进而分解为每
个节点进行参数学习, 该模型包含三种基本结构, 故
具有代表性. 本次实验学习由草坪湿润节点W 及其

父节点洒水节点 S 和下雨节点 R 组成的子网络的

参数 P (W |S,R), 其他网络参数都事先设置, 并列于

图 2 草坪湿润 BN

Fig. 2 BN of lawn wetness
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表 1. 表 2 为约束备选集合, 实验时会根据要求从中
抽取约束, 由第 2.2 节可知, 备选约束均为凸约束.

表 1 草坪湿润 BN 参数预置

Table 1 Default parameters for BN of lawn wetness

节点 参数

多云 C p(c = 1) = 0.5 p(c = 0) = 0.5

洒水 S p(s = 1|c = 1) = 0.8 p(s = 0|c = 1) = 0.2

p(s = 1|c = 0) = 0.9 p(s = 0|c = 0) = 0.1

下雨 R p(r = 1|c = 1) = 0.8 p(r = 0|c = 1) = 0.2

p(r = 1|c = 0) = 0.01 p(r = 0|c = 0) = 0.99

表 2 草坪湿润模型W节点参数的约束备选集合

Table 2 Alternative parameter constraints of

BN of lawn wetness

编号 约束

1 p(w = 1|s = 1, r = 0) > p(w = 0|s = 1, r = 0)

2 p(w = 1|s = 0, r = 1) > p(w = 1|s = 0, r = 0)

3 p(w = 1|s = 1, r = 1) > p(w = 0|s = 1, r = 1)

4 p(w = 1|s = 1, r = 1) > p(w = 1|s = 1, r = 0)

5 p(w = 0|s = 0, r = 0) > p(w = 1|s = 0, r = 0)

6 p(w = 1|s = 1, r = 1) > p(w = 1|s = 0, r = 0)

7 p(w = 1|s = 1, r = 0) > p(w = 1|s = 0, r = 0)

8 p(w = 1|s = 1, r = 1) > p(w = 0|s = 1, r = 1)

9 p(w = 1|s = 1, r = 1) > p(w = 1|s = 0, r = 1)

为了阐述更清晰, 这里定义一个概念— QCSP
的正确率, 其定义式为

R =
NCorrect

NSampled

(16)

其中, R 为QCSP 的正确率; NSampled 为对同一 BN
(同结构和参数, 下同) 抽样并构造 QCSP 的次数,
本文设置为 20; NCorrect 为对同一 BN 抽样 20 次中
真实参数满足 QCSP 的次数. 显然, R 越大, 越能
说明用数据构造约束的思路的合理性.
实验 1. QCSP 正确率之样本量影响实验. 1)

样本量 (控制变量) 从 1 到 35 逐渐增加; 2) 每个样
本量条件下, 约束数量 (随机变量) 在 1∼ 9 之间随
机产生, 并且约束从约束备选集合中随机抽取; 3)
每个样本量条件下, 真实参数位置 (随机变量) 未知,
每次实验都从由所有备选约束确定的可行域中随机

抽取; 4) 在每个条件 1) 下, 按条件 2) 和条件 3) 构
造 BN 求 QCSP 的正确率并重复 10 次, 并将最后
结果求平均值. 实验结果如图 3 所示.

图 3 QCSP 正确率的影响因素之样本量

Fig. 3 Accuracy of QCSP for altering data size

实验 2. QCSP 正确率之约束数量影响实验: 1)
约束数量 (控制变量) 量从 1∼ 9 逐渐增加; 2) 每个
约束数量条件下, 样本量 (随机变量) 在 1 到 35 之
间随机产生; 3) 每个约束数量条件下, 真实参数位
置 (随机变量) 未知, 每次实验都从由所有备选约束
确定的可行域中随机抽取; 4) 在每个条件 1) 下, 按
条件 2) 和条件 3) 构造 BN 求QCSP 的正确率并重
复 20 次, 并将最后结果求平均值. 实验结果如图 4
所示.

图 4 QCSP 正确率的影响因素之约束数量

Fig. 4 Accuracy of QCSP for altering

the number of constraints

实验 3. QCSP 正确率之真实参数位置影响实
验. 1) 真实参数位置 (控制变量) 分三组— 可行域

的中心、可行域中心与边界之间以及可行域边界; 2)
每个真实参数位置条件下, 约束数量 (随机变量) 在
1∼ 9 之间随机产生, 并且约束从约束备选集合中随
机抽取; 3) 每个真实参数位置条件下, 样本量 (随
机变量) 在 1∼ 35 之间随机产生; 4) 在每个条件 1)
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下, 按条件 2) 和条件 3) 构造 BN 求 QCSP 的正确
率并重复 100 次, 并将最后结果求平均值. 实验结果
如图 5 所示.

图 5 QCSP 正确率的影响因素之真实参数位置

Fig. 5 Accuracy of QCSP for altering true parameters

由图 3 可知, 1) 当样本量不超过 4 时, QCSP
的正确率不超过 0.9. 其中,当样本量为 2、3和 4时,
QCSP 的正确率大约为 0.8∼ 0.9; 当样本量为 1 时,
QCSP 的正确率约为 0.37, 此时最好对 QCSP 进行
调整, 否则应该放弃使用本算法; 2) 随着样本量增
加, QCSP 的正确率逐渐趋近 1. 因为样本数据提供
真实参数在可行域中的方位信息, 且样本量越大, 方
位越准确, 又因 QCSP 是基于参数在可行域中的方
位定义的, 所以随着样本量增加, QCSP 的正确率逐
渐增加, 最后趋近 1.
从图 4 可以看出, 约束数量对 QCSP 的正确率

影响较小, 这是因为约束很少 (或者没有) 携带参数
在可行域中的方位信息. 所以, 本文算法对于任意约
束数量的情况都适用.
由图 5 可知, 真实参数位于可行域中心 (图 5 左

边分支)、真实参数位于可行域中心与边界之间 (图
5 中间分支) 和真实参数位于可行域边界 (图 5 右边
分支) 时, QCSP 的正确率略有差异, 但都明显超过
0.9. 这说明, 本文算法对真实参数在可行域的任意
位置都适用.
本小节实验不仅进一步证明了用数据构造

QCSP 的合理性, 也确定了本文算法的适用条件
(即样本量不能过少). 对比三个实验发现, 仅有样本
量对构造 QCSP 的正确率有较大影响, 但当样本量
大于等于 2 时, 影响就很小. 因此, 只在样本量极少
时不宜使用本文算法, 具体的量化标准如式 (17) 所
示. 例如, 本文仿真模型的样本量至少为 2 (该数字
只针对本模型), 本文算法才具有明显优势 (第 3 节
的仿真正好说明该问题).

R =
NCorrect

NSampled

≥ 0.8 (17)

2.3 提出新算法

2.3.1 基于数据在利用的 BN参数学习

在求有效区域 ΘD 时, 数据已经被利用了一次,
如果认为数据携带的信息已经完全挖掘, 即数据对
于ΘΩ 中的参数分布无影响,则ΘΩ 中的参数分布规

律为均匀分布, 但事实并非如此. 要说明这个问题,
必须要分辨先验参数和后验参数两个概念. 在过虑
干扰信息时, 是数据作用于先验参数, 这个步骤一定
会改变 BN 参数的后验分布, 但如式 (3) 所示, 参数
的后验分布由数据和 Dirichlet 分布超参两部分决
定, 被改变的只是后者, 而不是消除了数据对参数后
验分布的影响. 因此, 在最终的参数估计过程中, 本
文算法将再次用到数据, 以充分利用其携带的信息.
上述内容说明, 样本数据携带的信息可以分为

两部分: 1) 刻画先验参数的后验概率, 转换成约束
后可过滤先验知识中的干扰信息; 2) 刻画后验参数
的概率分布, 作为MAP 思想求解参数的基础. 这两
部分信息是独立存在的, 并不会因为运用了一类信
息后另一类信息消失. 该思想是本文率先提出, 称之
为数据信息分类.

过滤了先验知识中的干扰信息后, 就能进行参
数估计, 这需要先从过滤干扰信息后的先验知识中
提炼出 Dirichlet 分布超参. 首先, 将过滤干扰信息
后的先验参数投影到每一维上, 得到

∑
i qiri 个一维

参数集合; 接着, 基于二阶矩法用 Beta 分布去拟合
每一个参数集合, 得到对应的 Beta 分布的参数和,
其数学模型如下式所示:

min
aijk,bijk

(DBeta −Dθijk
)2

s.t. EBeta = Eθijk
, aijk, bijk > 0 (18)

其中, DBeta 和 Dθijk
分别为 Beta 分布和过渡参数

的方差, EBeta 和 Eθijk
分别为 Beta 分布和过渡参

数的均值, aijk 和 bijk 就是所求的 Beta 分布的参
数.

约束条件下求解 BN 参数的过程可以用如下的
优化模型表示:

arg max log P (θ|D, Ω, G) =

log P (D|θ, G) + log P (θ|Ω, G) + log P (D)
(19)

为了上式的最优解 (即所求参数) 一定满足专
家约束, 本文将优化模型的搜索空间限制在可行域
ΘΩ, 即后验参数的分布函数可表示为式 (20) (参见
图 6).
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图 6 有效区域中后验参数分布的三维示意图

Fig. 6 Three-dimensional diagrammatic sketch for

posterior distribution of parameters over effective area

P (θ|D, Ω, G) =

{
f(θ), 若 θ ∈ ΘΩ

0, 若 θ ∈ Θ \ΘΩ
(20)

上式中, f(θ) ≥ 0 且
∫
ΘΩ f(θ)dθ = 1.

设 θ ∈ ΘΩ, 在离散 BN 中, 它的后验分布可表
示为

P (θ|D, Ω, G) ∝
n∏

i=1

qi∏
j=1

ri∏
k=1

θ
τijk+Nijk−1
ijk (21)

为了保证估计参数不违背专家约束, 把后验参
数限制在可行域中, 将式 (21) 在可行域中作归一化
处理, 即可得 BN 参数的后验分布概率密度:

f(θ) =
1
K

n∏
i=1

qi∏
j=1

ri∏
k=1

θ
τijk+Nijk−1
ijk (22)

式 (21) 中, 归一化因子

K =
∫

ΘΩ

n∏
i=1

qi∏
j=1

ri∏
k=1

θ
τijk+Nijk−1
ijk dθ

因此, 后验参数在参数空间中的概率密度函数为

P (θ|D, Ω, G) =




1
K

∏
ijk

θ
τijk+Nijk−1
ijk , 若 θ ∈ ΘΩ

0, 若 θ ∈ Θ \ΘΩ

(23)

由式 (23) 可知, 当 BN 参数的后验概率取最
大值时, 就得到了参数在约束条件下的 MAP 估计,
因本文的 Dirichlet 超参取得合适, 使得MAP 估计
基本位于可行域中, 即得式 (4). 令 τijk = aijk 且∑

k τijk = aijk + bijk, 得到最终的参数估计公式为

θijk =
aijk + Nijk

(aijk + bijk) +
∑
k

Nijk

(24)

从上述求解参数的过程可知, 数据在两处得到
利用: 一是用数据构造 QCSP 过滤先验知识中的
干扰信息; 二是用式 (24) 求解参数, 这就是数据再
利用, 它和数据信息分类是相辅相成的. 鉴于新算
法用到了贝叶斯思想以及其数据再利用特点, 本文
称之为凸约束条件下基于数据再利用的贝叶斯估

计 (Bayesian estimation based on reutilization of
data under convex constraints, BERD).
2.3.2 新算法流程

总结前文求解参数的过程, 可将本文算法归纳
为如下流程 (参见图 7):

图 7 本文算法的流程图

Fig. 7 The flow chart of novel algorithm

步骤 1. 统计样本, 获取样本统计值 Nijk;
步骤 2. 基于均匀分布规律, 用Monte Carlo 法

抽样可行域 ΘΩ, 获得先验参数集合;
步骤 3. 根据第 2.2.1 节中的步骤构造 QCSP;
步骤 4. 用 QCSP 过滤先验参数集合, 获取有

效参数集合.
步骤 5. 基于二阶矩法用 Beta 分布拟合有效先

验参数, 得到对应的 Beta 分布参数 aijk 和 bijk;
步骤 6. 将 aijk、bijk 和 Nijk 带入式 (23) 求解

参数.

3 仿真实验

本文从精度1、实用性和时间复杂度三个方面对

ML、CVX、QMAP 和 BERD 算法进行分析和对
比实验, 以验证新算法是否具有优势. 实验 BN 模型
仍为第 2.2.2 节中的草坪湿润模型, 只是引入范围约
束和近似相等约束, 将约束备选集合替换为表 3.

1本文的 BN 参数学习精度均用 KL 散度表示, 它是一种概率分布之间的差异的度量.
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表 3 仿真实验草坪湿润模型W节点参数的约束备选集合

Table 3 Alternative parameter constraints of BN of

lawn wetness for simulation experiments

编号 约束

1 0.9 > p(w = 0|s = 0, r = 0) > 0.55

2 p(w = 0|s = 0, r = 0) > p(w = 1|s = 0, r = 0)

3 p(w = 1|s = 0, r = 1) > p(w = 0|s = 0, r = 1)

4 p(w = 1|s = 1, r = 0) > p(w = 1|s = 0, r = 0)

5 p(w = 1|s = 1, r = 1) > p(w = 1|s = 1, r = 0)

6 p(w = 0|s = 1, r = 0) ≈ p(w = 0|s = 0, r = 1)

7 p(w = 1|s = 1, r = 0) > p(w = 0|s = 1, r = 0)

8 p(w = 1|s = 1, r = 1) > p(w = 0|s = 1, r = 1)

9 p(w = 1|s = 0, r = 1) > p(w = 1|s = 0, r = 0)

10 p(w = 1|s = 1, r = 1) > p(w = 1|s = 0, r = 1)

3.1 精度分析

为验证新算法 BN 参数学习精度是否具有优
势, 用样本渐增实验、约束渐增实验和随机实验对比
ML、CVX、QMAP 和 BERD 参数学习精度. 实验
设置分别如下:
实验 4. 精度之样本渐增实验. 1) 样本量 (控制

变量)由 1到 35逐渐增加; 2)在每个样本量条件下,
约束数量 (随机变量) 在 1∼ 9 之间随机产生, 并且
约束从约束备选集合中随机抽取; 3) 在每个样本量
条件下, 真实参数位置 (随机变量) 未知, 每次实验
都从由所有备选约束确定的可行域中随机抽取; 4)
在每个条件 1) 下, 按条件 2) 和条件 3) 构造 50 个
BN 并抽样进行参数学习, 结果取平均值. 实验结果
如图 8 所示.
实验 5. 精度之约束渐增实验. 1) 约束数量 (控

制变量) 由 1∼ 9 逐渐增加, 并且约束从约束备选集
合中随机抽取; 2) 在每个约束数量条件下, 样本量
(随机变量) 在 1∼ 35 之间随机产生; 3) 在每个约束
数量条件下, 真实参数位置 (随机变量) 未知, 每次
实验都从由所有备选约束确定的可行域中随机抽取;
4) 在每个条件 1) 之下, 按条件 2) 和条件 3) 构造
50 个 BN 并抽样进行参数学习, 结果取平均值. 实
验结果如图 9 所示.
实验 6. 精度之随机实验. 1) 约束数量在 1∼ 9

之间随机产生, 并且约束从约束备选集合中随机抽
取; 2) 样本量在 1∼ 35 之间随机产生; 3) 真实参数
位置未知, 每次实验都从由所有备选约束确定的可
行域中随机抽取; 4) 进行 100 次随机实验, 每次按
条件 1)、条件 2)、条件 3) 构建一个 BN 并抽样进行

参数学习, 结果取平均值. 实验结果如图 10 所示.

图 8 算法精度分析之样本量渐增实验

Fig. 8 Accuracy analysis for algorithms altering data size

图 9 算法精度分析之约束渐增实验

Fig. 9 Accuracy analysis for algorithms altering

number of constraints

图 8∼ 10 都分有 (a) 和 (b) 两个子图, 图 (a)
为全局图, 图 (b) 为图 (a) 纵坐标 [0, 1] 之间的局部
图, 后者能让读者更清楚地看到 CVX、QMAP 和
BERD 算法的精度特征; 图 10 还有一个子图 (c),
是全程实验的平均值展示.



12期 杨宇等: 小数据集条件下基于数据再利用的 BN 参数学习 2067

图 10 算法精度分析之随机实验

Fig. 10 Accuracy analysis for algorithms altering data randomly

由图 8 可知: 1) 随着样本量增加, BERD 算法
的精度收敛最快且很快稳定下来, QMAP 的精度收
敛速度也比较快但中间有较大波动, CVX 和ML 的
收敛速度依次变慢; 2) 随着样本量的增加, 本文算
法相对 QMAP 的优势越来越明显.

由图 9 可知: 1) 随着约束数量的增加, BERD
算法精度收敛最快, QMAP 算法次之, CVX 算法
再次, 而 ML 算法精度没有随约束数量而收敛 (因
为MLE 算法只用数据学习参数); 2) 当约束较少时,
本文算法相对 QMAP 的优势较大.　
由图 10 可知: 在随机条件下, BERD 算法的学

习结果保持了相对稳定, 平均精度在QMAP 算法的
基础上提高了 28.3%, 这说明本文算法有较好的适
用性.
因此, 本文提出的 BERD 算法不仅在精度上有

较大提升, 而且随样本与约束数量的增加收敛很快.
这说明: 1) 本文算法对数据和约束的利用效率较高.
2) BERD 算法的三种新思想— 数据信息分类; 用
数据构造 QCSP 和数据再利用是合理的、有效的.

3.2 实用性分析

本文用联合树推理算法进行推理实验来分析算

法实用性. 推理过程中, 以洒水S和下雨R两个节点
的状态为证据, 在后验 BN 网络中推理草坪湿润节
点W的条件概率表, 并用KL 散度计算其与真实 BN
推理结果的差异, 差异越小说明估计参数的推理结
果越好. 具体的计算公式为

KLInference =

1∑
w=0

pEstimation(w|s, r) ln
pEstimation(w|s, r)

pTrue(w|s, r)
(25)

式中, KLInference 为后验 BN 与真实 BN 的推理
差异; w, s 和 r 分别为 W , S 和 R 节点的取值;
pEstimation(w|s, r) 和 pTrue(w|s, r) 分别为估计参数
与真实参数推理得到的节点的后验概率密度.
实验 7. 推理实验之一: 1) 训练样本量 (控制变
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量) 在 1∼ 35 之间逐渐增加, 每次迭代均用真实参
数对应的 BN 随机产生; 2) 约束数量在 1∼ 9 之间
随机产生, 并且约束从约束备选集合中随机抽取; 3)
真实参数位置未知, 每次实验都从由所有备选约束
确定的可行域中随机抽取; 4) 测试样本量为 100, 用
真实参数对应的 BN 随机产生; 5) 在每个条件 1) 之
下, 条件 2) 和条件 3) 构造 50 个后验 BN, 推理后
用式 (25) 计算推理精度并求平均值. 实验结果如图
11 (a) 所示.
实验 8. 推理实验之二: 1) 约束数量 (控制变

量) 由 1∼ 9 渐增, 并且约束从约束备选集合中随机
抽取; 2) 训练样本量在 1∼ 35 之间随机产生, 每次
迭代均用真实参数对应的 BN 随机产生; 3) 真实参
数位置未知, 每次实验都从由所有备选约束确定的
可行域中随机抽取; 4) 测试样本量为 100, 用真实
参数对应的 BN 随机产生; 5) 在每个条件 1) 之下,
按条件 2) 和条件 3) 构造 50 个后验 BN, 推理后
用式 (25) 计算推理精度并求平均值. 实验结果如图
11 (b) 所示.

由图 11 可知, 1) 本文算法估计参数的推理精
度最高; 2) 随着样本量及约束数量的增加, 本文算
法估计参数的推理精度优势加大; 3) 在约束较少时,
本文算法估计参数的推理精度优势十分明显. 证明
本文算法在实用性方面拥有较大优势.

3.3 时间复杂度分析

已经证明, 凸规划问题可以在多项式时间内完

成[20], 则可设 CVX 算法的时间复杂度为

TCVX = O(f(n)) (26)

其中, f(n) 为 n 的多项式, O(f(n)) 表示多项式时
间复杂度. 设Monte Carlo 抽样的次数为 n, 可行域
的超体积为 V , 参数空间的超体积为单位 1, 将抽样
一次的代码看成一个整体, 则 Monte Carlo 抽样的
代码执行次数为

fMC(n) =
n

V
+ C

上式为一次多项式, 其中 C 为常数. 所以, n 次

Monte Carlo 抽样的时间复杂度为

TMC = O(n)

而 QMAP 和本文的 BERD 算法的时间主要消
耗在Monte Carlo 抽样中, 即

TQMAP ≈ TBERD ≈ TMC

上式中, TQMAP 和 TBERD 分别为 QMAP 和 BERD
的时间复杂度. 故 QMAP 和 BERD 算法的时间复
杂度为一次多项式时间, 即

TQMAP = O(n)

TBERD = O(n) (27)

图 11 算法推理精度分析

Fig. 11 Accuracy analysis for algorithms inference
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虽然QMAP、BRED 以及 CVX 算法的时间复
杂度都为多项式时间, 但前面两种算法多项式次数
是一次, 故理论上时间消耗低于 CVX 算法. 但为了
保证精度, Monte Carlo 抽样的次数一般较大 (本文
中为 2 000), 导致有时 QMAP 和 BRED 的时间消
耗会大于 CVX 算法. 本文分别通过实时性实验和
时效性验证算法复杂度和效率, 实验设置如下:

实验 9. 实时性及时效性实验: 1) 样本量 (控
制变量) 由 1∼ 35 递增; 2) 约束数量在 1∼ 9 之间
随机产生, 并且约束从约束备选集合中随机抽取; 3)
真实参数位置未知, 每次实验都从由所有备选约束
确定的可行域中随机抽取; 4) 在每个条件 1) 之下,
按条件 2) 和条件 3) 构造 BN, 对 BN 抽样 10 次进
行参数学习, 记录每次的 KL 散度和时间消耗, 并对
50 次结果求平均值, 最后用式 (28) 计算时效性. 实
验结果如图 12 所示.

E = e
1

KL×T (28)

式中, E 是时效性, KL 是平均 KL 散度, T 是平均

时间消耗.

图 12 算法实时性及时效性分析

Fig. 12 Analyses of time consuming and efficiency

图 12 (a) 为实时性实验结果, 由图可知 (不考虑
ML算法): 1) CVX算法的时间消耗比较稳定,随样
本量增加略微增大; 2) QMAP 和 BERD 时间消耗
几乎相同, 在 CVX 水平上下波动. 该实验证明本文
算法为多项式时间复杂度 (因为 CVX 为多项式时
间复杂度). 图 12 (b) 为时效性实验结果, 由图可知:
1) 本文算法随样本增加效率增加最明显; 2) 多数情
况下本文算法的时效性最高, 最差的为 CVX 算法.

4 总结与讨论

已有参数学习算法认为数据和先验知识是独立

的, 在参数学习过程中将二者机械结合. 但本文经深
入研究后发现数据与先验知识并不独立, 并据此提
出了一种新算法, 提高了凸约束条件下的 BN 参数
学习精度. 现将本文成果总结如下:

1) 通过长期的实验、观察和归纳, 发现数据和
先验知识并不独立, 不能将二者截然分开, 否者会浪
费它们之间的约束信息. 这是本文的基础.

2) 提出了数据信息分类思想, 将样本数据携带
的信息分为两类: a) 刻画先验参数的后验概率, 转
换成约束后可过滤先验知识中的干扰信息; b) 刻画
后验参数的概率分布, 作为 MAP 思想求解参数的
基础. 这是本文的第一个创新点.

3)基于成果 1)和 2),提出了用数据构造QCSP,
这是一种新的数据利用方法的思想. 该思想从新的
角度挖掘了数据的信息, 有根据地增加了约束, 过滤
掉先验知识中的干扰信息, 为参数学习算法精度的
提高指明了新方向. 这是本文的第二个创新点.

4) 在成果 2) 的基础上, 提出了数据再利用思
想, 通过对不同数据利用方法 (这些方法所用的数据
信息必须有所差异) 的有序综合使用, 在充分挖掘数
据潜力的同时, 让数据和先验知识的结合更加合理,
这对探寻其他新的 BN 参数学习方法有较大的启示
作用. 这是本文的第三个创新点.

5) 提出了新算法— 凸约束条件下基于数据再

利用的贝叶斯估计 (BERD). 该算法首先利用数据
构造 QCSP (第一次使用数据), 过滤掉先验知识中
的干扰信息, 得到有效区域; 再用 Monte Carlo 法
基于均匀分布规律抽样有效区域得到有效先验参数;
接着用 Beta 分布拟合有效先验参数以充分提取先
验参数信息; 最后用贝叶斯公式求取参数 (再次用到
数据). 经实验证明, 新算法估计参数的精度和推理
精度均明显高于已有算法, 且为一次多项式时间复
杂度.

尽管本文算法在很多方面都有较好的表现, 但
是它仍然存在进一步提升的空间, 具体可以总结为
以下几点: 1) 当数据极少时, 精度相较QMAP 算法
没有优势, 故通过改进新算法的参数学习结果, 提高
极少数据条件下的参数学习精度是一个继续研究的

方向; 2) 用式 (15) 所构造的约束并不是最优的, 改
进之以进一步提高新算法参数学习精度将是另一个

继续研究的方向.
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