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基于特征在线选择的目标压缩跟踪算法

李庆武 1, 2 朱国庆 1 周 妍 1, 2 霍冠英 1, 2

摘 要 基于压缩感知理论的压缩跟踪算法能够有效地实现对目标的跟踪, 具有良好的实时性, 但该算法对目标特征没有进

行在线选择导致跟踪鲁棒性不高. 本文提出一种基于特征在线选择的目标压缩跟踪算法. 首先, 在目标附近采样得到正负样本

集合, 计算样本的多尺度矩形特征, 采用压缩感知中的随机投影矩阵对高维特征投影得到低维压缩域特征, 对压缩域特征进行

在线选择提取最优特征, 剔除被污染的样本特征, 使用简单高效的朴素贝叶斯分类模型进行样本判断, 实现对目标的跟踪, 同

时对跟踪中目标在摄像头中的尺度变化进行建模, 给出目标尺度变化的定量描述, 实现了适应目标尺度变化的多尺度跟踪. 实

验结果表明本文算法具有更好的鲁棒性与更高的跟踪精度, 对目标跟踪中的遮挡、光线突变、尺度变化和非刚性形变等因素具

有较好的抗干扰能力, 同时算法复杂度低, 可以满足实时性要求.
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Abstract The compressive tracking algorithm based on compressive sensing theory can efficiently achieve real-time

object tracking, but the algorithm does not select proper object features online, resulting in low tracking robustness. In

order to solve this problem, an object compressive tracking algorithm with online feature selection is presented. Firstly, sets

of positive and negative samples are obtained by sampling around the object, and the multi-scale rectangle features of the

samples are calculated. Secondly, the compressive sensing random projection matrix is used to reduce the dimensionality

of high dimensional features to obtain low-dimensional compressive domain features, and the compressive domain features

are updated and selected online to extract the optimal feature to remove contaminated samples and update the classifier.

Finally, a simple and efficient Bayesian classification model is utilized to achieve the object tracking. Moreover, changes of

object scale in the camera are modeled and a quantitative description of changes in scale is given for multi-scale tracking

which can adapt to change of the object scale. Experimental results show that the proposed algorithm can achieve a higher

tracking accuracy and better robustness than several state-of-the-art algorithms and can well respond to the interferences

such as block in the object tracking, light mutation, scale changes, non-rigid deformation and so on. Meanwhile, it has a

low computational complexity and fully satisfies the real-time requirement.
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域. 几十年来涌现了大量的目标跟踪算法, 但由于光
照、形变、遮挡等因素影响, 目标跟踪仍是计算机视
觉领域的热点与难点问题. 根据目标外观模型, 跟踪
算法一般分为基于生成式和判别式模型两大类.

基于生成模型的跟踪算法主要通过学习得到

的外观模型来表示目标并且在图像中寻找具有最

小重建误差的图像块来表示所跟踪的目标. 2008
年, Ross 等[1] 提出 IVT (Incremental learning for
robust visual tracking) 跟踪算法, 利用增量空间模
型对子空间进行更新, 对目标外观变化与光线变化
有较好的鲁棒性, 但对遮挡较为敏感. 近年来, 随着
稀疏表示理论的发展, 基于稀疏表示理论的目标跟
踪算法不断涌现. 2011 年, Mei 等[2] 提出一种基于
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L1 范数的目标跟踪算法, 将目标作为一组目标模板
与琐碎目标的稀疏表示, 可以解决部分遮挡等问题.
但是需求解多次的 L1 范数最小化, 计算代价太高.
2013 年, 杨大为等[3] 将粒子滤波思想与稀疏表示结

合提出一种基于粒子滤波与稀疏表达的目标跟踪方

法, 该方法能有效地减小光照变化对跟踪效果的影
响. 粒子数越多跟踪效果越好, 但是随着粒子数增加
实时性变差, 难以实现实时跟踪. 姜明新等[4] 提出

一种基于ML (Maximum likelihood) 和 L2 范数的

视频目标跟踪算法, 该算法对目标发生遮挡、旋转、
尺度变化、光照变化等异常变化时具有较强的鲁棒

性, 同时在实时性方面也有了提升. 2014 年, 齐美彬
等[5] 对基于 L1 范数跟踪算法进行改进, 提出了一种
基于 L2 范数最小化的实时目标压缩跟踪算法, 实时
性有了较大的提升. 此外, 随着仿生科学的发展许多
学者将生物视觉特性引入到目标跟踪中, 2008 年王
智灵等[6] 将蛙眼视觉特性引入到目标跟踪中, 利用
蛙眼视觉认知的生理特性和外部特性提出了一种与

之相应的模糊化区域理解的运动目标跟踪方法. 该
方法对复杂背景下的目标跟踪问题进行了尝试, 取
得了良好的效果. 李智勇等[7] 提出了基于蛙眼 R3
细胞感受野模型的运动滤波方法, 利用青蛙视觉中
对目标清晰而背景模糊的特性提出了相应的数学模

型, 对运动目标的滤波取得了良好的效果. 除了对动
物的视觉特性进行借鉴外, 许多学者[8] 也将人眼视

觉的注意机制引入到目标跟踪中, 使得基于生成模
型的目标跟踪算法性能获得了较大的提高.

基于判别模型的跟踪算法提取正负样本特征,
将跟踪问题转化为一个二分类问题, 寻找一个最佳
判别界限区分目标和背景. 2005 年 Collins 等[9] 提

出一种特征在线选择的目标跟踪算法, 取得了良好
的跟踪效果, 但该算法只用一个正样本 (目标所在
区域) 和一些负样本 (背景区域) 来更新分类器, 当
目标受到噪声干扰时容易产生跟踪漂移. 2011 年,
Babenko 等[10] 提出了一种多示例学习 (Multiple
instance learning, MIL) 跟踪算法, 其中训练样本
通过 “包”的形式给出, “正包”中至少含有一个正样
本实例, “负包”中含有一些负样本实例,但由于其特
征选择计算复杂难以满足实时性要求. Zhang 等[11]

对MIL 跟踪算法进行了改进, 提出一种高效的特征
在线选择 (Online discriminative feature selection,
ODFS) 算法, 大大提高了跟踪算法的实时性. 随着
压缩感知理论的发展与完善, 基于该理论的各项技
术已被广泛应用于各个研究领域, Zhang 等[12−13]

提出一种基于压缩感知理论的高效目标跟踪算法,
证明了满足压缩感知中有限等距性质 (Restricted
isometry property, RIP) 的随机投影矩阵可以将多

尺度图像高维特征投影到低维空间, 且低维特征空
间能够保持高维特征空间足够的判别信息, 从而大
大降低跟踪算法的复杂度. 但是由于该算法未对特
征进行选择, 跟踪中容易产生漂移导致跟踪失败.
针对目前压缩跟踪算法中存在的鲁棒性问题,

提出一种基于特征在线选择的压缩跟踪算法. 定义
边缘函数为正样本集合平均置信度与负样本集合平

均置信度之差, 采用类梯度下降法选出使正样本平
均置信度最大, 同时抑制负样本平均置信度的最优
特征, 更新简单高效的朴素贝叶斯分类器参数, 在新
的一帧图像中采集当前目标所在位置周围区域作为

样本集, 并放入分类器计算置信度, 具有最大置信度
的样本即为跟踪的目标. 同时对跟踪中目标在摄像
头中的尺度变化进行建模, 给出目标尺度变化的定
量描述, 实现了适应目标尺度变化的多尺度跟踪. 实
验结果表明, 本文算法与目前优秀的跟踪算法相比,
具有较高的跟踪精度和鲁棒性, 同时能够达到每秒
25 帧的处理速度, 满足跟踪实时性要求.

1 压缩跟踪算法

随机投影与随机测量矩阵是压缩感知理论中两

个重要的概念. 随机矩阵 R ∈ Rn×m (n ¿ m) 可以
将高维空间XXX ∈ Rm 投影到低维空间 VVV ∈ Rn.

VVV = RXXX (1)

如果低维向量 VVV 可以完全地保留高维向量XXX 的信

息, 或者说保持原始空间中各样本XXX 的距离关系则

可以在低维空间实现对高维信号的分析. Johnson-
Lindenstrauss[14] 推论表明, 一个高维向量空间, 将
其投影到随机选取的适当维数的子空间, 其两点
间的距离能够很好地保存, 即不改变高维向量空间
的结构信息. Baraniuk 等[15] 证明了满足 Johnson-
Lindenstrauss 推论的随机矩阵同样满足压缩感知
理论中的有限等距性质条件. Zhang 等[12] 证明了如

果随机矩阵 R 满足 Johnson-Lindenstrauss 推论,
那么如果XXX 是可压缩的 (如图像、语音), 就可以通
过最小化误差来从 VVV 中高概率恢复XXX, 即高维向量
可以被投影得到的向量以最小误差重构出来.

通过选取适当的随机矩阵对 XXX 进行投影得

到几乎全部保留 XXX 信息的 VVV , 则可以通过低维空
间来实现对高维信号的分析. 目前被广泛应用的
满足 RIP 条件的典型测量矩阵为高斯随机矩阵
R ∈ Rn×m (n ¿ m), 其元素 rij ∼N(0, 1). 但是由
于高斯矩阵本身的稠密性, 当 m 取得较大值时, 其
仍然需占用大量存储空间, 同时计算量也较大. 在
压缩跟踪算法中选取一个非常稀疏的随机测量矩阵
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SR ∈ Rn×m, 其元素服从如下分布:

sr ∼


√

s 0 −√s
1
2s

1− 1
s

1
2s


 (2)

Achlioptas[14] 证明了当 s = 2 或 3 时, 此矩阵满足
Johnson-Lindenstrauss 引理. 当 s À 3 时, SR 服

从非常稀疏投影. 由上式可以看出当 s=3 时仅有
1/3 的原始数据被采样, 这样可以避免 2/3 的计算
量.
在压缩跟踪算法中高维图像特征是由感兴趣区

域与一系列不同位置和大小的矩形滤波器卷积而得

到. 使用满足压缩感知原理中 RIP 条件的非常稀疏
测量矩阵 (2) 对高维特征集合进行压缩, 得到压缩
域特征. 稀疏测量矩阵只需离线计算一次, 在跟踪中
始终保持不变, 避免了重复计算, 降低了计算复杂度
能够满足实时跟踪的要求.
压缩跟踪算法是判别式在线跟踪算法, 将目标

跟踪转化为二值分类问题, 即在线判别出目标与背
景. Ng 等[16] 证明了目标特征大体上服从独立分布,
而朴素贝叶斯分类器对满足独立分布的随机变量分

类表现出高精度和高效率, 具有最小的误分类率和
耗时开销小的特点, 所以在跟踪中使用贝叶斯分类
模型来对目标与背景进行分类, 实现对目标的跟踪.
样本XXX 的特征向量 f(xxx) = (f1(xxx), · · · , fk(xxx))T, 则
朴素贝叶斯分类器 hk 为

hk(xxx) = log




K∏
k=1

p(fk(xxx) | y = 1)P (y = 1)

K∏
k=1

p(fk(xxx) | y = 0)P (y = 0)


 =

K∑
k=1

φk(xxx)

(3)

hk(xxx) = log
(

p(fk(xxx) | y = 1)
p(fk(xxx) | y = 0)

)
(4)

Diaconis 等[17] 证明了高维随机向量的随机投影大

体服从高斯分布, 所以可设条件概率 p(fk|y = 1) 和
p(fk|y = 0) 服从高斯分布, 即:

p(fk|y = 1) ∼ N(µ+
k , σ+

k )

p(fk|y = 0) ∼ N(µ−k , σ−k ) (5)

式 (5) 中的参数 (µ+
k , σ+

k , µ−k , σ−k ) 的更新方式
可以由最大似然估计方法推导得出:

µ+
k ←− ηµ+

k + (1− η)µ+ (6)

σ+
k ←−√

η(σ+
k )2 + (1− η)(σ+)2 + η(1− η)(µ+

k − µ+)2

(7)

其中, σ+=
√

1/N
∑N−1

i=0|y=1(fk(xi)− µ+)2, µ+ =

(1/N)
∑N−1

i=0|y=1 fk(xi) 对于负样本参数 (µ−k , σ−k ) 也
采用同样的规则进行更新.
对每一帧图像, 在目标附近采样一些正样本, 在

离目标较远的地方采样一些负样本, 使用正负样本
来更新分类器参数, 为了预测目标在下一帧图像中
的位置, 对下一帧图像中目标当前位置的附近区域
进行采样, 并放入分类器, 具有最大响应的样本即为
下一帧中目标所在的位置.
压缩跟踪算法简单高效, 满足实时跟踪要求. 但

是对分类器进行更新时, 特征没有进行选取, 在跟踪
中容易受到光照变化、遮挡等噪声干扰降低分类器

性能, 跟踪结果会产生较大误差甚至出现跟丢这样
灾难性后果. 针对这一问题本文提出一种高效的特
征在线选择跟踪算法, 对压缩域特征进行在线选择,
选出最优特征对分类器进行更新, 提高算法的鲁棒
性和精确性.

2 基于特征在线选择的压缩跟踪

2.1 特征在线选择

在目标跟踪中, Collins 等[9] 证明了在线选择

目标与背景的判别特征能够极大地提升目标跟踪

效果. 由于在跟踪中目标尺度不断变化, 目标提取
窗口应适应尺度的变化, 才能够提取出好的正样本
与负样本. 特征在线选择可以定义为从一个含有
M (M > K) 个特征的特征池中选取K 个特征使得

样本 X∗ 具有最大置信度即 X∗ = arg maxX(c(x)).
可以使用排列组合方法选择 K 个特征使得置信度

c(·) 最大, 但其计算量为 CK
M , 很难满足实时在线跟

踪的要求. 本文提出一种高效的特征在线选择算法,
特征组合次数为MK ¿ CK

M , 实验证明完全满足实
时跟踪要求. 定义目标置信度为朴素贝叶斯分类器
hk(x) 的非线性函数, 如式 (8) 所示:

c(x) = p(y = 1 | x) = σ(hk(x)) (8)

其中, 样本 X 通过其压缩域特征向量 f(xxx) =
(f1(xxx), · · · , fk(xxx))T 表示, y ∈ {0, 1} 是分类标
签, σ(·) 为 Sigmoid 函数, σ(z) = (1/1 + e−z).
将样本空间分为两个部分 R+ = {X, y = 1} 和
R− = {X, y = 0}, 定义边缘函数为集合 R+ 中的样
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本平均置信度减去集合 R− 中样本的平均置信度:

Emargin =
1

|R+|
∫

x∈R+

c(x)dx− 1
|R+|

∫

x∈R−

c(x)dx

(9)

在训练集中, 设正样本集 R+ = {Xi}N−1
i=0 (X0 为

当前帧的跟踪结果) 由 N 个样本组成, 负样本集
R− = {Xi}N+L−1

i=N 由 L 个样本组成 (L ≈ N). 由式
(3) 与式 (8), 式 (9) 可以写成:

Emargin ≈ 1
N

( N−1∑
i=0

σ(
k∑

k=1

φk(xxxi))−

N+L−1∑
i=N

σ(
k∑

k=1

φk(xxxi))
)

(10)

每个样本 Xi 都通过其特征向量 f(xxxi) =
(f1(xxxi), · · · , fM(xxxi))T 表示, 则一个弱分类器池
Φ = {φm}M

m=1 可以由式 (4) 得到. 最优特征应
使得类类之间的差别最大, 即从分类器池 Φ 中选出
一个分类器子集 {φk}K

k=1 使得集合 R+ 中样本平均

置信度最大, 同时抑制集合 R− 中样本的平均置信
度. 因此可以通过最大化边缘函数 Emargin 来选择弱

分类器, 即:

{φ1, · · · , φk} = arg max
{φ1,··· ,φk}

(φ1, · · · , φk) (11)

使用贪心算法从 Φ 连续选择使 Emargin 最大的 k 个

弱分类器:

φk = arg max
φ∈Φ

Emargin(φ1, · · · , φk−1, φ) =

arg max
φ∈Φ

( N−1∑
i=0

σ(hk−1(xxxi) + φ(xxxi))−

N+L−1∑
i=N

σ(hk−1(xxxi) + φ(xxxi))
)

(12)

在N + L 维数据空间中, 式 (12) 中 gk−1(x) 处最陡
下降方向为

gk−1 =

(gk−1(x0), · · · , gk−1(xN−1),−gk−1(xN), · · · ,

− gk−1(xN+L−1)) (13)

其中, gk−1 = −∂σ(hk−1(x))

∂hk−1
= −σ(hk−1(x))(1 −

σ(hk−1(x))), 因为 gk−1 只在点 (X0, · · · , XN+L−1)
处有定义, 其广义性能受到了限制. 本文选择与 gk−1

最不相关的弱分类器 φ 来最大化目标函数 (12). 使

用以下约束关系来选择 φ, 即:

φk = arg max
φ∈Φ

{ESGSC(φ) = ‖gk−1 − φ‖2
2} =

arg max
φ∈Φ

(
N−1∑
i=0

(gk−1(xxxi)− φ(xxxi))2+

N+L−1∑
i=N

(−gk−1(xxxi)− φ(xxxi))2) (14)

但是通过分析可以发现单个梯度与弱分类器容易受

到不良样本的影响, 从而影响到新的分类器的选择,
为了减少弱分类器对单个分类器的依赖引入中值滤

波的思想, 对滤波器和梯度分别进行排序选择中值
来减少不良样本对弱分类器选择的影响, 以提高特
征选择能力的鲁棒性. 则 φk 可以表示为

φk = arg max
φ∈Φ

{EMGMC(φ) = N(mid(g+
k−1)−

mid(φ+))2 + L(−mid(g−k−1)−mid(φ−))2}
(15)

由上式可以看出通过从不同的正样本中选择出弱分

类器能够有效地抑制由不良样本引入的噪声, 而且
采用很多正样本的梯度来对特征进行选择有效地减

轻了样本模糊的问题, 与传统判别模型采用单个正
样本提取特征相比, 本文采用的方法具有很好的抗
噪性能. 在每一时刻选取了 k 个最优特征 (弱分类
器) 后, 采用传统的贝叶斯分类器更新方法将弱分类
器线性组合后即可得到强分类器.

2.2 尺度更新

在视频序列图像中, 需要跟踪的目标距离摄像
头的远近是会发生变化的, 图像中目标的大小尺寸
也会跟着变化, 距离摄像头近则目标尺度变大; 反
之则变小. 在二维图像中此现象体现在当目标尺度
变小时, 其 y 轴坐标值变大; 反之亦然. 因此, 可以
采用图像中目标位置相对变化值来衡量尺度的变化.
为了减少噪声对跟踪性能的影响, 增强目标尺度的
稳定性, 取当前帧的前 n 帧目标位置相对变化的均

值作为目标尺度. 由上述分析, 本文对摄像头进行建
模, 依据目标距摄像头的距离与其尺度变化的关系
给出下述尺度更新算法:





∆l′t = lt − lt−1

∆̄lt =
1
n

n∑
i=1

∆l′t

st+1 = (1− λ)st + λe−∆lt

σt+1 = st+1σ

(16)

式中, lt 为目标位置的 y 轴坐标, lt−1 为前一帧目标
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位置坐标, ∆l′t 为相邻两帧位置变化值, ∆lt 表示距

离 t 帧前 n 帧平均位置变化量, st+1 表示第 t+1 帧
尺度大小, λ 为尺度影响因子用来调节尺度变化速

度. σ 表示目标初始窗口大小, σt+1 为 t + 1 帧目标
的大小.

3 算法步骤

本文算法流程框图如图 1 所示, 具体步骤如下:
令 It(x) ∈ R2 表示在 t 帧图像中样本XXX 所在的位

置; It(x∗) 表示在 t 帧图像中目标所对应的位置, 给
定分类器 hk, 则本文跟踪的步骤如下:

1) 在当前 t 帧图像中随机采集 Xα =
{x|‖It(x)− It(x∗)‖ < α} 并标记作为正样本.

2) 在当前 t 帧图像中随机采集 Xξ,β = {x|ξ <

‖It(x)−It(x∗)‖ < β}作为负样本,其中 α < ξ < β.
3) 计算正负样本的多尺度矩形特征, 并用非常

稀疏矩阵对特征进行投影得到压缩域特征.
4) 用特征在线选择算法在特征池中选择最优特

征.
5) 使用得到的最优特征对分类器 hk 进行更新.
6)在 (t+1)帧图像中,对应 t帧中目标的位置进

行大范围的采样 Xγ = {x|‖It+1(x) − It(x∗)‖ < γ}
(γ 一般取目标尺寸的 2 倍即可), 使用更新后的分类
器对 (t + 1) 帧图像中采集的样本进行计算, 找出具
有最大置信度即 X∗ = arg maxx(c(x)) 的样本, 则
目标在 (t + 1) 帧图像中的位置为 I∗t+1.

图 1 算法流程图

Fig. 1 Algorithm flow block diagram

4 实验与结果分析

为了验证本文跟踪算法的有效性, 选择了
目前具有代表性的 CT[12] (Compressive track-
ing)、 MIL[10]、 ODFS[11] 跟踪算法, 对 4 个
存在光照变化、尺度变化、遮挡、旋转、背景

相似等干扰因素的图像序列作对比实验. 对

于每一个待跟踪的目标都是在图像序列的第

一帧手工选定. 实验中所有图像序列均来自

https://sites.google.com/site/trackerbenchmark/
benchmarks/v10 中的标准测试序列, 分别对算法
的跟踪精度进行定性与定量评价. 其中定量评价采
用中心误差即目标实际中心与跟踪结果中心之间的

距离来描述, 距离越小则误差越小, 跟踪精度越高.
本文算法的实现基于 Windows 操作系统, 采

用Matlab 作为软件平台, 计算机配置为 Intel Core
2 Duo CPU 2.10GHz, 2.00 GB 内存, 可以达到
25FPS, 满足实时跟踪要求. 对本文算法中主要参
数的设置如下: 正负样本个数 N、L 一般都可以选

择相似或相等, 本文均选择 50; 在特征选择上采用
M =150、K =15 即可.
图 2 为对 4 种图像序列的跟踪结果. 在序列

Walking2 中, 存在着目标尺度变化、遮挡、低分
辨率的影响, 给目标跟踪带来了很大的困难. 由
图 2 (a) 中 ]166 帧可以看到随着目标尺度的不
断减小, ODFS 与 CT 算法都产生漂移现象, 跟
踪出现较大误差, 而 MIL 与本文算法都能够对
目标进行有效的跟踪. 当 ]218 帧目标被遮挡时,
MIL、CT、ODFS 跟踪发生丢失, 当 ]299 帧时遮挡
消失, 而MIL、CT、ODFS 都已经将遮挡物作为目
标, 而本文算法对目标尺度进行估计, 随着目标尺度
的变小采样范围减小, 减少了不良样本的干扰, 同时
特征进行在线选择, 提取出正负样本最佳判别特征,
始终能够对目标进行有效的跟踪.
在序列 Crossing 中存在着目标尺度变化、光照

变化、背景与目标相似等干扰因素. 从图 2 (b) 中可
以看出在 ]12 帧由于受到背景干扰跟踪发生了漂移,
但还能够对目标进行跟踪. 当 ]53 帧时, CT 跟踪丢
失而MIL 及 ODFS 算法也产生了漂移. 当 ]120 帧
时, MIL 与 ODFS 算法均产生了较大的漂移, CT
已经完全跟踪丢失, 而本文算法却始终对目标进行
着准确的跟踪. 可以看出本文算法在目标尺寸改变
时, 能够较好地做出定量的判断与估计, 满足对多尺
度跟踪的要求.
在序列 David3 中存在遮挡和旋转, 对此序列进

行有效的跟踪, 要求跟踪算法必须能够适应目标的
旋转、外观的改变. 由图 2 (c) 可以看出当目标被树
木遮挡过后 (] 88、]106 帧), MIL、CT 算法都发生
了漂移, 且无法对目标进行有效地跟踪, 只有 ODFS
与本文算法采用特征选择机制仍然可以对目标进行

有效的跟踪. 当 ]139 帧时目标转身发生了形变, 本
文算法与 ODFS 仍然能够对目标进行有效的跟踪.

在序列 Freeman中存在左右旋转和前后旋转以
及目标尺度的变化. 由图 2 (d) 可以看出, 当 ]31 帧
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时 ODFS 跟踪算法由于特征选择策略的原因发生
了较大漂移, MIL 算法也出现了漂移. 在 ]166 帧,
ODFS 算法已经丢失了目标, 目标旋转后 MIL 与
CT 算法跟踪也出现了严重的漂移, 而本文算法却能
够抵抗旋转产生的遮挡与非刚性形变的影响对目标

进行有效的跟踪. 当 ]190 帧时, ODFS、MIL、CT
算法均完全失去对目标的跟踪而本文算法能够适应

目标的旋转与尺度的变化, 依然能够对目标进行有
效的跟踪.

(a) Walking2 序列跟踪结果

(a) Tracking results of Walking2 sequence

(b) Crossing 序列跟踪结果

(b) Tracking results of Crossing sequence

(c) David3 序列跟踪结果

(c) Tracking results of David3 sequence

(d) Freeman 序列跟踪结果

(d) Tracking results of Freeman sequence

图 2 图像序列跟踪结果

Fig. 2 Tracking results of the sequences

如图 3 所示的跟踪中心误差曲线定量评价表明
了本文算法具有最高的精确性与稳定性. 通过上述
具有代表性的 4 组标准测试序列实验后可以得出,
本文采用特征在线选择以及对摄像头进行建模适应

目标尺度变化的方法, 对目标跟踪中的遮挡、尺度变
化等难点问题具有良好的适应能力.
为了对本文算法进行全面客观的评价, 采用

Benchmark 中的算法性能评价方法, 分别从每帧跟
踪精度 (One-pass evaluation, OPE)、时间鲁棒性
(Temporal robustness evaluation, TRE) 以及空间
鲁棒性 (Spatial robustness evaluation, SRE) 对本
文算法进行评价. 在测试序列中给定目标初始位置
后, 使用跟踪算法对整个图像序列进行逐帧跟踪是
目前最为常用的跟踪算法评价方法. 在实际应用中
目标初始位置可能是不精确的, 存在一定的偏移, 同

时在跟踪中可能会出现跳帧的情况, 这就需要跟踪
算法具有较强的空间鲁棒性和时间鲁棒性. 为了衡
量算法在实际应用中的表现, 对目标初始位置进行
一定的偏移, 包含左、右、上、下 4 个方向以及对角

(a) Walking2 跟踪中心误差曲线

(a) Walking2 tracking center error curves

(b) Crossing 跟踪中心误差曲线

(b) Crossing tracking center error curves

(c) David3 跟踪中心误差曲线

(c) David3 tracking center error curves
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(d) Freeman 跟踪中心误差曲线

(d) Freeman tracking center error curves

图 3 跟踪中心误差曲线

Fig. 3 Tracking center error curves

线 4 个方向, 共 8 种情况的偏移, 漂移量均为 10%.
为了测试算法的跟踪鲁棒性, 本文选取 Benchmark
中具有代表性的 12 组测试序列, 序列中包含了背景
相似、旋转、尺度变化、遮挡等影响跟踪鲁棒性的因

素. 采用跟踪空间鲁棒性衡量标准, 从跟踪精度与跟
踪成功率两个方面定量分析算法跟踪的空间鲁棒性.
跟踪精度曲线定义为一个图像序列中跟踪结果与目

标中心误差小于给定阈值 d 的帧数占总帧数的比率.
本实验中令 d = 20 来计算算法的平均跟踪精度. 跟
踪结果的边界窗口为 rt, 目标窗口为 ra, 则重叠率
定义为 S = | rt ∩ ra |/| rt ∪ ra |, 当重叠率 S 大于

所给的阈值 t 时表示当前帧跟踪成功. 在实验中令
t = 0.5 来计算算法的平均跟踪成功率, 本文采用文
献 [18] 中定义的成功率曲线下的面积 (Area under
curve, AUC) 来衡量算法的性能, 面积越大则说明
算法的性能越好. 选取在 Benchmark 中具有代表
性的 11 种跟踪算法进行对比实验, 12 种算法分
别为: VR[9]、MIL[10]、CT[12]、RS[18]、OAB[19]、TM-
V[20]、IVT[1]、VTD[21]、Struck[22]、SCM[23]、MS[24]、

PD[25].
对图像序列按照在第一帧对目标位置初始化,

逐帧测试的结果如图 4 所示, 本文算法在 12 种典型
的测试算法排名中性能达到了第三位, 这表明本文
算法具有良好的目标跟踪性能. 在算法处理效率上
本文算法能够达到 28FPS 而 SCM 以及 Struck 在
同样的硬件平台与实现语言下只能达到 0.01FPS.
时间鲁棒性曲线如图 5 所示, 反映了跟踪算法

在初始帧不是第一帧或跟踪图像序列中存在跳帧的

(a) 跟踪精度曲线

(a) Tracking precision curves

(b) 跟踪成功率曲线

(b) Tracking success rate curves

图 4 跟踪算法 OPE 曲线

Fig. 4 Tracking algorithm OPE curves

(a) 跟踪精度曲线

(a) Tracking precision curves
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(b) 跟踪成功率曲线

(b) Tracking success rate curves

图 5 跟踪算法 TRE 曲线

Fig. 5 Tracking algorithm TRE curves

情况下跟踪算法的性能. 从图 5 可以看出本文算法
无论是在重叠率还是误差精度上表现都是前三名,
而另外两种跟踪算法 Struck、SCM 都是花费巨大

的时间消耗来获得较好的跟踪效果. 本文算法在保
证了能够对目标实时跟踪的同时还具有很高的时间

鲁棒性.
跟踪空间鲁棒性衡量曲线如图 6 所示. 在跟踪

误差阈值小于 10、重叠率大于 0.4 时, 本文算法的
跟踪精度比MIL 稍微差些, 但是随着跟踪误差阈值
取值的逐渐增大、重叠率的逐渐减小, 本文算法的跟
踪精度提高很快, 这在实际应用中尤为重要.

综上所述, 本文算法在满足实时跟踪的同时具
有良好的跟踪精度以及较强的鲁棒性. 跟踪成功率
与精度前十的算法的综合性能如表 1 所示. 本文算

(a) 跟踪精度曲线

(a) Tracking precision curves

(b) 跟踪成功率曲线

(b) Tracking success rate curves

图 6 跟踪算法 SRE 曲线

Fig. 6 Tracking algorithm SRE curves

法与在 Benchmark 中综合表现最好的跟踪算法
Struck、SCM 相比, 在精度损失不多且鲁棒性相差
不大的情况下, 本文算法的跟踪速度能够达到实时,
而上述两种算法根本无法在实际应用中使用. 与同
样采用特征在线选择的MIL 以及 OAB 相比, 本文
算法在提高算法性能的同时降低了时间复杂度. 与
传统的 CT 算法相比, 本文算法明显提高了性能, 但
运行时间没有优势.

表 1 算法综合性能表

Table 1 Algorithm integrated performance table

算法名称 平均跟踪成功率 平均跟踪精度误差 FPS

Struck 0.541 0.724 0.01

SCM 0.601 0.725 0.01

Ours 0.528 0.708 28

MIL 0.480 0.651 10.3

VTD 0.519 0.687 0.01

RS-V 0.435 0.541 10

VR-V 0.393 0.475 40

CT 0.433 0.579 33

OAB 0.392 0.536 8.5

TM-V 0.476 0.591 0.1

5 结论

本文采用非常稀疏投影矩阵对图像特征空间进

行投影将其压缩到低维空间, 低维特征空间能够很
好地保持高维信号的空间结构. 提出一种新的在线
特征选择算法对低维压缩域特征进行在线选择, 提
取最优特征对分类器进行更新. 使用分类器的非线
性函数计算样本的置信度函数确定目标位置, 同时
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对摄像头进行建模判断目标尺度变化使得算法能够

多尺度对目标进行跟踪. 与原压缩跟踪算法相比, 极
大提升算法鲁棒性与准确性, 本文算法因为特征在
线选择使其复杂度稍有增加, 但不会对跟踪的实时
性产生影响. 实验表明本文算法具有较高的抗形变、
模糊、遮挡等能力, 具有较高的精度, 实时性较强,
同时算法具有较强的时空鲁棒性, 能够满足实际跟
踪要求.
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