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基于径基函数-加权偏最小二乘回归的干点软测量
颜学峰1

摘 要 针对影响石油馏分产品干点因素众多且呈高度非线性的特征，提出了一种径基函数 (Radial basis function，RBF)

和加权偏最小二乘回归 (Weighted partial least squares regression，WPLSR)相结合的建模方法建立干点软测量模型. 该组

合方法首先应用 RBF实现样本数据的非线性变换；然后根据非线性变换后样本在结构参数空间中的分布，分析它们对预测对

象的预报能力，自适应地为各个样本分配权值，并进而从中提取和选用 PLS成分，实施加权 PLSR，以获得预报性能良好的

模型. 在实际应用于初顶石脑油干点软测量建模中，RBF-WPLSR获得比 PLSR、WPLSR及 RBF-PLSR更高精度的模型.
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Radial Basis Function-weighted Partial Least Square Regression and Its
Application to Develop Dry Point Soft Sensor

YAN Xue-Feng1

Abstract A novel approach of integrating the radical basis function (RBF) with weighted partial least squares regression

(WPLSR) has proposed to develop the dry point sensor in petroleum distillation products. Many operation factors have

effect on the dry point products and correlation among them. Firstly, this approach uses RBF to carry out the nonlinear

transformation for the sample data. Secondly, the space distribution a of a nonlinear transformation sample data set is

analyzed, and each nonlinear transformation sample is self-adaptively weighted according to its different ratios of predicting

contribution for the predicting sample. Thirdly, PLSR is applied to weighted nonlinear transformation sample data set

to remove the correlation and develop a model with high predicting precision. Finally, PLSR, WPLSR, RBF-PLSR and

RBF-WPLSR are utilized to develop the naphtha dry point soft sensor. The comparison results show that the prediction

by RBF-WPLSR is the most precise.
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1 引言

炼油厂中馏分产品的干点是重要的质量指标，

但该指标无合适的在线分析仪进行测定，只能离

线分析且时间长. 因此建立预报性能良好的干点
软测量模型，可以实现馏分产品干点质量指标的

实时预测，并为生产操作优化提供指导[1]. 软测量
模型的建立，已提出了很多方法. 有各种全局多
元线性回归方法[2, 3]，具有简洁明确的解析表达形

式，但难以描述高度非线性系统. 有多种神经网络
方法[4, 5]，可以处理高度非线性体系，但易出现过拟

合现象. 为此，提出了一种径基函数 (Radial basis
function，RBF)和加权偏最小二乘回归 (Weighted
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partial least squares regression，WPLSR)相结合
的建模方法. 该组合方法首先应用 RBF实现样本数
据的非线性变换；然后对于已知操作条件的工况 (称
为预测对象)，将根据非线性变换后样本在结构参数
空间中的分布，分析它们对预测对象的预报能力，自

适应地为各个样本分配权值. 又考虑到变量间存在
交互作用，将从加权样本数据中提取并选定参与回

归的 PLS 成分，从而实施加权的偏最小二乘回归，
以建立针对该预测对象的，预报性能良好的软测量

模型. 将 RBF-WPLSR 应用于初馏塔石脑油干点
软测量，获得满意的结果.

2 径基函数–加权偏最小二乘回归

2.1 径基函数网络

RBF网络[6, 7] 本质是多变量插值的径基函数方

法. 设给定一个 p维点集 {xi}和与之对应的 q维点
集 {yi}，i = 1, 2, · · · ,n，插值问题就是要求一个函
数 f(x)，使之满足插值条件：f(xi) = yi. 以一维输
出为例，并采用高斯函数作为径基函数，则隐层输
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出加权求和为

f(x) =
m∑

j=1

λj exp(−‖x− cj‖2/σ2
j ) (1)

其中，λj 是插值系数；m是径基个数；cj 是径基向

量；‖ · ‖是欧氏范数；σ2
j 是第 j个隐节点的归一化

参数.
2.2 加权偏最小二乘回归
2.2.1 偏最小二乘回归

设样本容量为 n，自变量维数为 p，因变量维数
为 q，则自变量数据矩阵 X为 n × p (n > p)维，因
变量数据矩阵 Y 为 n × q (n > q) 维. 针对各自变
量间可能存在复共线性，可以采用偏最小二乘回归

(PLSR)[8, 9]，PLS成分的提取可用NIPALS算法[9].
设 T 是前 k 个 PLS 成分组成的 n × k 维隐变量矩
阵，且有 T = XU，则 PLSR模型

Y = TC + E = XUC + E (2)

其中 U是 p× k维转换矩阵；C是 k× q维回归系数
矩阵；E是 n× q维的残差矩阵. 在 NIPALS算法中
可以同时计算出 C与 U，则 q个因变量的预报值可
用如下的回归方程计算

ŷ = xCU (3)

对于采集的数据，由于种种原因，各个样本在

建模中处于不同的地位，为反映这种情况，可以采

用加权回归方法[10]，即对各个样本赋予不同的权值，

此后式 (2)回归模型为

WY = WXUC + E (4)

其中W为对角矩阵 diag(
√

w1,
√

w2, · · · ,
√

wn)，要
求权值 wi ≥ 0 (i = 1, 2, · · · ,n).
2.2.2 加权偏最小二乘回归算法

WPLSR 以被预测的对象为出发点，并认为在
建立适用于该预测对象的模型时，各个样本处于不

同的地位，应分配不同的权值. 而权值的大小将根据
样本与预测对象之间欧氏距离的大小自适应地进行

分配. 即，样本和预测对象之间的欧氏距离越小，则
认为它对预测对象的线性预测能力也越大，在建模

中应分配较大的权值[8∼11].
依据样本和预测对象之间欧氏距离的大小可以

有多种权值分配方案，本文拟采用一种较为简单易

行的方案：设权值分配参数为 m (m为正整数)，则
与预测对象欧氏距离最近的前 m 个样本权值为 1，
其余样本权值为 0. WPLSR算法的计算步骤如下：

1) 设提取的隐变量 (PLS 成分) 数为 k ( k =
1, 2, · · · , p)；权值分配参数为 m (m = k + 1, k +
2, · · · ,n− 1).

2) 对于每对 k和 m值，采用留一交叉验证法，
算出所有校验样本相对误差平方和.

2.1) 从 n 个样本中选出第 j 个样本 xj (j =
1, 2, · · · ,n)为校验样本，其余的均为建模样本.

2.2) 在 n − 1个建模样本 xi (i = 1, 2, · · · , j −
1, j + 1, · · · ,n)中，与校验样本 xj 距离最近的 m个
样本权值为 1，其余样本权值为 0，组成权值矩阵W.

2.3) 对建模样本的自变量数据矩阵 X 和因变
量数据矩阵 Y (不含校验样本)进行加权处理，求得
m× p维的自变量矩阵 Xm = WX和 m× q维的因
变量矩阵 Ym = WY.

2.4) 采用 NIPALS 算法从 Xm 中提取前 k 个
PLS成分，构成 m × k维隐变量数据矩阵 Tm,k，并

求出对应的 p × k维转换矩阵 Um,k 和 k × q维回归
系数矩阵 Cm,k.

2.5) 计算校验样本 xj 的预报值矢量 ŷj =
CT

m,kU
T
m,kxj，其第 l个分量为 ŷjl. 当 j依次取 1到 n

的所有值时，将对每个样本进行一次预报，对于每

对 m和 k值，按下式计算相应的预报相对误差平方
和，并记为 Em,k

Em,k =
n∑

j=1

q∑
l=1

(
yjl − ŷjl

yjl

)2 (5)

其中 yjl 是因变量数据矩阵 Y 中的元素，它们是样

本的实际观测值.
3) 将每个 Em,k 值存入相对误差矩阵 R的第 m

行第 k列，在矩阵其他空白位置上可添入 +∞ . 选
取误差矩阵 R中最小值的元素，它所在的行号和列
号分别记为 moptimal 和 koptimal.

4) 对于自变量取值为 x∗的预测对象，将权值分
配参数取为 moptimal，隐变量数取为 koptimal，按 2)
步中 2.2) - 2.5)步建立专门用于预报预测对象 x∗ 的
回归模型.
2.3 径基函数–加权偏最小二乘回归算法

径基函数–加权偏最小二乘回归相结合的组合
建模方法克服 RBF 网络隐层节点个数难以确定的
缺点，并通过自适应加权偏最小二乘回归提高模型

预报精度. 算法执行步骤如下：
1) 样本数据的 RBF 非线性变换. 将每个训

练样本作为 RBF 函数的基向量 (cj = xj，j =
1, 2, · · · ,n )，对输入矢量 x 执行非线性变换，形

成变换矢量 xA，即

xA
j = exp(−‖x− cj‖2/σ2

j ) (6)

其中，xA
j 是 xA 的第 j 个元素. σj = e

n

∑n

i=1 ‖xi −
xj‖，j = 1, 2, · · · ,n，其中，e是大于 0的常数. 对所
有样本 x i, i = 1, 2, · · · ,n执行 (6)式的非线性变换，
形成非线性变换后样本数据 xA,i, i = 1, 2, · · · ,n.
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图 1 初馏塔的工艺流程图

Fig. 1 Flow chart of preflash tower

2) 按 WPLSR 算法的 1) - 3) 步，由 yi 和

xA,i, i = 1, 2, · · · ,n，求得 moptimal 和 koptimal.
3) 对于自变量取值为 x∗ 的预测对象，通过 (6)

式形成非线性变换矢量 x∗A，将权值分配参数取为
moptimal，隐变量数取为 koptimal，按WPLSR 算法
的 2)步中 2.2) - 2.5)步建立专门用于预报预测对象
x∗ 的回归模型.

3 初顶石脑油干点软测量

3.1 影响因素分析和自变量的选取

某常减压装置初馏塔的工艺流程如图 1 所示.
其中影响初顶石脑油干点 y的因素主要有：初馏塔
处理量 x1、塔顶温度 x2、塔顶压力 x3、顶回流带出

能量 x4、回流比 x5、初顶石脑油流量 x6、初顶循带

出能量 x7、初中段带出能量 x8、及进料温度 x9，这

些影响因素值都可以实时通过 DCS系统获得. 同时
炼制原油性质也直接影响初顶石脑油干点，但其性

质经常无法及时获得. 为此，提出引入前一时刻初
顶石脑油干点人工分析值作为软测量模型的第十个

自变量 x10，以间接表征炼制原油性质.
将以上分析的影响初顶石脑油干点 y的 9个主

要因素 (x1, x2, · · · , x9)和前一时刻初顶石脑油干点
人工分析值 x10 作为软测量模型的自变量，初顶石

脑油干点 y作为因变量，采集到 138个样本数据，形
成 138× 10维自变量样本数据矩阵 X和 138× 1维
因变量数据矩阵 Y.

3.2 最佳模型参数的确定

采用 RBF-WPLSR算法对 X和 Y进行回归建
模计算，求得误差矩阵 R，获得图 2 所示的预报相
对误差平方和 Em,k 随权值分配参数与隐变量数变

化曲面. 图中网格曲面的每个交叉点表示一对权值
分配参数 m和隐变量数 k 对应的 Em,k. 图 2的上

图 2 Em,k 随权值分配参数 m与隐变量数 k变化曲面

Fig. 2 Surface graph of Em,k with m and k

半部分是下半部分的子图，是图 2下半部分中圆圈
部分的放大. 从图 2 中可以看出，当隐变量数取定
值时，Em,k 值随着权值分配参数 m值的增大，先呈
下降趋势，后又开始上升；当权值分配参数取定值

时，Em,k值随着隐变量数的增加，先呈下降趋势，后

又开始上升. 在 m = 127, k = 8时，Em,k 值达到最

小值，即 E127,8 = 0.02843. 则，最佳权值分配参数
为 moptimal = 127，最佳隐变量数为 koptimal = 8.
3.3 软测量模型性能分析

初顶石脑油干点软测量模型为：对预测对象 x∗，
首先，通过 (6)式形成非线性变换矢量 x∗A；然后，基
于采集的经过 (6)式非线性变换的 138个样本数据，
从中挑选与 x∗A 空间最邻近的 moptimal = 127 个样
本分配权值 1，其余的样本分配权值 0，形成加权建
模样本. 最后，基于加权建模样本，采用PLSR选取
koptimal = 8个隐变量，建立专门用于预报预测对象
x∗ 的回归模型. 因此，不同的预测对象，将根据样
本数据对预测对象的预报能力，对样本进行自适应

加权形成建模样本数据，建立不同的模型.
3.2 节中模型最佳参数确定是采用留一交叉验

证法进行的，为此，为了直观说明建立的干点软测

量模型 (moptimal = 127, koptimal = 8)的性能，以初
顶石脑油干点人工分析值为横坐标，以干点软测量

模型对 138个样本的预测值 (即，留一交叉验证的校
验值)为纵坐标作图，结果如图 3所示. 从图 3可以
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图 3 干点软测量模型的预测值与人工分析值对比

Fig. 3 Analysis value of dry point versus predicting value

看出，图中方形点分布在对角线的两侧 (若方形点落
在对角线上，则预测值与分析值相同)，模型具有良
好预测性能.
同时，为了进一步分析 RBF-WPLSR 模型的

性能，在仿真试验中分别采用 PLSR、WPLSR 及
RBF-PLSR 等 (组合) 回归算法对采集到 138 个样
本数据进行回归建模，由留一交叉验证法求得各自

的最优预报相对误差平方和 Eopt 如表 1所示. 从表
1中可以看出，RBF-WPLSR回归算法建立模型的
预报性能明显优于其他三种 (组合)回归算法.

表 1 不同回归算法的最优预报相对误差平方和

Table 1 Comparison result of optimal predicting

performances of different models

回归算法 全局PLSR WPLSR RBF-全局PLSR RBF-WPLSR

Eopt 0.04706 0.03849 0.02856 0.02843

4 结论

径基函数 (Radial basis function，RBF) 和加
权偏最小二乘回归 (Weighted partial least squares
regression，WPLSR) 相结合的建模方法具有很强
非线性表达能力，建立的模型预测精度高且稳定.
RBF-WPLSR首先应用 RBF实现样本数据的非线
性变换；然后采用具有自适应加权 PLSR对非线性
变换后的样本数据进行回归建模. 在实际应用于初
顶石脑油干点软测量建模中，RBF-WPLSR算法预
报精度明显优于 PLSR、WPLSR及 RBF-PLSR等

(组合)回归算法.
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