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多类运动想象脑电信号的两级特征提取方法

孟 明 1 朱俊青 1 佘青山 1 马玉良 1 罗志增 1

摘 要 共同空间模式 (Common spatial pattern, CSP) 是运动想象脑机接口 (Brain-computer interface, BCI) 中常用

的特征提取方法, 但对多类任务的分类正确率却明显低于两类任务. 通过引入堆叠降噪自动编码器 (Stacked denoising

autoencoders, SDA), 提出了一种多类运动想象脑电信号 (Electroencephalogram, EEG) 的两级特征提取方法. 首先利用一

对多 CSP (One versus rest CSP, OVR-CSP) 将脑电信号变换到使信号方差区别最大的低维空间, 然后通过 SDA 网络提取

其中可以更好表达类别属性的高层抽象特征, 最后使用 Softmax 分类器进行分类. 在对 BCI 竞赛 IV 中 Data-sets 2a 的 4 类

运动想象任务进行的分类实验中, 平均 Kappa 系数达到 0.69, 表明了所提出的特征提取方法的有效性和鲁棒性.
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Two-level Feature Extraction Method for Multi-class Motor Imagery EEG

MENG Ming1 ZHU Jun-Qing1 SHE Qing-Shan1 MA Yu-Liang1 LUO Zhi-Zeng1

Abstract Common spatial pattern (CSP) is a popular method of feature extraction for motor imagery based brain-

computer interface (BCI). However, the classification accuracy of multi-class tasks is obviously lower than that of two-

class tasks with CSP. By employing the stacked denoising autoencoders (SDA), a two-level feature extraction method

for multi-class motor imagery electroencephalogram (EEG) is proposed. Firstly, one versus rest CSP (OVR-CSP) is

adopted to convert EEG into low dimensional space in which the discrimination of signal variances is maximized. Then,

SDA network is used to extract the higher level abstract features which can characterize the category attributes more

effectively. Finally, the motor imagery tasks are classified with Softmax classifier. In the classification experiment with

four-class motor imagery tasks from Data-sets 2a of the BCI competition IV, this method achieves the average Kappa

value of 0.69. The results show that the proposed method is effective and robust.
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通过大脑神经活动来控制一些外部辅助设备

(轮椅、服务机器人等), 是使脊髓损伤、肌萎缩脊
髓侧索硬化、脑瘫等严重神经肌肉障碍患者在一定

程度上恢复其交流和运动能力的有效途径[1]. 脑机
接口 (Brain-computer interface, BCI) 正是这样一
种不依赖人体神经和肌肉组织的正常传输通路, 而
直接进行人脑与外界之间信息交流的新通道. 人
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在进行不同肢体运动或想象时, 在大脑皮层运动感
知区会产生特定的自发性的脑电信号 (Electroen-
cephalogram, EEG)[2]. 运动想象型 BCI 通过捕捉
和识别不同运动想象任务时的 EEG, 来实现大脑和
外界的信息交换和控制. 如何从高度复杂的运动想
象 EEG 中提取出能有效识别运动任务的特征, 对
于 BCI 系统的性能至关重要. 目前, 共同空间模式
(Common spatial pattern, CSP) 及其改进方法是
运动想象 EEG 分析中最有效的特征提取方法[3].

CSP 是一种针对两类运动想象 EEG 的处理算
法, 通过同时对角化两个协方差矩阵构建最优滤波
器来进行特征提取, 在两类运动想象任务问题上得
到很高的分类准确率. 李明爱等[4] 运用 CSP 对 BCI
竞赛 II Data-sets III 的两类运动想象脑电数据得
到的最优正确率高达 100% 和 98.57%; Zhang 等[5]

利用最优空间谱滤波器网络对 CSP 进行优化, 在
BCI 竞赛 IV Data-sets I 数据集上得到最好的正确
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率达到 96%. 因此, 许多研究者尝试将 CSP 推广
到多类运动想象 EEG 分类问题上, 提出基于 CSP
的改进算法, 如一对多 CSP (One versus rest CSP,
OVR-CSP)[6]、一对一 CSP (One versus one CSP,
OVO-CSP)[7] 等. 但是, 这些方法在多类运动想象
任务识别问题上获得的正确率却远低于两类问题.
这在一定程度上是由于对多类运动想象 EEG 来说,
尽管 CSP 方法寻找使各类任务之间差别最大的空
间滤波器进行投影, 但得到的多类特征空间分布复
杂, 区分度较低, 给后续的分类带来困难. 除了对
CSP 中的滤波器进行改进和优化以外[8−9], 从 CSP
特征中进一步提取任务区分度高的特征也是提高识

别正确率的可行方向, 最近兴起的深度学习理论正
是能够实现这一目的的有效方法.
堆叠降噪自动编码器 (Stacked denoising auto-

encoders, SDA) 是一种典型的深度学习网络模型,
它模仿人类大脑机制来解释数据, 通过组合低层特
征形成更加抽象的高层次的特征表达, 是一种自动
提取表示属性类别的高层样本特征的方法[10]. 但是
SDA 是以半监督方式自动学习数据的特征, 如果原
始数据过于复杂或者信噪比较低 (例如脑电信号、
自然图像、语音信息等), SDA 直接学习到的可能
并不是与类别属性紧密相关的特征, 反而最终导致
分类效果并不理想[11−13]. 而经过 CSP 特征提取后,
EEG的类别区分性得到提高, 消除了部分干扰信息,
为 SDA 提取更抽象的类别属性提供了条件. 为充分
提取原始 EEG 数据中的有效特征, 获得更好的分
类效果, 本文结合 OVR-CSP 和 SDA 方法各自的
优势, 对于每个运动想象任务 EEG, 先使用 OVR-
CSP 进行变换, 再将变换后的信号作为 SDA 的输
入信号进行高层次特征提取, 构成一个两级的多类
运动想象 EEG 特征提取方法, 并利用 BCI 竞赛 IV
中 Data-sets 2a 的数据进行了分类实验验证.

1 一对多共同空间模式

CSP 是一种两类空间滤波器, 通过同时对角化
两个协方差矩阵, 使得不同模式之间的 EEG 信号方
差能够最大化的区分开来. 针对多类运动想象任务
的需要, OVR-CSP 是将 CSP 扩展到多类别分类的
一种常用方法[7]. 它把其中一类模式当成一类, 而余
下的所有模式当成另外的一类, 从而形成一个两类
的 CSP, 这样依次对每一类模式计算对应的 CSP.
对于 C 类运动想象任务的特征提取, OVR-

CSP 最后形成 C 个两类 CSP 滤波器. 记每个运动
想象任务样本的 EEG 分别为 N × T 维的矩阵 Xi,
i = 1, · · · , C, 其中 N 为通道数, T 表示每个通道

的采样点数, 则每一类想象任务信号的归一化协方
差矩阵为

Ri =
XiX

T
i

tr(XiXT
i )

, i = 1, · · · , C (1)

式中, XT
i 是 Xi 的转置，tr(·) 为矩阵的迹. 对这些

协方差矩阵求和可以得到合成空间协方差矩阵 R =∑c

i=1 Ri, R 可分解为

R = U0 ∧ UT
0 (2)

式中, U0 和 ∧ 分别为特征矢量矩阵和特征值对角
阵. 对 U0 和 ∧ 进行白化变换使方差均匀化, 得到白
化矩阵 H = ∧−1/2UT

0 .
然后采用经典 CSP 算法，计算各个想象任务模

式的空间滤波器. 对于模式 1为一类，其余 C−1个
模式为另一类的情况, 记R′

1 = R2 + · · ·+RC , 令 S1

= H1R1H
T
1 , S′1 = H1R

′
1H

T
1 , 其中 H1 是白化矩阵.

可以证明, 如果 S1 可以被分解为 S1 = U1∧1U
T
1 , 则

S′1 可以被分解为 S′1 = U1∧′1UT
1 , 且有 ∧1 + ∧′1 =

I [3]. 综合以上各式, 可得

(HT
1 U1)TR1(HT

1 U1) + (HT
1 U1)TR′

1(H
T
1 U1) = I

(3)
从式 (3) 可以看出, 变换后原协方差矩阵的特

征值满足和等于 1, 即在第 1 类信号的方差值最大的
情况下其余所有模式信号的方差值最小. 因此, 可以
选择 U1 中前m 个最大的特征值所对应的特征向量

UT
1,m 来设计第 1 类模式的空间滤波器, 此类模式下
的投影方向可以表示为

P1 = UT
1,mH1 (4)

同样可以得到其余各类想象任务模式下的投影

方向 Pi = UT
1,mHi, i = 2, · · · , C. 将样本 X 向第 j

类模式下的投影方向进行投影, 可以得到滤波信号
Zj = PjX ∈ Rm×T . X 在各个投影方向得到的滤

波信号可以组合构成新的信号 Z = [Z1, · · · , ZC ] ∈
RM×T , 其中M = C ×m, 即新信号具有M 个分

量. 最后, 分别对 Z 中每个分量的方差进行规范化

和取对数计算

fp = log




var(zp)
M∑

q = 1

var(zq)


 , p = 1, · · · ,M (5)

其中, var(zp) 表示 Z 中第 p 行分量的方差, 得到向
量 F = [f1, · · · , fM ] 作为样本的特征.

2 堆叠降噪自动编码器

2.1 自动编码器

自动编码器 (Autoencoders, AE) 是根据人工
神经网络层次结构建立起来的特征表达网络, 是深
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度学习的一个经典模型[14]. 对于一个AE网络,如果
使输出结果等于输入, 那么可以通过训练使得网络
对输入进行重构, 从而得到每一隐含层的权重. 自然
地, 我们就得到了输入的集中表达, 因为学习过程中
没有使用样本标签, 所以是属于无监督的方法. AE
由输入层、隐含层和输出层组成, 网络结构如图 1
所示.

图 1 自动编码器结构

Fig. 1 The autoencoder architecture

AE 的工作分为编码和解码两个过程, 其中编码
过程是输入 x 到隐含层 h 的映射, 表示为

h = fθ(x) = Sf (Wx + b) (6)

其中, Sf 是非线性激活函数, 常用 Sigmoid 函数,
即 Sf (x) = 1/(1 + exp(−x)), 参数集合记为 θ =
{W, b}. 解码过程是函数将隐含层数据 h 映射回重

构 y, 表示为

y = gθ′(h) = Sg(W ′h + b′) (7)

其中, Sg 是采用 Sigmoid 函数的非线性激活函数,
参数集合记为 θ′ = {W ′, b′}.
在两个参数集 θ 和 θ′ 中, 给权值矩阵W 和W ′

增加限制, 使其满足W ′ = WT. 然后利用训练样本
数据, 通过最小化网络的重构误差 L(x, y) = ‖x −
y‖2, 来找最优参数

θ∗, θ′∗ = arg min
θ,θ′

L(x, gθ′(fθ(x))) (8)

2.2 降噪自动编码器

DAE 是 AE 模型的一种变形, 对 AE 的输入数
据 x 添加一定比例的噪声, 将污染了的数据 x̃ 作为

编码器的输入进行训练, 调节参数使其能重新构造
出被修复的输入数据[15]. DAE 的噪声添加与重构
过程如图 2 所示, 首先利用随机函数按一定的概率
p, 随机地选择输入数据 x 的一些单元置 0，余下的
数据单元保持不变. 再对添加了噪声的数据 x̃, 根据
式 (6)∼ (8), 训练网络使其能最大化地重构原始数
据 x.

图 2 降噪自动编码器加噪重构过程

Fig. 2 The procedure of corrupting and

reconstruction of DAE

由于 DAE 网络要消除这些添加了噪声的数据
所受到的污染, 重构出没有被污染的原始数据, 这就
使得网络可以学习到对输入的鲁棒表达方式, 也说
明 DAE 相比于一般的 AE 网络其泛化能力更强.

2.3 堆叠降噪自动编码器

把若干个DAE 网络堆叠在一起, 就可以形成具
有深度网络结构的 SDA[10, 16]，如图 3 所示. SDA
的每一层都将前一层的输出作为干净的输入数据,
添加噪声后作为被污染的数据进行训练, 从而使得
每一层都是对输入的一种特征表达.

图 3 堆叠降噪自动编码器结构

Fig. 3 The SDA architecture
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SDA 是一个特征提取器, 通过训练网络得到原
始输入的不同表达, 使高维数据压缩成低维的数据
表达, 达到特征提取的目的.

3 基于OVR-CSP和 SDA的两级特征提取

方法

结合 OVR-CSP 和 SDA 方法各自在特征提取
上的特点, 本文提出一种多类运动想象 EEG 两级
特征提取方法: 1) 将预处理后的数据通过 CSP 进
行变换和特征提取; 2) 将得到的特征子集作为 SDA
网络的输入进行第 2 级的特征提取. 由于 SDA 不
具有分类能力, 所以在 SDA 网络特征提取后, 选取
Softmax 分类器对运动想象任务进行分类. 多类运
动想象任务的 EEG 特征提取和分类的步骤如下:
步骤 1. 由于运动想象时的脑电特征主要体现

在 α 节律与 β 节律, 所以选用 8∼ 30Hz 的 Butter-
worth 带通滤波器对 EEG 进行预处理.

步骤 2. 对滤波后的训练数据集, 利用 OVR-
CSP 进行第 1 级特征提取. 首先对 C 类运动想象

任务构建 C 个空间滤波器, 每个滤波器的投影方向
可以由式 (4) 求得, 然后将训练样本向这 C 个投影

模式方向上投影并按式 (5) 计算特征, 从而得到降
维的第 1 级特征向量 F .
步骤 3. 将训练数据集的第 1 级特征作为 SDA

网络的输入, 运用 Hinton 等[17] 提出的贪婪逐层训

练算法训练网络, 即把前一层的输出添加噪声之后
作为后一层的输入逐层训练 n 层网络, 计算网络的
参数集合 θ = {W, b}.
步骤 4. 在第 n 层网络上添加 Softmax 分类器,

作为网络的第 n+1 层, 对整个网络通过有监督学习
的方式进行微调. 微调过程中运用反向传播算法, 将
误差从最后一层开始逐层向前进行传递, 最小化误
差并更新网络的参数集合.
步骤 5. 利用训练好的网络对测试数据进行分

类. 按步骤 2 提取测试数据集的第 1 级特征, 然后
输入到步骤 4 中得到的 SDA 网络中, 对其进行二次
特征提取并得出分类结果.

4 实验及结果分析

4.1 实验数据描述

本文采用的实验数据来自 2008 年国际 BCI 竞
赛 IV中的Data-sets 2a数据集[18],由奥地利格拉茨
科技大学提供, 包含 9 名受试者 (编号 A01∼A09)
的左手、右手、舌头和足部动作这四类运动想象任

务. 数据采集的实验范式如图 4 所示, 在开始后的前
2 s 中, 受试者放松并舒适地坐在屏幕前方, 屏幕显
示 “＋” 符号; 在 2 s 结束时屏幕开始提供对应表示

四种任务的上下左右方向箭头, 受试者需要根据出
现的箭头方向做相应的运动想象任务, 任务想象的
时间为 4 s, 即一直持续到第 6 s; 接下来是一段时间
的休息, 受试者放松为下一组实验做准备. 每个受试
者的实验采集在两天内完成, 每天采集 6 组, 每组为
48 次运动想象数据, 所有数据被分为 288 个训练样
本和 288 个测试样本.

图 4 实验范式时序图[18]

Fig. 4 Timing scheme of the paradigm[18]

实验共采集了 25 个通道的信号, 其中 22 个通
道为 EEG, 另外 3 个通道为眼电信号, 均为以左乳
突为参考、右乳突为地的单极信号. 信号的采样频
率为 250Hz, 并使用 0.05∼ 100Hz 带通滤波器和
50Hz 工频陷波器进行滤波. 竞赛使用 Kappa 系数
作为衡量分类准确率的标准, Kappa 系数的计算方
法为

Kappa =
D − 1

C

1− 1
C

(9)

其中, D 为分类正确率, C 为类别数目.

4.2 参数选取

在两级特征提取中, 需要确定第 1 级 CSP 特征
提取时每类模式所选取的特征向量数目 m, 第 2 级
高层特征提取时 SDA 网络结构和加噪水平等参数,
这些参数将直接影响特征提取的精度, 并影响最终
的分类正确率. 本文采用训练样本数据 10 倍交叉验
证的方法来选取这些参数.
每位受试者数据的分类正确率及全部受试者数

据的分类正确率总体均值随 m 变化的实验结果如

图 5 所示. 从图 5 可以看出, 随着m 值从 2 增大到
20, 各受试者数据的分类正确率都是按先逐渐增大,
达到最大值后开始降低的趋势变化. 这个结果与文
献 [19−20] 中所述选取过多的特征值并不能提高分
类正确率的论述相吻合. 虽然各受试者数据的分类
正确率有较大区别, 但是正确率最大时所对应的 m

值都在 4∼ 10 之间. 对于全部受试者数据的分类正
确率总体均值, m = 6 时, 平均正确率最高, 考虑到
算法对不同受试者的适应性, 本文选取最优特征向
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量数m = 6 来对全部受试者数据构建空间滤波器进
行 CSP 特征提取.

图 5 取不同m 值时的分类准确率

Fig. 5 Classification accuracies with various value of m

分别选取不同隐含层层数和隐含层单元数进行

实验, 为方便不同层数的比较, 每个隐含层的单元数
都取为 24, 平均 Kappa 值随层数变化的结果如表 1
所示. 可以看出, 在隐藏层为 4 层情况下对所有受
试者的平均 Kappa 系数值是最优的. 随着层数的增
加, 网络会变得的更加复杂, 分类性能反而有明显下
降. 确定隐含层数为 4 层进行隐含层单元数的比较,
考虑降低特征维数和避免过拟合, 除了各隐含层设
置相同单元数外, 还选取了各层隐含层单元数不同
的网络结构进行实验. 三种典型组合结构下的平均
Kappa 系数如表 2 所示, 与隐含层层数相比, 不同
隐含层单元数的组合对平均 Kappa 系数影响不明
显. 所以, 选取网络层数 n = 4, 隐含层单元数为 24-
20-16-8, 数据加噪水平 p = 0.1, 进行 SDA 特征提
取.

表 1 平均 Kappa 系数随隐含层层数的变化

Table 1 Mean Kappa coefficient variation with the

number of hidden layers

层数 2 4 6 8

Kappa 0.61 0.68 0.62 0.59

表 2 平均 Kappa 系数随隐含层单元数组合的变化

Table 2 Mean Kappa coefficient variation with the

combination of the number of units in the hidden layer

组合 24-24-24-24 24-20-16-8 24-28-32-40

Kappa 0.680 0.691 0.689

4.3 结果分析

应用基于 OVR-CSP 和 SDA 的两级特征提取
方法在 Data-sets 2a 数据集上进行了四类运动想
象任务分类测试实验, 表 3 给出了各受试者数据的
分类结果, 包括 BCI 竞赛 IV 中在 Data-sets 2a 数
据集上成绩前三名的分类结果[21], 以及采用 OVO-
CSP/KNN 方法的文献 [22] 在同一数据集上的分类
结果.
从表 3 可以看出, 本文方法得到的全部受试者

总体平均 Kappa 系数为 0.69, 高出竞赛成绩第 1
名 0.12, 相比结果稍优的文献 [22] 方法也有明显提
高. 其中竞赛第 1 名采用 OVR 方式将改进的滤波
器组 CSP 扩展到多类, 使用的分类器为朴素贝叶斯
Parzen 窗分类器[9, 21]. 竞赛第 2 名采用 OVO-CSP
提取特征后再用 LDA 方法进一步降维, 使用贝叶斯
分类器进行分类[7, 21]. 竞赛第 3 名采用 CSP 进行特
征提取, 利用 SVM 作为分类器构建了三组两层二

叉树多类分类器进行分类[21]. 从这五种方法结果的
比较来看, OVO-CSP 和 OVR-CSP 这两种多类推
广方式的结果比较接近,但相比于分层二叉树的方式

表 3 本文方法与 BCI 竞赛前三名以及其他文献方法的 Kappa 系数比较

Table 3 Comparison of Kappa coefficient obtained from proposed method, first three teams of

the competition and other reference method

受试者

A01 A02 A03 A04 A05 A06 A07 A08 A09 总体均值

第 1 名 0.68 0.42 0.75 0.48 0.40 0.27 0.77 0.75 0.61 0.57 ± 0.183

第 2 名 0.69 0.34 0.71 0.44 0.16 0.21 0.66 0.73 0.69 0.52 ± 0.230

第 3 名 0.38 0.18 0.48 0.33 0.07 0.14 0.29 0.49 0.44 0.31 ± 0.153

文献 [22] 0.73 0.46 0.76 0.48 0.21 0.33 0.76 0.75 0.81 0.59± 0.221

本文
0.82 0.49 0.68 0.65 0.54 0.51 0.86 0.81 0.81 0.69

± 0.104 ± 0.084 ± 0.109 ± 0.126 ± 0.118 ± 0.134 ± 0.105 ± 0.089 ± 0.096 ± 0.146
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有一定的优势. 由于本文方法是在 OVR-CSP 基础
上又进行了一级的 SDA 特征提取, 分类性能比只采
用 CSP 特征的方法有明显提高, 总体 Kappa 系数
均值提高约 20%, 在单个受试者上本文方法也表现
出明显优势, 仅在 A03 受试者数据上得到的 Kappa
系数比其他方法略低一些.
从表 3 中 Kappa 系数总体均值的标准差来看,

本文方法得到的标准差为 0.146, 在五种方法中最
小, 虽然第 3 名的标准差为 0.153, 仅略高一点, 但
这是在较低的平均 Kappa 系数情况下得到的. 说明
本文方法对各个受试者数据的分类结果都比较稳定,
在达到较高的分类正确率的同时还具有较佳的鲁棒

性. 尽管文献 [18] 指出基于竞赛数据的分类性能比
较, 会有随机波动因素的影响, 不能充分表明一个算
法的性能优劣. 但表 3 中的综合比较结果仍在很大
程度上表明本文方法在多类运动想象 EEG 的特征
提取上具有很好的性能. 为进一步分析两级特征提
取方法的优势, 本文对组合使用 OVR-CSP 与 SDA
的两级特征提取方法与分别单独使用 OVR-CSP 和
SDA 特征提取方法的分类性能进行了比较. 实验
中, 从数据集的 288 个训练样本中随机选取 192 个
作为训练集, 训练 SDA 和分类器. 分类测试使用两
个测试集, 其一由余下的 96 个训练样本构成, 测试
结果如图 6 (a) 所示; 其二由从数据集的 288 个测试
样本中随机选取的 96 个构成, 测试结果如图 6 (b)
所示.
从图 6 (a) 和图 6 (b) 可以看出, 单独使用 SDA

方法的结果明显低于另外两个方法, 平均正确率略
高于 0.25, 接近随机分类的水平, 说明 SDA 对于
EEG 的特征提取受到其复杂性的影响比较大, 难以

(a) 训练样本测试集

(a) Evaluation data set comprised of training samples

(b) 测试样本测试集

(b) Evaluation data set comprised of test samples

图 6 三种方法的分类性能比较

Fig. 6 Comparison of classification performance of

three methods

从中学习到与类别属性相关的特征. 当测试集为训
练样本时, OVR-CSP 和 SDA 的两级方法在所有受
试者数据上的分类结果上都比单独 OVR-CSP 方法
要好,这种优势尤其表现在受试者A02、A04和A06
上. 而当测试集来自测试样本时, 两种方法的正确率
都有所降低, 但两级方法仍要优于单独 OVR-CSP
方法, 只有受试者 A03 的正确率较 OVR-CSP 略
低. 综上所述, 两级特征提取方法明显优于单一的
OVR-CSP 以及 SDA 特征提取, 第 1 级的 CSP 特
征提取能够得到使运动想象任务具有最大区别的特

征, 第 2 级的 SDA 网络通过自学习更加抽象的类别
表达, 能提取更高层次的低维特征, 使得分类正确率
得到明显提高.

5 结论

从复杂的运动想象 EEG 中提取能够很好表达
运动意图的特征是脑机接口系统的关键环节, CSP
类方法虽然在两类想象任务分类问题中取得较好的

结果, 但对于多类任务却难以达到较高的分类正确
率. SDA 网络可以自动学习复杂的高层次特征, 并
通过对输入添加噪声使得网络泛化能力增强. 本文
使用 SDA 网络从由 OVR-CSP 变换得到的特征中
提取更抽象的类别属性特征, 并采用 Softmax 分类
器进行任务分类, 构建了多类 EEG 的两级特征提取
方法. 该方法在 BCI 竞赛 IV 中的 Data-sets 2a 数
据集上对四类运动想象任务取得了较好的分类效果,
同时相比于单独的 OVR-CSP 和 SDA 方法, 两级
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方法的分类性能得到明显提高, 为多类运动想象脑
机接口中的特征提取提供了一种新的思路. 但本文
方法在第 1 级 CSP 特征提取中, 直接采用经典方法
求解空间滤波器, 没有结合运动想象 EEG 的特点进
行滤波器的改进和优化[8−9], 同时在 SDA 网络学习
的微调步骤中运用反向传播算法, 会面临局部最优
解的问题, 这些问题可能是限制分类正确率进一步
提高的原因. 因此, CSP 滤波器的改进与 SDA 参数
集的优化将是后续工作中的研究内容.
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