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基于域适应物理信息神经网络的时间序列预测方法
曹力丰 1    阎高伟 1    肖舒怡 1    董珍柱 2    董 平 2

摘    要   基于机器学习的预测方法通常能够实现较高的拟合精度, 但模型可解释性和泛化性能较差. 在工业过程中, 由于
概念漂移现象的存在, 这些方法的稳定性受到影响, 使得在复杂工业环境中精确建模成为一项既困难又具挑战性的任务. 为
此, 提出一种基于线性动力算子的域适应物理信息神经网络方法. 首先通过历史工况数据建立线性动力算子神经网络模型,
捕获多变量时间序列数据的动态特性. 然后通过前向欧拉法对机理模型进行离散化, 构造物理信息正则化项, 促使模型服从
机理约束. 最后通过最大均值差异对历史工况和当前工况下隐藏层状态变量进行分布对齐, 构建域适应损失, 降低变工况下
数据分布变化对模型的影响. 在多个数据集上的实验表明, 该方法可以有效提高模型预测精度和泛化性能.
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Abstract   Machine learning-based prediction methods usually achieve high fitting accuracy, but often suffer from
limited model interpretability and poor generalization performance. In industrial processes, the stability of these
methods is affected by the concept drift phenomenon, which makes accurate modeling in complex industrial environ-
ments a difficult and challenging task. To this end, we propose a domain adaptation physics-informed neural net-
work method based on linear dynamical operator. A linear dynamical operator neural network model is built from
the historical data, capturing dynamic properties of multivariate time series data. Then the mechanism model is dis-
cretized by the forward Euler method to construct the physical information regularization term, so that the model
obeys the constraints of the mechanism. Finally, the distribution of hidden layer state variables under historical and
current operating conditions is aligned by the maximum mean discrepancy, and the domain adaptation loss is con-
structed to reduce the impact of data distribution changes on the model under variable operating conditions. Exper-
iments on several datasets show that the proposed method can effectively improve the model prediction accuracy
and generalization performance.
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al network
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随着流程工业生产过程复杂性的增加, 关键变

量的精确测量因高成本和物理限制而受阻, 许多重
要变量在实际操作中难以通过物理传感器直接测量[1].
为此, 机理模型作为主要工具, 通过构建基于物理
和化学规律的数学模型, 实现对关键变量的预测.
然而, 机理模型建模过程中进行较多的假设和一定
的简化, 不可避免地影响模型的精度[2], 限制其在复
杂环境中的应用. 随着数据获取和计算能力的提升,
数据驱动模型逐渐成为一种有效替代. 基于数据驱
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动的软测量方法直接利用过程数据来建立模型, 以
预测关键变量, 在复杂工业系统中展现出巨大潜力[3−4].
传统的多元统计方法, 如主成分回归[5] (Principal
component regression, PCR)和偏最小二乘回归[6]

(Partial least squares regression, PLSR)等机器学
习方法, 尽管在某些特定应用中表现出色, 但非线
性捕捉能力相对较差, 限制了其非线性建模精度.
近年来, 深度学习方法, 如卷积神经网络[7] (Convo-
lutional neural network, CNN)、循环神经网络[8]

(Recurrent neural network, RNN), 凭借其强大的
多层次特征提取和非线性建模能力, 展示了在大规
模数据环境下的巨大潜力. 然而, 传统的深度学习
方法往往被视为一个黑盒代理模型, 其内部模型结
构的复杂性和庞大的参数量导致对模型行为的有效
解释变得极为困难[9], 并且存在泛化性差的问题.

基于深度学习的软测量方法通常依赖于大量的
标记数据, 然而, 在诸多科学应用场景中, 这样的数
据往往难以获取. 此外, 这类纯数据驱动建模的模
型, 在预测结果方面往往缺乏与已知物理规律的科
学一致性[10]. 因此, 模型所体现的参数关联特性与
实际机理规律存在较大偏差, 在科研和工程实践中
受到诸多限制[11−12]. 鉴于机理模型和数据驱动模型
各自的局限性, 众多学者已着手探索机理与数据相
结合的混合模型, 力求构建能精确反映系统物理特
性的混合预测模型. 当前关于这种混合体系结构的
术语使用尚未统一, 出现诸如“使用先验信息[13]”、“物
理引导[14]”、“基于先验知识[15]”、“物理知情[16]”、“物
理约束[17]”等多种表述方式. 物理信息神经网络[18−19]

(Physics-informed neural network, PINN)近年来
在机器学习领域取得显著进展, 并成为一个主要范
例. PINN已被证明在模拟各种物理系统方面是有
效的, 例如流体动力学[20−21]、工程力学[22−23] 和流程工
业[24] 等.

普通的 PINN通常采用全连接 (Fully connec-
ted, FC)层作为其基础架构, 然而, 网络中的参数
数量庞大且相互作用复杂, 使得直接理解每个参数
的具体功能变得十分困难. 这些神经网络参数对最
终输出的影响高度抽象且间接, 缺乏直观的可解释
性[25]. 为克服这一局限性, 最近的研究展示了算子
学习在神经网络中的应用潜力, 例如深度神经算子
网络[26] (Deep operator network, DeepONet)和傅
里叶神经算子[27] (Fourier neural operator, FNO),
但这些方法通常需要大量的数据进行网络训练, 并
且训练时间相对较长. 线性动力算子神经网络 [28 ]

(Linear dynamical operator neural network, dyn-
oNet)提供一种不同的解决方案, 其核心要素是一
个由有理传递函数描述的线性无限脉冲响应动态算

子. dynoNet引入线性时不变 (Linear time-invari-
ant, LTI)动态层作为可微算子, LTI层具有良好定
义的正向和反向行为, 可以使用传统神经网络的反
向传播算法进行端到端训练. 在序列建模和系统识
别方面, LTI层成功地近似了复杂的非线性因果动
力学[29], 这种表示方法允许使用相对较少的参数来
建模长期的时间依赖关系, 从而显著降低计算复杂
度, 能够在保持模型复杂性的同时, 提高神经网络
的计算效率.

在流程工业中, 由于生产设备老化或生产环境
变化等原因, 使得不同工况的数据分布会随时间发
生变化, 导致基于旧工况样本建立的模型不能适用
于新的工况, 即存在概念漂移现象[30−31]. 近年来, 基
于域不变表示的域适应[32] (Domain adaptation, DA)
方法常用来解决因数据分布存在差异而导致模型预
测性能下降的问题. Zhang等[33] 提出一种域适应偏
最小二乘算法, 利用目标域的少量标记样本来更新
内模型的权值, 实现对潜在变量分布的自适应. Zhao
等[34] 通过域适应对齐不同分布数据的潜在变量二
阶统计量, 解决概念漂移问题. 部分学者通过寻找
历史工况和当前工况的域不变空间, 使用 DA方法
实现不同工况过程数据的分布对齐, 然后利用对齐
后的数据建立回归模型实现最终的预测 [35]. 其中,
关联对齐[36] (Correlation alignment, CORAL)通
过线性变换方法对齐源域和目标域数据的二阶统计
量, 提高无监督域适应预测效果. 迁移成分分析[37]

(Transfer component analysis, TCA)通过增强源
域与目标域中相似特征成分的一致性, 使不同域的
数据分布在新的子空间内对齐. 最大均值差异[38] (Max-
imum mean discrepancy, MMD)是一种用于度量
两个数据集之间差异的方法, 它能够量化不同工况
下数据的分布差异. 通过计算不同工况下的数据分
布之间的MMD值, 可以量化工况之间的差异程度.
基于这种差异, 可以调整优化模型或预测算法, 使
其能够更好地适应不同工况下的数据分布. 为提高
软测量模型对变工况的适应性, 研究域适应和物理
信息融合的策略, 可以有效降低变工况下数据分布
变化对模型的影响, 提高模型预测精度.

针对数据驱动建模存在的问题, 本文研究一种
新颖的混合建模策略, 提出基于线性动力算子的域
适应物理信息神经网络 (Domain adaptation phys-
ics-informed neural network for linear dynamical
operator, LDO-daPInet)方法. 图 1展示数据预处
理、数据划分和模型构建流程的整体框架. 首先, 对
原始数据进行预处理, 以提高数据的可靠性. 将清
洗后的数据划分为历史数据和当前数据, 用于模型的
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训练和预测. 划分后的数据被输入到 LDO-daPInet
模型中, 该模型由 FC层和 LTI层组成, 能够捕获
多变量时间序列数据的动态特性. 然后, 机理模型
利用前向欧拉法进行离散化, 生成包含物理信息的
正则化项, 促使模型符合物理约束. 同时通过MMD
方法对历史和当前数据的隐藏层状态变量进行分布
对齐, 减少不同工况下数据分布差异对模型的影响.
最后, 通过最小化总损失函数来更新模型参数, 得
到最终训练的模型. 本文的贡献如下: 1)提出一种
域适应物理信息神经网络方法, 根据线性动力算子
建立神经网络模型, 挖掘多变量时间序列数据的长
时依赖性; 2)将机理模型通过前向欧拉法进行离散
化, 构造物理信息正则化项, 对神经网络进行物理
约束, 降低数据驱动模型对大量训练数据的依赖;
3)在物理信息神经网络中引入最大均值差异, 对历
史工况和当前工况下隐藏层状态变量进行分布对
齐, 构建域适应损失, 降低变工况下数据分布变化
对模型的影响.

本文内容安排如下: 第 1节回顾线性动力算子
和物理信息神经网络的相关工作; 第 2节给出本文
所提方法的详细描述; 第 3节对本文方法进行实验
验证, 并对实验结果进行分析和讨论; 第 4节进行

总结与展望.
 

1    相关理论
 

1.1    线性动力算子

dynoNet是一种专为序列建模和动态系统学习
设计的神经网络体系结构. 该网络被设计用于处理
任意长度的时间序列. dynoNet网络结构由 LTI层
与非线性层构成, LTI层通过有理传递函数参数化,
能够对输入序列进行无限脉冲响应 (Infinite im-
pulse response, IIR)滤波, 并且能通过反向传播算
法进行参数训练[28]. 非线性层不包含动态特性, 可
以是全连接神经网络 (Fully connected neural net-
work, FCNN), 或者是其他可微算子.

G(q)LTI层的输入输出关系用有理传递函数 

表示为:

y(t) = G(q; a; b)x(t) =
B (q)
A(q)

x(t) �����	

x(t) 2 �2 y(t) 2 �2 t

q� 1x (t) = x (t � 1)

A(q) B (q)

式中,  ,   是以时间  为索引的输入
和输出序列值, 存在延时算子 ,

 和  是延时算子中的多项式, 即:
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图 1    总体框架图
Fig. 1    Overall framework diagram
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(
A(q) = 1 + a1q� 1 + � � � + an a q� n a

B (q) = b0 + b1q� 1 + � � � + bn b q� n b
�����	

A(q) B (q) a = [ a1; a2; � � � ; an a ]

b = [ b0; b1; � � � ; bn b ] na nb

A(q) B (q)

多项式   和   的系数  ,
 是可调节的,   和  分别是多

项式 ,   的次数. 式 (1)等价于递推式:
y(t) = b0x(t) + b1x(t � 1) + � � � + bn b x(t � nb) �

a1y(t � 1) � � � � � an a y(t � na) �����	

t x (t) 2 �2p

y (t) 2 �2m p m

p m

m � p

G(q) Gij (q)

t y j (t)

在多输入多输出 (Multiple-input multiple-out-
put, MIMO)情况下, 时刻  的输入  和输
出  分别是大小为  维和  维的向量. 具
有  个输入通道和  个输出通道的MIMO线性动
力算子可以表示为  维的 MIMO传递函数矩
阵 , 其元素  是如式 (1)所示的单输入单
输出 (Single-input single-output, SISO)有理传递
函数.   时刻输出序列的分量  定义为:

y j (t) =
p� 1X

i =0

Gij (q)x i (t); j = 0 ; 1; � � � ; m � 1 �����	

G(q) x 2 �2T

y 2 �2T

线性动力算子通过结构为式 (1) 的动力系统
 块过滤输入序列 , 得到一个包含动态

信息和特征的输出向量 :

y = G(q; a; b)x �����	

LTI层在 dynoNet架构中的动态特性通过有
理传递函数参数化, 作为一个无限脉冲响应滤波器
应用于输入序列. 网络架构可以看作是实现 IIR滤
波的因果 1D卷积神经网络的推广. 这种表示允许
用相对于 1D卷积网络较少的参数来建模长期时间
依赖性, 计算量通常较低[29]. 

1.2    物理信息神经网络

传统神经网络通常将实际观测值与模型预测值
的偏差作为模型的损失函数. 在模型训练过程中,
所有的模型内部参数都朝着损失函数最小化的方向
调整. PINN通过最小化损失函数训练神经网络参
数以得到方程的近似解, 损失函数由数据误差项和
物理信息误差项组成. 数据误差项用来衡量网络预
测输出与实际观测数据之间的差异, 目的是使网络
能够尽可能拟合数据. 物理信息误差项是 PINN独
有的, 它考量了网络预测结果是否满足物理定律,
将网络预测的物理量代入相应的物理定律 (通常是
微分方程)中计算得到的残差构成这一部分损失函
数[18]. 与传统的数据驱动的神经网络不同, PINN在
学习过程中利用物理规律对模型进行指导, 能够在
数据较少或噪声较大的情况下提高模型泛化能力.

考虑一类广义动态系统微分方程表征:
�Dy
�Dt

= g(y; u; t; � ) �����	

u t �

y

其中,   表示外部输入,   表示时间,   表示方程中的
参数,   表示随时间变化的函数, 即求解的未知变量.

u t

g(y; u; t; � )

L T otal

在经典的 PINN中, 采用 FCNN作为主体框
架. 通常以机理方程输入变量  和时间  作为网络
输入, 通过自动微分对神经网络预测值求导, 逼
近偏微分方程的真解 , PINN的总损失

 如下所示:

L T otal = � data L data + � ODE L ODE �����	

L data =
1
n

nX

i =1

(yi � ŷi )
2 �����	

L ODE =
1
n

nX

i =1

�
�D̂yi

�Dt
� g(y; u; t; � )

� 2

�����	

� data � ODE

L data L ODE

n ŷ

其中,   和  分别是损失函数组成部分的权
重, 通过选择适当的超参数, 模型在拟合数据的同
时, 将预测的物理量约束在物理定律允许的范围之
内;   为数据误差项,   为物理信息误差项;

 为数据标记点的个数;   表示神经网络的预测值.
PINN可以通过梯度下降算法进行训练, 使损失函
数最小化[39].
 

2    基于线性动力算子的域适应物理信
息神经网络

 

2.1    LDO-daPInet 基本结构

(x ; TS ) x = [ x S ;

x T ] x S = f x S1; x S2; � � � ; x Sm g 2 �2m � n S

TS 2 �21� n S

x T = f x T 1; x T 2; � � � ; x T m g 2 �2m � n T

m nS nT

定义模型输入输出数据为 , 其中 

.   表示历
史工况的特征数据,   表示历史工况的输
出数据 ,    表
示当前工况的特征数据,   为特征数目,   和 

是训练集和测试集的样本数.

x S

x T

zS
1 zT

1

基于线性动力算子的神经网络由两个 LTI层
和一个 FC层组成, 将历史工况数据  和当前工
况数据  输入 LTI层, 得到历史工况和当前工况
下隐藏层状态变量  和 , 公式表示如下:

(
zS

1 = G1(q; a; b)x S

zT
1 = G1(q; a; b)x T

�������	

zS
1 zT

1将 LTI层的输出  和  采用 FCNN映射到
高维空间, 映射函数如下:
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(
zS

2 = F (zS
1 ) = f

�
wzS

1 + bias
�

zT
2 = F (zT

1 ) = f
�
wzT

1 + bias
� �������	

F (�) w bias

f (�)

其中,   表示 FC层的变换函数,   和  分别
为权值和偏置,   为激活函数.

zS
2

T̂S

将 FCNN的输出  通过另一个 LTI层映射
到输出值 :

T̂S = G2(q; a; b)zS
2 �������	

T̂S TS神经网络预测值  与真实值  的损失为:

L data =
1

nS

n SX

i =1

�
T̂S; i � TS; i

� 2
�������	

T̂S zS
2

G2(q; a; b) �TS

L TS

以  反传到  的过程为例, 在线性动力算子
反向传播 [28] 过程中,   接收到的向量  

是损失  关于  的偏导数, 即:

�TS ; t
=

@L
@TS ; t

�������	

t t 2 [0; T � 1]其中,   是时间序列,  .
�TS G2(q; a; b) L

b a zS
2

给定 ,   需要计算损失  对其可微
输入 ,  ,   的导数, 反向运算有如下结构:

�b; �a; �zS
2 = G:�B�A�C�K�W�A�R�D(zS

2 ; b; a; �TS ) �������	

G:�B�A�C�K�W�A�R�D其中,   是反向传播过程, 输出参数如下:
8
>>>>>>>><

>>>>>>>>:

�bj =
@L
@bj

; j = 0 ; � � � ; nb

�aj =
@L
@aj

; j = 1 ; � � � ; na

�zS
2; � =

@L
@zS

2; �
; � = 0 ; 1; � � � ; T � 1

�������	

�b �a j分子系数  和分母系数  的第  个分量分别为:
8
>>>>>><

>>>>>>:

�bj =
T � 1X

t = j

�TS; t
~b0(t � j )

�aj =
T � 1X

t = j � 1

�TS; t ~a1(t � j + 1)

�������	

�bj
�TS; t

~b0(t)

�aj
�TS; t ~a1(t)

~b0(t � j ) = @�TS; t � j

@b0
; j = 0 ; 1; � � � ;

nb ~a1(t � j + 1) = @�TS; t � j +1

@a1
; j = 1 ; � � � ; na

  相当于   与灵敏度   的移位进行点积操
作, 同理,   相当于  与灵敏度  的移位进行
点积操作. 其中  

,  .
zS

2输入时间序列  的反向传播过程可表示为:

�zS
2 = �F�L�I�P(G(q)�F�L�I�P( �TS )) �������	

�F�L�I�P( �TS ) t �TS�
�F�L�I�P(zS

2 )
�

t = zS
2; T � t � 1

其中 ,    表示    长度向量    的时间反转 ,
.

通过 dynoNet建立神经网络框架, 从数据中学
习建模系统的动态特性, 获得表征系统输入变量与
待预测变量的有理传递函数模型, 捕捉系统的动态
响应及长时依赖性, 可以有效地模拟系统对外部输
入的复杂响应. 

2.2    基于最大均值差异的域适应

机器学习中, 迁移学习是一种利用在一个任务
上学到的知识来改善另一个相关任务的学习效果的
方法. 迁移学习中一种常见的方法是领域自适应,
它旨在解决源领域和目标领域数据分布不匹配的问
题. 领域自适应方法通过将源领域和目标领域的数
据映射到一个共享的特征空间中, 从而使得它们的
数据分布更加接近, 进而提升目标任务的泛化性能.
在迁移学习中, MMD通常用于度量源领域与目标
领域之间的差异, 并据此设计合适的迁移学习策略.
通过最小化 MMD, 迁移学习算法可以使得目标领
域数据的分布更接近源领域的数据分布, 从而提高
模型在目标领域上的泛化性能.

zS
1 zT

1

域适应的总体框架如图 2所示, 将源域样本空
间的历史工况数据和目标域样本空间的当前工况数
据输入 LTI层, 得到隐藏层状态变量  和 , 再
通过 FC层映射到高维空间, 在该空间通过 MMD
对两工况下的数据进行分布对齐.

在域适应方法中, MMD方法基本定义式为:

�-�-�$ ��(F ; p; q) := �S�U�P
F 2F

(p[F (x S )] � q[F (x T )])2 �������	

p q x S x T

F

其中,   和  分别为数据集  和数据集  的分布,
 为映射函数. 此式的含义是寻找一个映射函数,

这个映射函数能够将变量映射到高维空间, 在高维
空间中, 数据的表征能力得到增强, 可以更好地捕
捉数据分布的特征和差异. 之后求解两个分布的随
机变量在映射后的期望的差, 这个差值便是平均差
异, 寻找这个平均差异的上确界.

zS
2 zT

2 zS
2 zT

2

本文通过 FCNN将 LTI层的输出数据映射到
高维空间, 得到历史工况和当前工况下隐藏层状态
变量  和 . 然后使用MMD对  和  进行分
布对齐, 计算域适应损失:

L DA =














1
nS

n SX

i =1

zS
2; i �

1
nT

n TX

j =1

zT
2; j














2

=












1
nS

n SX

i =1

f
�
wzS

1; i + bias
�

�

1
nT

n TX

j =1

f
�
wzT

1; j + bias
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2
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2.3    物理信息嵌入

传统数据驱动的机器学习模型完全基于数据建
模, 缺乏可解释性且泛化性能较差, 特别是在少样
本或无样本区域, 机器学习模型所体现的参数关联
特性与实际机理规律存在较大偏差. 因此, 本文引
入反映物理化学过程的机理模型, 通过前向欧拉法
构建物理信息损失项, 为线性动力算子网络的训练
提供理论指导, 如图 3所示.

工业过程通常是以连续的形式进行, 为了进行
数据分析和处理, 需要对这些过程进行采样. 通过
采样过程, 连续的工业活动被转化为在离散的时间
点或空间位置上输出数据的形式, 如时间序列数据
或工业过程中采集的数据点. 采用前向欧拉离散法
进行差分处理, 可以直接对这些数据点进行数值计
算. 这种方法免去了将数据适配到连续微分模型所

� t

需的插值或其他预处理步骤, 从而简化了计算过程.
为了进行离散化, 引入离散的时间步长 . 通过前
向差分法, 可以将式 (6)的连续导数近似为:

�DTS; i

�Dt
�

TS; i +1 � TS; i

� t
= h(TS; i ; u ; � ) �������	

h(TS; i ; u ; � )

u 2 �2N � n S N

离散后的物理机理可以描述为  ,
,   为机理模型输入特征个数. 微分方程

的离散形式可以表示为:
~TS; i +1 = TS; i + h(TS; i ; u ; � ) � � t �������	

TS; i t ~TS; i +1 t + � t其中,   为  时刻真值,   为  时刻机
理模型计算值.

这种离散化形式将原来连续的微分方程转化为
一个递推公式, 使得在离散时间步长上能够逐步求
解系统的动态行为. 通过这种方式, 可以在神经网
络模型中引入物理约束, 从而将物理系统的连续动
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图 2    域适应框架图
Fig. 2    Domain adaptation framework diagram
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图 3    基于物理的约束机制
Fig. 3    Physics-based constraint mechanism
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力学行为纳入神经网络的训练过程中. 物理信息误
差项可写作:

L ODE =
1

nS

n S � 1X

i =1

�
T̂S; i +1 � ~TS; i +1

� 2
�������	

L T otal L T otal

基于线性动力算子的物理信息神经网络通过最
小化损失函数  训练网络参数,   可以表
示为:

L T otal = L data + � P L ODE + � DA L DA �������	

� P � DA其中,   为物理信息正则化项的权重,   为域适
应正则项的权重. 模型训练过程中, 最小化预测模
型的损失函数, 通过反向传播算法更新模型的参数,
得到最优预测模型. 

2.4    LDO-daPInet 算法伪代码

本节给出 LDO-daPInet算法伪代码, 如下所示:

�,�$�/ �
�D�A�0�)�N�E�T　  算法 1. 
x S TS

x T u

输入. 历史工况特征数据 , 历史工况输出数据 ,

当前工况特征数据 , 机理模型输入数据 

T̂T输出. 当前工况输出数据预测值 

G(q) a; b na

nb � P � DA � t

lr batch

epoch

1)   设置线性动力算子  中  参数的个数  和

, 损失函数超参数  和 , 给定离散时间 、

学习率 、批处理大小为  和神经网络最大迭

代次数 ;

x ; TS ; u2)   对  进行数据清洗, 包括异常值处理、缺失

值填补和平滑滤波;

k = 1 epoch3)   for   to   do

x S ; x T ; TS

T̂S

4)   　正向传递: 输入 , 根据式 (10) ~ (12)

计算网络的输出 ;

T̂S

TS

5)   　数据误差项: 根据式 (13)计算网络预测值  与

真实值  的损失;

6)   　域适应误差项: 根据式 (20)计算两域间的域适

应损失;

7)   　物理信息误差项: 根据式 (23)计算网络预测值

与机理方程的残差;

8)   　反向传递: 最小化预测模型的损失函数 (24), 其

中 LTI层参数根据式 (17)、式 (18)计算;

9)   end

T̂T10)计算预测值 :

T̂T = G2(q; a; b)F (G1(q; a; b)x T )　　 
 

3    实验结果及分析

本节利用三个不同工业过程的数据集对本文提
出的方法进行实验验证, 并同六种经典方法和最新
方法进行对比. 三个数据集分别是连续搅拌槽式反

应器 (Continuous stirred tank reactor, CSTR)数
据集、氮氧化物 (Nitrogen oxides, NOx)数据集和
主汽压力 (Main steam pressure)数据集, 数据集的
介绍在下文给出. 在六种对比方法中, FCNN 和
CNN是经典的神经网络方法, 它们被用作评价实验
效果的基准. 残差网络[40] (Residual network, Res-
Net)的结构可以被解释为对常微分方程的一种数
值离散化方法, 类似于欧拉方法的思想. 神经常微
分方程[41] (Ordinary differential equation network,
ODENet)是一个用于解决常微分方程的深度学习
框架. 此外, DeepONet和 FNO作为算子学习的方
法, 这些方法都将进一步与本文提出的 LDO-da-
PInet方法进行对比.

batch lr

epoch

na nb

f 1; 2; 3; 4; 5g

� P
�

����� ��; ����� ��; ����� ��; ��; ����
	

� DA f 10� 3; 10� 2;

10� 1; 1; 10g

在模型训练阶段, 本文通过最小化式 (24)来训
练模型, 训练阶段使用 Adam优化器, 批处理大小
为  = 64, 学习率为  = 0.001, 最大迭代次数
为  = 3 000. 其他超参数的最优值通过网格搜
索确定, LTI层中多项式系数的阶次  和  取值
范围是 , 物理信息正则化项的超参数

 取值范围是  , 域适应
正则化项的超参数   取值范围是  

. 算法的训练过程是在 CPU上完成的.

�22

为了评价算法的预测性能, 选择均方根误差
(Root mean square error, RMSE)、平均绝对误差
(Mean absolute error, MAE)和决定系数 (Coefi-
cient of determination,  )作为评价指标, 其计算
公式如下:

�2�-�3�%=

vu
u
t 1

n

nX

i =1

(yi � ŷi )
2 �������	

�22 =

nP

i =1
(ŷi � �y)2

nP

i =1
(yi � �y)2

�������	

�-�!�% =
1
n

nX

i =1

jŷi � yi j �������	

n yi i

ŷi i �y

其中,   为测试样本的数量,   为第  个样本的真实
值,   为第  个样本的估计值,   为样本的均值. 

3.1    CSTR 数据集

CSTR是流程工业中常见的化学系统, 本文采
用的 CSTR过程模型如图 4所示. 反应物 A在搅
拌反应器中通过催化剂的作用进行一级放热反应生
成反应物 B, 夹套内的物料为冷却液, 通过调节冷
却液的流量, 使反应器内的温度保持相对恒定.
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整个反应过程的传热过程用以下非线性微分方
程来描述[42]:
8
>>>>>>><

>>>>>>>:

�DCA

�Dt
=

F
V

(CAf � CA ) � k0�E
� E
RT CA (28�A)

�DT
�Dt

=
F
V

(Tf � T) �
� H
�C p

k0�E
� E
RT CA �

UA
�C pV

(T � Tc) (28�B)

CAf

�M�O�L/ �M�� CA
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其中,   是入口进料流中反应物 A的浓度, 单位
为 ;   是反应器中反应物 A的浓度, 单位
为 ;   是反应器内的温度, 单位为 ;   为
入口进料流温度, 单位为 ;   为水套冷却剂的温
度, 单位为 . 其余未声明的变量是常量, 如表 1所示.
 
 

表 1    CSTR模型中的常量值
Table 1    Constant values in the CSTR model

参数 描述 值 单位

F 体积流量 1 �M��/ �H

V 反应器体积 1 �M��

R 玻尔兹曼理想气体常数 8.314 �*/( �M�O�L��+)

� H 每摩尔反应热 � 24 936.640 �*/ �M�O�L

E 每摩尔活化能 49 551.112 �*/ �M�O�L

k0 指数前非热因子 34 930 800 ��/ �H

�C p 密度乘以热容 2 092 000 �*/( �M��� �+)

UA 总传热系数乘以储罐面积 174 �7 / �+

 

CAf

T Tf

Tc

本文通过上述 CSTR模拟过程建立软传感器
模型. 模型的输入变量为反应物 A入口浓度 、
反应器内的温度 、入口进料流温度 、水套冷却
液温度 , 输出变量为反应物 A出口浓度. 假设工
作条件发生改变, 对反应过程中原料变化引起的数据

CAf

Tf Tc

CAf

Tf Tc

L ODE; CST R

漂移现象进行模拟. 模型训练的工作条件为:   =
8.0,   = 300,   = 290. 在模型实验中, 原料特性
发生了变化, 进料浓度上升到  = 8.5, 进料温度
增加到  = 310, 冷却液入口温度也改为  = 300,
冷却液温度的变化是模拟温度波动环境条件的结
果, 如环境温度在冬季和夏季的差异. 利用式 (28)
仿真生成历史工况和当前工况各 500个样本. 将反
应物 A的微分方程 (28a)的离散化形式嵌入 LDO-
daPInet模型中, 得到物理信息误差项 :

L ODE; CST R =
1

nS

n S � 1X
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�
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�������	

反应器中 A的浓度预测结果如图 5和表 2所
示, 图中黑色虚线为基准线, 越靠近黑线预测结果
越精确, 红色散点为 LDO-daPInet模型预测结果,
蓝色散点为其他方法. 实验可得, 普通神经网络 FCNN
和 CNN结果较差, ResNet和 DeepONet模型比其
他数据驱动模型效果好, 但预测精度比 LDO-daPI-
net模型低. 将不加物理损失项和域适应损失项的
模型记为 dynoNet, 加物理损失项的模型记为 PIL-
DOnet, 加域适应损失项的模型记为 daLDOnet, 与
本文的 LDO-daPInet模型对比, 图 6和表 3为两
工况下的消融实验结果. 蓝色散点为训练集样本,
红色散点为测试集样本. 单独加入物理损失使测试
集 RMSE值从 0.047 0降低到 0.031 2, 预测精度有
较大提高; 单独加入域适应损失后, 测试集 RMSE
值从 0.047 0降低到 0.041 5; 同时加入两种损失后,
进一步提高预测精度. 

3.2    主汽压力数据集

�

燃煤电厂通过控制主汽压力, 确保燃料燃烧提
供的热量与锅炉蒸汽负荷需求匹配, 有效保证锅炉
安全、经济运行和达到环保标准. 主汽压力成为机
组运行的关键参数, 因此预测其变化具有重要意义.
本实验以山西某电厂 600 MW机组为研究对象, 该
机组采用亚临界压力中间一次再热控制循环炉, 单
炉膛  型半紧身封闭布置, 四角切向燃烧, 其炉膛
横截面尺寸为 19.56 m × 16.94 m. 从电厂厂级信
息监控系统 (Supervisory information system at
plant level, SIS)中提取 2023年 1月 1日 00:00至
2023年 1月 31日 24:00时间段的运行数据, 采样
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图 4    CSTR流程模型
Fig. 4    CSTR process model
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间隔为 5 s. 选取 20 000组数据进行实验, 前 10 000
组作为训练集, 后 10 000组作为测试集.

3�

鉴于 SIS采集的数据可能存在缺失值、异常值
及噪声干扰, 需要进行数据清洗. 首先采用  准则
确定异常值, 并用异常值前后的 2个值的均值进行
填补. 对于缺失值, 同样采用均值填补法进行处理.
噪声则采用小波降噪的方法进行平滑滤波. 互信息
是一种常用的特征选择方法, 它衡量了两个变量之
间的相互依赖程度, 即特征与目标变量之间的相关
性. 通过计算特征与目标变量之间的互信息, 可以

评估特征对目标变量的贡献程度, 从而选择对预测
目标有较大影响的特征. 计算传感器采集到的各个
特征变量与主汽压力之间的互信息, 将相关性较小
的特征变量予以删除, 选择互信息最大的 16个特
征变量作为最终预测建模的输入变量. 最终选取的
特征变量与主汽压力之间的互信息如表 4所示.

主汽压力机理模型相关变量与锅炉结构示意图
如图 7所示. 主汽压力的机理模型[43] 如下所示:
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图 5    CSTR数据集对比实验结果
Fig. 5    Comparison experiment results of CSTR dataset

 

表 2    LDO-daPInet与各方法实验结果对比
Table 2    Comparison of experimental results between LDO-daPInet and various methods

模型
CSTR 主汽压力 NOx

RMSE �22 MAE RMSE �22 MAE RMSE �22 MAE

FCNN 0.068 5 0.751 7 0.058 7 0.450 2 0.672 2 0.349 7 25.603 5 0.600 1 20.177 0

CNN 0.062 3 0.794 3 0.051 1 0.260 7 0.890 1 0.217 9 24.898 3 0.621 8 19.411 2

ResNet 0.048 8 0.874 0 0.040 2 0.360 1 0.790 2 0.252 5 23.466 9 0.664 1 16.379 9

ODENet 0.057 3 0.825 8 0.046 1 0.219 1 0.922 3 0.171 0 19.427 1 0.769 8 14.891 2

FNO 0.053 0 0.851 0 0.042 0 0.199 0 0.935 9 0.161 6 18.017 5 0.802 0 14.542 9

DeepONet 0.052 3 0.855 2 0.041 6 0.270 4 0.881 7 0.197 2 21.354 4 0.721 8 17.663 8

LDO-daPInet 0.025 3 0.969 9 0.021 4 0.111 3 0.980 1 0.082 4 14.586 4 0.870 2 11.964 4
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pT C0 � D

pD k3

� T VT

@�T
@pT

c

其中,   是主汽压力,   是过热器内阻尼系数, 
是汽包内蓄积的饱和蒸汽密度,   是汽包压力, 
是归一化系数,   是汽轮机调门开度,   是各级
过热器中工质的总体积. 在给定的温度下, 密度对
压力的偏导数  可以看作是一个常数 , 不随压
力变化. 相关参数由粒子群辨识法获得. 输入参数

为汽轮机调门开度和汽包压力, 输出为主汽压力.

L ODE; Steam

将主汽压力微分方程 (30) 的离散化形式嵌
入 LDO-daPInet 模型中, 得到物理信息误差项

, 如式 (31)所示.
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图 6    CSTR数据集消融实验结果
Fig. 6    Ablation experiment results of CSTR dataset

 

表 3    LDO-daPInet消融实验结果
Table 3    Results of LDO-daPInet ablation experiment

模型
CSTR 主汽压力 NOx

RMSE �22 MAE RMSE �22 MAE RMSE �22 MAE

dynoNet 0.047 0 0.896 3 0.039 7 0.140 0 0.968 3 0.107 0 16.255 8 0.838 8 13.367 2

PILDOnet 0.031 2 0.950 6 0.026 2 0.119 7 0.976 8 0.090 7 15.621 5 0.851 1 12.590 0

daLDOnet 0.041 5 0.919 3 0.034 6 0.130 4 0.972 5 0.098 4 15.983 7 0.844 2 12.813 1

LDO-daPInet 0.025 3 0.969 9 0.021 4 0.111 3 0.980 1 0.082 4 14.586 4 0.870 2 11.964 4

 

表 4    各特征变量与主汽压力的互信息
Table 4    Mutual information between various
characteristic variables and main steam pressure

变量 描述 互信息

x 1 主汽温度 (机侧) 4.10

x 2 燃料量 3.99

x 3 锅炉汽包液位 3.90

x 4 阀门开度 3.90

x 5 主汽流量 3.63

x 6 二次风箱压力 3.61

x 7 机组负荷 3.53

x 8 负荷指令 3.41

x 9 锅炉汽包压力 3.38

x 10 调节级压力 3.35

x 11 冷一次母管压力 3.17

x 12 热一次母管压力 3.09

x 13 主汽压力设定 2.77

x 14 主给水流量 2.67

x 15 锅炉燃烧指令 2.65
x 16 背压 2.61
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图 7    主汽压力与锅炉结构示意图
Fig. 7    Schematic diagram of main steam

pressure and boiler structure
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�22

�22

主汽压力预测实验结果如表 2和图 8所示, 在
各对比方法中, FCNN方法预测效果最差,   仅为
0.672 2. FNO方法效果适中,   达到了 0.935 9, 但
仍低于 LDO-daPInet 方法的 0.980  1. DeepON-
et和 CNN拟合精度较为接近, ResNet方法在本数
据集中效果较差. LDO-daPInet模型的预测精度在
所有模型中是最高的, 各项性能指标都优于其他纯

数据驱动模型.

�22

�22

�22

LDO-daPInet方法主汽压力的消融实验结果
如表 3和图 9所示, 在 LDO-daPInet模型基础上
去掉物理损失项后, RMSE和MAE值都有所升高,
误差变大,   值从 0.980 1降低到 0.972 5. 在 LDO-
daPInet模型基础上去掉域适应损失项后,   值从
0.980 1降低到 0.976 8. 同时去掉物理损失项和域适
应损失项后,   值降低到 0.968 3, 验证了域适应损
失和物理损失项的加入有助于提高模型预测精度. 

3.3    NOx 数据集

NOx数据集与第 3.2节中的主汽压力数据集
来自同一电厂, 并且采集自同一批数据. 在该电厂
的脱硝系统中, NOx测点分为 A侧和 B侧 2个测
点, 它们的变化趋势保持一致, 本实验选择 A侧的
测点进行建模和分析. 选取 5 000组样本作为本次
实验数据, 前 2 500组作为训练集, 后 2 500组作为
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图 8    主汽压力数据集实验结果
Fig. 8    Experiment results of main steam pressure dataset

 

17
dynoNet: R2 = 0.968 3 PILDOnet: R 2 = 0.976 8 daLDOnet: R 2 = 0.972 5 LDO-daPInet: R 2 = 0.980 1

16

15

14

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00

�k
"­

	»
�Ë

 /M
P

a

�g�\&é

-O�Î�l
N´#{�l

-O�Î�l
N´#{�l

-O�Î�l
N´#{�l

-O�Î�l
N´#{�l

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00

�g�\&é

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00

�g�\&é

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00

�g�\&é

17

16

15

14

�k
"­

	»
�Ë

 /M
P

a

17

16

15

14

�k
"­

	»
�Ë

 /M
P

a

17

16

15

14

�k
"­

	»
�Ë

 /M
P

a

 

图 9    主汽压力数据集消融实验结果
Fig. 9    Ablation experiment results of main steam pressure dataset
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的实验. 首先, 本文将每个数据集的训练部分均匀
划分为 8个等份, 使用第一个等份进行模型训练.
随后, 每次训练时, 在上一次的基础上再增加一个
等份的数据, 直到使用全部数据进行训练. 将 LDO-
daPInet与 daLDOnet进行比较, 使用 MAE作为
评价指标. 图 14显示不同数据集下不同训练数据
规模的模型性能. 对于较小的训练数据规模, 物
理信息神经网络 LDO-daPInet 模型预测获得的
MAE值比不含物理信息神经网络 daLDOnet模型
的 MAE值低得多, 这种差异随着训练样本数的增
加而减少. 当训练数据规模达到一定水平时, LDO-
daPInet模型和 daLDOnet模型的预测误差趋于稳
定, 但 LDO-daPInet仍然保持一定的优势. 实验表
明, 将机理知识引入神经网络架构有助于网络更有
效地学习, 并且需要更少的训练数据来达到相对较
好的性能.
 

3.6    域适应正则项分析

�22

�22

本文模型引入最大均值差异的域适应正则化项
是为了解决工业过程中的概念漂移问题, 即降低数
据分布差异带来的影响. 为了评估所提方法的有效
性, 将不同的域适应策略分别嵌入 PILDOnet模型
进行对比, TCA嵌入 PILDOnet模型后记作 TCA-
PILDOnet, CORAL嵌入 PILDOnet模型后记作
CORAL-PILDOnet. LDO-daPInet模型与其他域
适应方法的比较结果如表 7 所示. LDO-daPIn-
et在 CSTR、NOx和主汽压力三个数据集上的关键
指标均优于其他域适应方法. 以 CSTR 数据集为
例, LDO-daPInet的 RMSE为 0.025 3, 低于 PIL-
DOnet、TCA-PILDOnet和 CORAL-PILDOnet方
法, 且  值达到 0.969 9, 表明其在拟合效果和预测
精度上具有明显优势. 在 NOx数据集中, PILDOn-
et的  值最高, MAE最低, 进一步验证了 MMD

 

表 6    各数据集机理模型与 LDO-daPInet模型对比结果
Table 6    Comparison results of mechanism and LDO-daPInet models across datasets

方法
机理模型计算值 LDO-daPInet预测值

RMSE �22 MAE RMSE �22 MAE

CSTR (不加噪声) 0.003 3 0.999 5 0.002 5 0.020 6 0.979 4 0.017 7

CSTR (加噪声) 0.040 2 0.923 2 0.033 8 0.025 3 0.969 9 0.021 4

主汽压力 0.180 7 0.947 2 0.131 4 0.111 3 0.980 1 0.082 4

NOx 16.873 8 0.826 4 14.614 2 14.586 4 0.870 2 11.964 4
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图 13    各数据集机理模型与 LDO-daPInet模型预测结果对比
Fig. 13    Comparison of the prediction results of the mechanism model and LDO-daPInet model for each dataset
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的有效性. 绘制四种模型的历史工况和当前工况隐
藏层状态变量  和  的核密度分布图, 如图 15
所示. 蓝色部分代表历史工况下神经网络隐藏层状
态, 橙色部分代表当前工况下神经网络隐藏层状态.
从核密度估计曲线可以看出, 在不同工况间存在分
布差异, 与 TCA-PILDOnet和 CORAL-PILDOn-
et相比, LDO-daPInet的训练集和测试集分布更为
一致, 表明其在域适应效果上的优势. 

3.7    关键参数分析

na nb � P

� DA

na nb

nb

na

na = 2 ; nb = 3

nb

na

na = 1 ; nb = 2 na = 1 ; nb = 3

本文算法有 4个重要参数: LTI层中多项式系
数的阶次  和 , 物理信息正则化项的超参数 ,
域适应正则化项的超参数 . 这些参数的选择可
以通过网格搜索得到. 线性动力算子神经网络的核
心要素是一个由有理传递函数描述的线性无限脉冲
响应动态算子, 网络中的参数对应着有理传递函数
中分子多项式和分母多项式的系数,   和  为分
子和分母的阶数. 超参数对于不同的任务有不同的
影响, 通过固定模型其他超参数, 可以观察到分子、
分母阶数的变化对模型预测误差的影响. 从图 16
可以看出, 在 CSTR数据集上, 随着分母阶数  的
增加, 不同分子阶数  取值的整体预测误差呈下降
趋势, 在  时误差取得最小值. 在 NOx
和主汽压力数据集上, 随着分母阶数  的增加, 不
同分子阶数  取值的整体预测误差都先减小后增
大, 分别在  和  时误差

取得最小值.
� P

� DA

� P � DA�
����� ��; ����� ��; ����� ��; ��; ����

	

k k = 5 k

� P

� P � DA

� DA = 0 :1;

� P = 0 :001 � DA = 0 :1;

� P = 0 :01 � DA = 0 :01; � P =

0:1

� P � DA

  是本文另一个重要的超参数, 它决定了物
理信息在训练过程中的重要性, 权重参数可以调整
物理信息项在损失函数中的占比, 从而控制模型对
物理信息的依赖程度.   决定了MMD正则项在
损失函数中的贡献程度, 即模型在训练过程中对于
源域和目标域之间分布差异的关注程度.   和 

取值范围均为 , 以 10 的
幂次形式递增, 尽可能覆盖各种可能的情况. 本实
验使用  折交叉验证方法,  , 记录  次迭代后
验证集上的平均评价指标, 各数据集预测结果三维
可视化如图 17所示. 从图中可以得出, 随着  的
降低, RMSE值呈下降趋势,   比  对模型精
度影响更大. CSTR数据集最优参数为 

, 主汽压力数据集最优参数为 

, NOx数据集最优参数为 

. 通过上述网格搜索结合交叉验证的方法, 可以
有效地确定  和  的最优值, 从而实现数据驱
动与物理信息约束之间的良好平衡. 

4    结束语

为了应对实际工业过程中由于工况变化等因素
造成概念漂移下的预测模型失效问题, 提出一种基
于线性动力算子的域适应物理信息神经网络建模方
法. 利用有理传递函数来构建描述线性无限脉冲响
应特性的动态算子, 进而构建能够反映系统动态特
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图 14    各数据集下不同训练样本量的模型性能
Fig. 14    Model performance with different training sample sizes on various datasets

 

表 7    LDO-daPInet与其他域适应方法的比较
Table 7    Comparison of LDO-daPInet with other domain adaptation methods

方法
CSTR 主汽压力 NOx

RMSE �22 MAE RMSE �22 MAE RMSE �22 MAE

PILDOnet 0.030 6 0.946 0 0.025 3 0.119 7 0.976 8 0.091 5 15.621 5 0.851 1 12.590 0

TCA-PILDOnet 0.028 9 0.950 9 0.024 0 0.116 5 0.977 9 0.085 8 15.589 5 0.855 2 12.520 2

CORAL-PILDOnet 0.029 9 0.948 8 0.024 8 0.121 8 0.976 9 0.089 2 15.572 9 0.852 3 12.867 6

LDO-daPInet 0.025 3 0.969 9 0.021 4 0.113 3 0.980 1 0.082 4 14.586 4 0.870 2 11.964 4
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图 15    各数据集不同域适应方法的比较
Fig. 15    Comparison of different domain adaptation methods across various datasets
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� P � DA图 17    不同数据集  和  对 RMSE的影响
� P � DAFig. 17    The impact of different datasets   and   on RMSE
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性的神经网络模型. 随后, 借助基于机理模型的物
理信息融入, 促使模型服从机理约束; 同时, 应用最
大均值差异的域适应方法, 降低不同工况下数据分
布差异带来的影响. 通过仿真模型数据和实际燃煤
发电过程数据对模型进行评估验证, 结果表明所提
出的 LDO-daPInet模型在变工况条件下能有效提
高模型预测性能.

虽然本文实现了基于线性动力算子的物理信息
神经网络建模方法, 并且通过域适应方法能够适应
工况的变化, 但面对实际中的各种复杂情况, 还需
要进一步深入开展理论和应用研究. 一方面研究自
适应的权重优化方法和参数在线递推更新的变工况
软测量方法, 另一方面探索干扰环境下鲁棒的物理
信息神经网络建模方法, 以提高模型在复杂干扰环
境下的实用性.
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