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梯度引导的 JPEG 压缩图像超分辨率重建
曹 坪 1, 2    林树冉 1, 2    张淳杰 1, 2    郑晓龙 3, 4, 5    赵 耀 1, 2

摘    要   在真实场景中, 图像往往同时遭受低分辨率、压缩失真及噪声等多种退化因素影响. 现有方法通常聚焦于单一退
化类型, 难以应对复杂的复合退化情况. 为解决真实场景中普遍存在的低分辨率与 JPEG压缩伪影复合退化问题, 提出一
种梯度引导的联合 JPEG压缩伪影去除和超分辨率重建网络. 该网络以超分辨率分支为主导, 融合 JPEG压缩伪影去除分
支与梯度引导分支的非对称特征, 实现了高质量图像重建. JPEG压缩伪影去除分支专注于压缩伪影抑制, 缓解了主导分支
的重建负担. 梯度引导分支则精准估计图像梯度, 引导主导分支恢复更多细节与纹理. 实验结果表明, 该方法提升了低分辨
率 JPEG压缩图像的重建质量.
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Gradient-guided Super-resolution Reconstruction for JPEG-compressed Images
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Abstract   In real-world scenarios, images are often affected by multiple degradation factors simultaneously, such as
low resolution, compression distortions, and noise. Existing methods typically focus on addressing a single type of
degradation, making them less effective when dealing with complex compound degradations. To tackle the com-
monly encountered compound degradation issue of low resolution and JPEG compression artifacts in real-world
scenarios, we propose a gradient-guided joint JPEG compression artifact removal and super-resolution reconstruc-
tion network. The proposed network adopts the super-resolution branch as the leading branch, which asymmetric-
ally integrates features from the JPEG compression artifact removal and gradient-guided branches to achieve high-
quality image reconstruction. The JPEG compression artifact removal branch focuses on suppressing compression
artifacts, thereby alleviating the reconstruction burden on the leading branch. The gradient-guided branch accur-
ately estimates image gradients to guide the leading branch in restoring fine details and textures. Experimental res-
ults demonstrate that the proposed method improves the reconstruction quality of low-resolution JPEG-compressed
images.
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近年来, 数据驱动的深度学习研究取得重大进

展[1−2], 逐渐在计算机视觉领域得到广泛应用. 然而,
受采集设备和采集环境的影响, 采集的图像分辨率
较低, 难以满足实际应用的需要. 因此, 图像超分辨
率 (Super-resolution, SR)作为一项经典的底层视
觉任务, 已经成为计算机视觉领域的研究热点[3−5],
被应用于人脸图像超分、医学影像超分、遥感图像
超分、深度图超分、压缩图像超分、老照片修复等场
景. 随着深度学习理论和卷积神经网络技术的不断
发展, 基于深度学习的图像超分辨率方法[6−8] 也不断
突破瓶颈, 展现出令人印象深刻的恢复性能. 对于
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图像中的高频和低频信息, 现有的方法通常使用单
个分支进行同时处理. 由于图像中的高频与低频信
息具有不同的统计特性, 仅采用单一分支网络同时
建模两类信息可能导致相互干扰, 进而对图像超分
辨率重建性能产生不利影响. 因此, 有研究提出双
分支结构的网络[9−10] 来分别处理高频和低频信息,
提升了图像重建效果. 此外, 一些研究尝试在额外
分支中引入图像内部先验信息[11−13], 如全变差先验、
稀疏先验、梯度先验等, 以辅助图像超分辨率. 然
而, 这类方法往往在不同分支中采用相似结构, 且
不同分支之间的信息交互机制较为简单, 导致先验
知识在网络中的潜力未能得到充分利用.

目前的超分辨率方法在构建高分辨率 (High-
resolution, HR)图像的退化模型时, 倾向于将其建
模为一个简单的双三次下采样过程[14−16]. 事实上, 这
种理想的退化模型在现实生活中并不多见. 在真实
场景中, 图像的退化往往受到多种因素的交织影响,
包括但不限于光学模糊、运动模糊、噪声干扰以及
压缩失真等. 因此, 有研究尝试针对多种退化构建
统一的架构[17−19], 以同时处理多种退化类型, 如噪声、
模糊、压缩伪影等. 然而, 这类研究通常假设每个输
入图像仅包含一种单一退化类型, 忽略多种退化之
间的潜在关系, 难以针对复合退化的特性进行深度
建模和优化. 在复杂退化场景下, 现有方法的性能
往往难以令人满意[20−23]. 特别地, 压缩失真作为一种
日常生活中极为常见的退化形式, 显著影响了图像
质量. 在社交媒体图片分享和网络视频传输等场景
中, 由于存储空间和传输带宽的限制, 有损压缩 (如
JPEG压缩)与下采样已成为必不可少的环节. 如
图 1所示, 经过 JPEG压缩与下采样退化的图像中
不仅存在明显的块状伪影, 还伴随模糊和噪声. 严
重退化的压缩图像对原始高分辨率图像中高频细节
的重建带来巨大挑战, 现有方法在应对此类复杂退
化时通常难以实现理想的重建效果.
  

 

图 1    JPEG压缩图像示例
Fig. 1    Examples of JPEG-compressed images

 

针对上述问题, 本文提出一种梯度引导的联合
JPEG压缩伪影去除和超分辨率网络 (Joint JPEG
compression artifact removal and super-resolu-
tion network, JCARSR). 该网络尝试引入多个分
支来分担主导网络的学习压力, 以降低复合退化任

务的学习难度. 具体来说, JCARSR的主导分支是
基于多尺度无非线性激活模块的超分辨率分支, 负
责去除 JPEG压缩伪影并重建高分辨率图像, 从而
实现对复合退化任务的精确求解. 而作为辅助的
JPEG 压缩伪影去除分支, 在保持与超分辨率主导
分支相似网络结构的基础上, 采用更轻量化的设计,
以促进两分支间的信息交互. 该分支致力于去除低
分辨率图像中的压缩伪影, 并通过动态反馈中间层
特征为超分辨率分支提供富有参考意义的优化导
向. 此外, 考虑到这种严重退化的图像中边缘纹理
部分所遭受到的破坏更加显著, 本文引入基于多尺
度交叉卷积模块的梯度引导分支, 为超分辨率分支
提供不同尺度和不同方向的边缘信息引导. 为模拟
真实退化过程, 本文对图像超分辨率领域现有数据
集施加低分辨率 (Low-resolution, LR)和 JPEG压
缩退化, 合成用于训练和测试的数据集. 实验结果
表明, 相比现有的组合式两阶段方法和经典超分辨
率方法, 本文提出的 JCARSR在简化图像处理流
程的同时, 进一步取得更优的恢复性能.

本文的组织结构如下: 第 1节简要回顾图像超
分辨率算法和 JPEG压缩伪影去除算法; 第 2节具
体介绍 JCARSR的整体框架; 第 3节详细给出对
比实验及分析结果; 第 4节总结全文. 

1    相关工作
 

1.1    图像超分辨率算法

I LR

I HR

I SR I SR

I HR

作为计算机视觉领域内一项经典的图像恢复任
务, 图像超分辨率的目的是将一张低分辨率图像

 作为输入, 在给定其对应的真实高分辨率图像
 的条件下, 预测出一张合理的高分辨率图像
, 并且要保证预测的高分辨率图像  尽可能

接近真实的高分辨率图像 . 由于低分辨率图像
相较于对应的高分辨率图像丢失大量高频信息, 图
像超分辨率任务面临极大挑战. 早期的图像超分辨
率方法, 比如传统的基于频域的方法和基于空间域
的方法等, 通过手动设计特征提取器和图像恢复算
法对图像进行重建. 但面对复杂的退化模型, 传统
方法通常难以胜任, 因为它们需要大量的人工参与
和经验积累. 相比之下, 基于深度学习的方法可以
将图像超分辨率任务建模为一个端到端可学习的过
程, 通过深度神经网络自动学习图像特征和恢复算
法, 从而避免手动设计的繁琐过程. 目前, 越来越多
的研究人员开始应用深度学习技术处理图像超分辨
率任务, 并在恢复性能上取得了显著进展.

基于深度学习的图像超分辨率方法[24−26], 根据
其上采样操作在网络中的位置不同, 可以将其划分
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为基于前置上采样的方法、基于后置上采样的方法、
基于渐进上采样的方法和基于交替迭代上下采样的
方法四种类型. 基于前置上采样的方法将上采样操
作置于网络输入之前, 如将卷积神经网络应用在图
像超分辨率领域的开山之作 SRCNN (Super-resol-
ution convolutional neural network)[7]. 这类方法的
设计是基于当时卷积神经网络的潜力尚未被充分挖
掘的背景, 研究者认为直接通过网络学习不同分辨
率图像之间的映射较为困难. 然而, 随着研究的深
入, 这类方法的计算代价高、对内存占用较大等问
题逐渐显现. 基于后置上采样的方法[27−30], 则将上采
样操作放置在网络末端, 是当前主流的图像超分辨
率方法. 这类方法使得一些计算代价大的操作可以
在低维空间被执行, 从而实现网络模型的计算量和
内存占用量显著降低. 此外, 还有方法将传统的上
采样操作替换为可学习的模块, 进一步避免了额外
噪声的引入和原始图像中模糊的放大. 然而, 面对
大尺度因子下的图像超分辨率问题时, 基于后置上
采样方法的恢复结果往往不尽人意. 因此, 有研究
人员提出基于渐进上采样的方法[31], 通过在网络中
放置多个可学习的上采样模块来逐步放大图像分辨
率, 将一个复杂的大问题分解为多个简单的子问题.
此外, Haris等[32] 首次尝试在超分网络中引入下采
样模块, 提出基于交替迭代上下采样的方法. 这种
方法能够充分挖掘出 LR图像和 HR图像间的相互
依赖关系, 并利用这种关系进行误差自我纠正以使
网络达到更好的重建性能. 

1.2    JPEG 压缩伪影去除算法

JPEG压缩是数据传输中常见的一种保证传输
效率的有损图像压缩方式. JPEG压缩过程中会产
生块噪声、颜色失真和模糊等伪影, 对图像质量产
生损害. JPEG压缩伪影去除与图像超分辨率任务
的目标相似, 均旨在从低质量图像中重建高质量图
像. 然而, 两者在任务定义上存在显著差异. JPEG
压缩伪影去除的目标是在保持分辨率不变的情况下
去除伪影, 而图像超分辨率旨在从低分辨率图像生
成高分辨率图像. 这两种复原任务的退化机制虽然
不同, 但在现实场景中往往高频共现, 进一步增加
了图像复原的复杂性. 传统的 JPEG压缩伪影去除
方法[33−35] 通常依赖于数字滤波器来抑制压缩过程中
产生的块状伪影. Foi等[36] 提出一种基于形状自适
应离散余弦变换的方法, 通过以逐点自适应的方式
定义变换集的形状, 从而有效减少了压缩伪影的影
响. Liu等[37] 通过离散余弦变换系数的拉普拉斯先
验、稀疏先验和图像块的图信号平滑先验来构建一

种有效的 JPEG图像重建算法. 尽管这些方法在一
定程度上能够促进压缩图像质量提升, 但通常依赖
于人为设计的规则和先验知识, 在处理复杂退化场
景时的表现仍有待进一步提升.

随着深度学习以及其他图像重建任务的发展[38−39],
基于学习的 JPEG压缩伪影去除方法因其出色的
性能受到广泛研究. Dong等[40] 首次提出一个四层
的卷积神经网络, 将深度学习引入 JPEG压缩伪影
去除领域. 随后, Zhang等[41] 将深度残差网络引入
JPEG图像去伪影, 使用更深的网络结构. Fu等[42]

提出一种深度卷积稀疏编码网络, 使用空洞卷积来
提取多尺度图像特征, 能够同时处理多个 JPEG压
缩级别. 针对多种质量因子, Li等[43] 通过恢复分支
和全局分支两个并行的分支实现了高度鲁棒的 JPEG
压缩伪影去除. Jiang等[44] 则直接预测可调节的质
量因子, 从而进一步控制伪影去除和细节保留之间
的平衡. Han等[12] 提出一种基于局部隐式神经表示
的连续余弦公式 JPEG解码方法, 能够直接对不同
质量因子的压缩图像进行解码. 还有方法 [17, 19] 将
JPEG压缩伪影与其他图像退化问题 (如噪声、模
糊等)视为相同的底层视觉恢复任务, 通过统一的
恢复框架进行处理, 从而提升图像质量的恢复效果.
如基于 Swin Transformer (Shifted window trans-
former)[45] 结构的 SwinIR (Image restoration us-
ing Swin transformer)图像恢复网络[46]. 但这类方
法的核心目标是通过一个模型处理多种独立退化,
难以有效应对复合退化场景. 

2    梯度先验引导联合网络
 

2.1    网络结构

如图 2所示, 本文所提出的 JCARSR由三个
分支组成, 分别为超分辨率分支 (Super-resolution
branch, SR Branch)、JPEG 压缩伪影去除分支
(JPEG compression artifact removal branch,
JCAR Branch)和梯度引导分支 (Gradient-guided
branch)分支. 它们均使用经过 JPEG压缩处理后
的低分辨率图像作为输入, 但各自拥有不同的优化
目标. 其中, 超分辨率分支作为整个网络的主导分
支, 负责重建去压缩伪影后的高分辨率图像; JPEG
压缩伪影去除分支和梯度引导分支作为两条协同工
作的辅助分支. JPEG压缩伪影去除分支致力于去
除低分辨率图像中的压缩伪影, 并利用中间特征
不断矫正主导分支的优化方向, 以有效减轻其在处
理此高难度复合任务时所面临的学习压力. 梯度引
导分支通过预测高分辨率图像梯度图来为主导分支
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提供关键的边缘纹理和结构线索. 此外, 考虑到超
分辨率分支所处理的任务极为复杂, 为避免该分支
与其余分支之间传递错误信息而产生负面影响. 本
文在分支之间交互时使用 Zamir等[47] 提出的选择
性核融合 (Selective kernel feature fusion, SKFF)
模块进行非对称单向信息融合策略, 严格确保超分
辨率分支的特征信息被有效隔离, 不会流向其他分支. 

2.2    超分辨率分支

3 � 3

f input

作为整个网络的核心, 超分辨率分支的优化目
标是重建去压缩伪影后的高分辨率图像, 它由两个

 卷积、一个上采样模块以及若干个多尺度无非
线性激活组 (Multi-scale nonlinear activation free
group, MSNAFG)构成, 而MSNAFG内部又包含
若干个多尺度无非线性激活模块 (Multi-scale non-
linear activation free block, MSNAFB)以及一个
跳跃连接. MSNAFB的具体结构如图 3所示, 特征

 在被输入该模块之后, 首先对其应用层归一
化 (Layer normalization, LN)技术以确保每一层
的输入数据分布保持相对一致, 不受前一层参数更
新的影响, 有效保障了模型训练过程中的稳定性.
此外, 层归一化还可以加快梯度传播速度, 缓解深
度神经网络中常见的梯度消失和梯度爆炸问题.

f LN = LN (f input ) �����	

之后, 经过归一化处理后的特征输入两个并行
且具有不同卷积核尺寸的卷积层中, 从而提取不同
尺度的梯度特征. 这种操作可以有效帮助网络捕捉
图像不同空间分辨率下的信息, 增强其表达能力与
适应性.

f 3� 3 = Conv3� 3(f LN ) �����	

f 5� 5 = Conv5� 5(f LN ) �����	

�3�I�M�P�L�E�'�A�T�E
然后将两个不同尺度的特征在通道维度执行拼

接操作并应用   [39] 模块来代替激活函数
实现非线性映射.

f SG = SimpleGate([f 3� 3; f 5� 5]) �����	
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图 2    JCARSR的网络结构
Fig. 2    Network architecture of JCARSR
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图 3    多尺度无非线性激活模块
Fig. 3    Multi-scale nonlinear activation free block
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�3�I�M�P�L�E�'�A�T�E

简单地堆叠若干卷积层所搭建出的网络在功能
上与单层卷积网络没有区别, 两者从本质上讲均只
能学习输入到输出的线性映射关系. 而通过在卷积
层之间引入激活函数可以赋予网络模型拟合非线性
映射的能力, 它是神经网络能够处理和学习复杂数
据关系的关键所在.   模块内部实现是将
特征在通道维度拆分成两部分并将它们相乘.

SimpleGate([f 3� 3; f 5� 5]) = f 3� 3 � f 5� 5 �����	

�

�3�I�M�P�L�E�'�A�T�E

其中,   表示逐元素相乘. 此外, 得益于该模块的巧
妙设计, 两个不同尺度的特征利用  模块
实现良好的交互与融合, 不同尺度间特征的优势互
补性得以充分发挥. 随后, 特征被输入混合注意力
(Mix attention, MA)模块以帮助网络自适应地提
取图像特征中的关键信息, 该模块的实现细节将在
第 2.3节中详细介绍.

f MA = MA (f SG ) �����	

f input

f MSNAF B
output

最后, 经过混合注意力模块加权处理后的特征
被输入一个卷积层中以对其进行深度精细化处理,
并将其与利用跳跃连接结构的原始输入特征 

相加得到此模块的最终输出特征 . 这一
设计可以大幅降低该模块的训练难度, 有助于优化
特征信息在网络中的传递和整合方式.

f MSNAF B
output = Conv1� 1(f MA ) + f input �����	

 

2.3    JPEG 压缩伪影去除分支

JPEG压缩伪影去除分支位于超分辨率分支的
上方, 它的优化目标为去压缩伪影后的低分辨率图
像. 该分支的引入旨在针对 JPEG压缩伪影这一独
立退化问题进行预先修复, 并在此过程中提取有价
值的中间层特征信息, 以便为超分辨率分支提供可
行的解决方案和优化方向, 减轻其学习负担和学习
难度. 为方便两条分支间的特征交互, JPEG压缩
伪影去除分支采用与超分辨率分支相似的网络结
构. 然而, 鉴于单一的去压缩伪影任务相对简单, 因
此该分支中的MSNAFG内MSNAFB的数量被设
置为超分辨率分支的一半, 这种设计能够显著减少
网络的参数量, 提高其计算效率. 其中, 混合注意力
模块的具体结构如图 4所示, 它由并行设置的通道
注意力模块和空间注意力模块构成. 对于通道注意
力模块, 它的目的是筛选出包含关键信息的特征通
道并赋予这些通道更高的权重以增强它们在模型中
的影响力.

f input具体而言, 原始特征  在输入后先对其执

[0; 1]

f CA

行逐通道全局平均池化操作来获取每个通道的全局
统计特性. 不同于最大池化操作, 全局平均池化操
作更侧重于反映每个通道内特征的整体分布情况,
不易受到极端值的影响而生成错误的注意力权重.
随后, 特征经过由两个逐点卷积层和一个 GELU[48]

激活函数构成的多层感知机来挖掘和建模通道间
复杂的依赖关系并增加其非线性. 最后, 利用 Sigmo-
id[39] 激活函数将输入的连续实值映射至  区间
的特性, 生成最终的通道注意力权重 , 从而实
现对各通道特征的有选择性强调与抑制.

7 � 7

f SA

对于空间注意力模块, 它旨在动态调节输入特
征在空间维度上各区域的重要程度, 使神经网络聚
焦于对图像恢复至关重要的空间区域, 即富含高频
纹理细节的区域. 鉴于这些区域通常表现为所有通
道中的极值, 因此在空间注意力模块中针对性地采
用更合适的最大池化操作来处理原始输入特征, 以
凸显特征内部的高频细节信息. 然后对特征应用一
个卷积核尺寸为  的卷积层来捕获更大空间范
围内的上下文信息以及更远距离的相互依赖关系.
此外, 在空间注意力模块的末端也同样采用 Sig-
moid函数生成最终的空间注意力权重 .

f SA = �3�I�G�M�O�I�D(Conv7� 7(MaxPool (f input ))) �����	

f CA f SA

f input

N � C � H � W N C

H W
f CA f SA N � C � 1 � 1 N �
1 � H � W

f CA f SA

之后, 混合注意力模块内部将通道注意力权重
 与空间注意力权重  相乘以实现它们之间的

有效融合. 假设原始输入特征  的维度大小为
, 其中  代表批量大小,   代表通

道数,   和   分别表示特征的高度和宽度, 那么
 和  的维度大小分别为  和 

, 两者的维度大小并不一致. 因此, 需要
在相乘之前利用广播机制将  和  扩充到相
同的尺寸.

 

f CA = �3�I�G�M�O�I�D(Conv1� 1(�'�%�,�5(Conv1� 1(AvgP ool(f input ))))) �����	
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图 4    混合注意力模块
Fig. 4    Mix attention block
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f MA = f CA � f SA �������	

f MA

N � C � H � W f MA

f input

f MA
output

其中,   即表示混合注意力权重, 它的维度大小
变为 . 最后, 对  与原始输入特
征  执行逐元素相乘即可得到该模块的最终输
出 . 得益于这种特殊的结合方式, 混合注意
力模块能够协助网络从纹理混叠的区域中提炼出
尽可能多的有用信息, 提升其在复杂环境下的处理
能力.

f MA
output = f MA � f input �������	

 

2.4    梯度引导分支

梯度引导分支的优化目标是生成高分辨率图像
的梯度图, 旨在通过提供图像的边缘纹理和结构轮
廓特征, 辅助超分辨率分支在恢复过程中强化细节
信息. 与现有方法[11, 13] 在图像超分辨率任务中直接
利用 LR图像生成梯度图作为梯度分支输入的方式
不同, 本文结合复合退化图像的特点, 提出一种更
稳健的梯度引导策略. 我们直接使用 LR原始图像
作为梯度分支的输入, 避免由复合退化 (JPEG压
缩与低分辨率)导致的梯度图初始误差. 为更加全
面且精确地从低分辨率图像中提取出边缘纹理信息

3 � 3

f input

[f 0
input ; f 1

input ; f 2
input ; f 3

input ]

来预测高分辨率图像的梯度图, 本文构建多尺度交
叉卷积组 (Muti-scale cross convolutional group,
MSCCG), 内部采用全新的交叉卷积结构. 梯度引
导分支共由两个  卷积、一个上采样模块以及
若干个多尺度交叉卷积组构成. MSCCG的具体结
构如图 5所示, MSCCG 由 3个多尺度交叉卷积模
块和一组非线性映射构成. 鉴于边缘信息在尺度变
换中呈现出高度敏感性, MSCCG整体采用一种特
征分组策略来探索不同尺度特征的内在特性与其相
互间的关联性. 对于输入特征 , 首先将其沿通
道维度平均分为四组 ,
每组特征的通道数为原始输入特征的四分之一. 然
后通过对每组特征应用不同数目的多尺度交叉卷积
模块 (Muti-scale cross convolutional block, MSCCB)
来分层次地强化结构信息. 这一设计策略的理论基
础在于随着卷积层的堆叠, 卷积神经网络的感受野
也会逐渐扩大, 进而捕捉更大空间范围内的上下文
信息.

f 3
MSCCB = MSCCB 3(f 3

input ) �������	

f 2
MSCCB = MSCCB 2(f 2

input ) �������	
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图 5    多尺度交叉卷积组
Fig. 5    Muti-scale cross convolutional group
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f 1
MSCCB = MSCCB (f 1

input ) �������	

f 0
MSCCB = f 0

input �������	

3 � 3

Gnonlinear

f MSCCG
output

随后, 将四组特征沿通道维度拼接后馈送到
由两个  卷积、一个 GELU激活函数以及一个
混合注意力模块构成的非线性映射组  中
进行特征细化并与原始输入特征相加, 即可得到
MSCCG的最终输出 .

f MSCCG
output = Gnonlinear ([f 0

MSCCB ; f 1
MSCCB ;

f 2
MSCCB ; f 3

MSCCB ]) + f input �������	

MSCCB的结构细节可参考图 5下半部分. 该
模块的核心设计思想是整合两个不同卷积核尺寸的
交叉卷积模块, 以更细致地捕获图像在多尺度、多
方向上的梯度信息. 交叉卷积模块如图 5所示, 由
两个并行排列的条状卷积核构成. 通过卷积核形状
的巧妙设计, 交叉卷积能够高效提取图像在水平方
向和垂直方向上的边缘特征. 相比串行结构, 并行
结构在保持高效运算的同时, 还能够最大程度地保
留输入特征中的有用信息. 

2.5    损失函数

L 1

I SR I HR

由于不同的分支各自承担着不同的优化目标,
因此本文依据各分支任务的特性分别设置适应性的
损失函数. 对于超分辨率分支, 本文使用计算效率
高且简洁的  损失函数, 以最大程度地减少该分
支预测出的超分辨率图像  和真实 HR图像 

间的平均绝对误差.

L 1 = �%I SR kI HR � I SR k1 �������	

其中, E表示取期望. 对于梯度引导分支, 本文采用
梯度损失函数以增强其对高频纹理细节的关注.

L grad = �%I SR �?G kI SR �?G � I HR �?G k1 �������	

I SR �?G I HR �?G

I HR

其中,   表示梯度引导分支的输出;   则
代表其对应的优化目标, 即通过在真实高分辨率图
像  上应用 Sobel算子沿垂直和水平方向计算得
到的梯度图. JPEG压缩伪影去除分支则将 Char-
bonnier损失作为其损失函数, 因为该损失在处理
异常值和突变时表现出较高的稳健性, 更适合去除
JPEG压缩所导致的块伪影.

L char = �%I LR �?Deblock

q
kI LR �?Deblock � I LR k2+ � �������	

I LR �?Deblock

I LR �

其中,   表示使用该分支去除块伪影后的
低分辨率图像;   表示该分支的优化目标;   是一
个小的正数常量, 以保证数值计算的稳定性.

综上所述, JCARSR的目标函数为上述三个损
失函数的加权和:

L total = L 1 + �L grad + �L char �������	

� � L grad L char

L total

其中,   和  作为训练超参数分别控制  和 
在  中所占的比重. 

3    实验
 

3.1    数据集

由于目前并没有针对该复合退化任务的数据
集, 本文对图像超分辨率领域内的常用数据集进
行复合退化处理, 选择 DIV2K [ 4 9 ] 作为训练数据
集, Set5[50]、Set14[51]、Urban100[52]、B100[53] 和 Man-
ga109[54] 作为测试数据集. 首先对上述数据集中的
高分辨率图像应用双三次插值下采样, 随后再对其
执行压缩因子为 10、20、30、40、80的 JPEG压缩
操作生成相应的低分辨率 JPEG图像, 以构建模型
训练和测试时使用的图像对. 本文方法的超分辨率
重建结果将在 YCbCr色彩空间的 Y通道上, 通过
峰值信噪比 (Peak signal to noise ratio, PSNR)和
结构相似性指数 (Structural similarity index
measure, SSIM)这两个客观评价指标来进行定量
评估. 

3.2    实验设置

10�Ã5�Ã10

� 1 = 0 :9 � 2 = 0 :999 � = 1 � 10� 8

1 � 10� 4 2 � 105

� �

本文将 JCARSR中 MSNAFG, MSCCG 和
SKFF 的数量分别设置为 . 其中, 超分辨
率分支和 JPEG压缩伪影去除分支各自分配 5个
MSNAFG, 而梯度引导分支则配置 5个 MSCCG.
对于 SKFF模块, 它被均匀地放置在三条分支之间.
在超分辨率分支内部, 每个MSNAFG包含 8个MS-
NAFB, 而 JPEG压缩伪影去除分支中 MSNAFG
内MSNAFB数量则被设置为 4. 训练过程中, 本文
采用 Adam优化器对模型进行训练, 其中超参数的
默认值为  ,   和  . 初
始学习率设置为 , 并在每  次反向传
播训练迭代后减半. 另外, 网络优化的目标函数中

 值设置为 0.1,   值设置为 0.5. 整个训练和测试
的流程在 PyTorch框架下实现, 利用 1张 Nvidia
GeForce RTX 3090加速计算. 

3.3    实验结果

为验证本文提出的 JCARSR 方法的有效性,
本文与 7 种先进的图像超分辨率方法: EDSR [27]、
RDN[28]、RCAN[29]、MDCN[30]、DRCT[55]、HMA[56]、
SwinIR[46] 以及 5种经典的 JPEG压缩伪影去除方
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法: ARCNN[40]、DnCNN3[41]、QGCN[43]、FBCNN[44]

和 JDEC[12] 进行定量与定性比较. 

3.3.1    定量分析
在本节中, 首先将 JCARSR与几种图像超分

辨率方法进行比较. 为确保实验结果的公正性与可
比性, 本文使用合成后的数据集对前述的 7 种超分
辨率模型进行重新训练, 且在训练过程中保持与
JCARSR一致的训练超参数配置和训练策略. 表 1
展示了这些方法在 5个合成数据集上进行 2倍和 4
倍超分辨率任务时的定量评估结果, 其中性能最优
的结果被加粗以突出显示, 次优的结果则用下划线
加以区分. 另外, 表 1还展示出各个模型对应的参
数量, 即“模型参数 (M)”列中的数据, “M”代表参
数量的单位为百万. 此外, 我们进一步比较不同模
型在 Set5数据集上的平均运行时间、性能和参数
量, 如图 6所示. 从结果可以看出, 我们的方法在保
持最优性能的同时, 实现较低的计算开销, 在性能
与效率之间达到最佳平衡.

由表 1可以看出, 在 2倍超分辨率任务中, 本
文所提出的 JCARSR模型在所有数据集上均取得
最优的 PSNR和 SSIM性能, 与 Set5、Set14、Urb-
an100、B100以及Manga109数据集上的次优方法
相比, PSNR值分别提升 0.13 dB、0.09 dB、0.17 dB、
0.05 dB、0.33 dB. 在 4倍超分辨率任务中, 由于图
像退化程度加深而导致该任务的恢复难度急剧增
加, JCARSR方法相较于其他对比方法的优势相对

减小一些, 但仍旧是其中最出色的. 从模型参数量
的角度来看, JCARSR在 2倍和 4倍超分辨率任务
中的参数量为所有方法中最少的, 分别为 10.10 M
和 10.40 M. 相较于参数量最大的 HMA方法, JCA-
RSR成功实现约 84% 的参数量缩减, 在取得卓越
性能的同时有效控制了模型复杂度, 足以证明本文
提出的 JCARSR联合优化框架的合理性.

此外, 为进一步证明 JCARSR的有效性, 本文
将去 JPEG压缩伪影的方法与图像超分辨率方法
相结合, 构建出若干个两阶段式方法, 从而实现与
JCARSR进行详尽的性能对比. 如表 2所示, 本文
对比多个先对图像去除 JPEG压缩伪影后再进行
超分辨率 (JCAR-SR)的组合式方法. 为最大程度
地展现出这类方法的性能优势, 本文在第二阶段中
选择上述所有超分辨率模型中恢复性能最为卓越
的 SwinIR方法, 以期能提供更具有说服力的对比
基准. 然而从表 2中的数据不难看出, 这种两阶段
组合式方法的表现并不尽如人意, 在两个尺度因子
下所有数据集上的恢复性能都远不及 JCARSR
方法, 甚至比表 1中重新训练的单阶段图像超分辨
率方法效果更差. 特别是在线条细节更加密集的
Manga109数据集上, JCARSR方法在 2倍和 4倍
超分辨率的情况下, 其 PSNR值分别比次优方法高
出 0.49 dB 和 0.30 dB. 这种情况出现的原因在于
两阶段串行处理会使得前一阶段产生的任何细微误
差都会在后续阶段中被显著放大, 最终导致图像整

 

表 1    JCARSR与经典图像超分辨率方法的定量比较
Table 1    Quantitative comparison of JCARSR with classical image super-resolution methods

对比方法 尺度因子 模型参数 (M)
Set5 Set14 Urban100 B100 Manga109

PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM

EDSR[27] 2 40.73 28.97/0.823 5 26.85/0.713 6 25.07/0.736 8 26.14/0.662 3 28.04/0.856 0

RDN[28] 2 22.12 28.92/0.822 7 26.82/0.712 6 24.97/0.733 5 26.11/0.661 3 27.98/0.854 8

RCAN[29] 2 15.44 29.00/0.823 6 26.83/0.712 5 25.08/0.735 5 26.13/0.661 0 28.02/0.855 0

MDCN[30] 2 13.12 28.91/0.822 0 26.80/0.712 0 24.92/0.731 1 26.11/0.660 7 27.91/0.853 0

SwinIR[46] 2 11.75 28.95/0.823 1 26.87/0.714 1 25.11/0.737 7 26.13/0.662 2 28.03/0.856 5

DRCT [55] 2 13.34 28.86/0.820 7 26.76/0.710 3 24.87/0.727 5 26.08/0.659 7 27.78/0.851 0

HMA[56] 2 66.49 28.79/0.818 3 26.71/0.707 7 24.73/0.721 4 26.04/0.657 5 27.64/0.847 1

JCARSR 2 10.10 29.13/0.826 9 26.96/0.715 8 25.28/0.742 3 26.19/0.663 7 28.37/0.860 9

EDSR[27] 4 43.09 25.03/0.711 8 23.91/0.600 5 21.87/0.589 1 23.86/0.558 8 23.26/0.727 0

RDN[28] 4 22.27 25.04/0.712 8 23.89/0.601 2 21.84/0.588 1 23.84/0.559 3 23.25/0.727 6

RCAN[29] 4 15.59 25.07/0.715 5 23.90/0.601 0 21.93/0.591 0 23.85/0.559 2 23.26/0.727 6

MDCN[30] 4 13.71 25.02/0.712 8 23.84/0.599 5 21.80/0.588 5 23.82/0.558 5 23.20/0.725 1

SwinIR[46] 4 11.90 25.03/0.714 5 23.93/0.602 2 21.94/0.592 8 23.86/0.560 0 23.29/0.730 7

DRCT [55] 4 13.48 24.95/0.711 1 23.86/0.598 8 21.79/0.584 2 23.82/0.558 0 23.16/0.724 4

HMA[56] 4 66.63 24.99/0.712 0 23.87/0.598 4 21.89/0.588 1 23.83/0.558 1 23.18/0.725 4

JCARSR 4 10.40 25.14/0.717 4 24.03/0.603 9 22.11/0.596 7 23.92/0.560 7 23.50/0.733 8
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体恢复精度的大幅度下滑. 此外, 去压缩伪影阶段
在消除 JPEG压缩伪影的同时有可能会在无意中
滤除部分有用的信息而对超分辨率阶段造成严重的
负面影响.

另外, 本文将 JCARSR方法与先对图像进行超
分辨率放大后再去除 JPEG压缩伪影 (SR-JCAR)
的组合式方法进行对比, 这里同样采用 SwinIR作
为超分辨率阶段的处理模型. 通过表 3可以看出,
利用这种方式恢复出的图像质量更差. 尤其是在对
Manga109数据集中的图像进行 2倍和 4倍放大时,
JCARSR方法相较于次优方法所取得的 PSNR值
优势分别高达 2.90 dB和 1.99 dB. 表 3中所揭示
的性能差距显著, 这主要源于图像在经历 JPEG压
缩后会产生十分明显的块伪影. 这些伪影在图像超
分辨率阶段中不仅未能得到有效抑制, 反而会因分

辨率的提升得到进一步加剧. 在随后进行的去压缩
伪影环节, 由于伪影已经扩散并在高分辨率空间中
固化, 导致其去除效果受限.

为进一步验证模型的广泛适用性, 我们在不同
JPEG压缩因子 (如 10、20、30、40、80)以及不同分
辨率尺度因子 (如 2、4)上, 与先前对比的方法中最
先进的 SwinIR方法进行对比分析, 实验结果如表 4
所示. 在 JPEG压缩损坏最严重 (压缩因子为 10)
的情况下, JCARSR取得最显著的性能提升, 其中
在 Manga109数据集上分别提升 0.34 dB (尺度因
子为 2)和 0.21 dB (尺度因子为 4). 从表中可以观
察到, 尽管随着压缩因子增大, 伪影对图像质量的
影响逐渐减弱, 我们的方法带来的增益有所下降,
但本文方法在不同 JPEG压缩因子下仍能保持稳
定且优越的性能, 进一步验证了所提方法的有效性
和鲁棒性. 综上所述, 本文所提出的 JCARSR方法
能够以端到端的方式高效完成 JPEG压缩伪影的
去除以及图像空间分辨率的放大, 有效规避了两阶
段串行组合式方法中可能出现的误差累积现象, 在
简化处理流程的同时取得了更优异的恢复性能. 

3.3.2    定性分析
为更加直观地展示出 JCARSR方法在图像高

频细节重建方面的强大能力, 本文展示 JPEG压缩
图像超分辨率后的图像细节. 如图 7所示, 我们将
上述使用合成数据集重新训练的图像超分辨率方法
及 JCARSR方法的 2倍超分辨率重建结果进行局
部放大. 从图中的恢复结果可以明显看出, 其他图
像超分辨率方法在处理建筑物结构这类密集且复杂
的纹理时, 常常难以避免结构失真问题, 具体表现
为建筑物中的线条方向发生错乱, 几何形状出现扭
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图 6    不同模型的性能与运行时间对比
Fig. 6    Comparison of performance and
runtime across different models

 

表 2    JCARSR与 JCAR-SR方法的定量比较
Table 2    Quantitative comparison of JCARSR with JCAR-SR methods

对比方法 尺度因子
Set5 Set14 Urban100 B100 Manga109

PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM

ARCNN[40] + SwinIR[46] 2 28.24/0.798 8 26.34/0.693 6 24.16/0.694 7 25.84/0.648 0 26.68/0.818 4

DnCNN3[41] + SwinIR[46] 2 28.54/0.810 3 26.50/0.701 7 24.40/0.707 0 25.96/0.654 2 27.01/0.830 4

QGCN[43] + SwinIR[46] 2 28.93/0.822 7 26.80/0.712 5 25.04/0.735 3 26.13/0.661 8 27.88/0.852 8

FBCNN[44] + SwinIR[46] 2 28.87/0.820 9 26.80/0.712 0 24.95/0.731 1 26.13/0.661 4 27.83/0.852 7

JDEC[12] + SwinIR[46] 2 27.76/0.792 0 25.70/0.667 8 23.63/0.672 4 25.39/0.623 6 25.61/0.802 4

JCARSR 2 29.13/0.826 9 26.96/0.715 8 25.28/0.742 3 26.19/0.663 7 28.37/0.860 9

ARCNN[40] + SwinIR[46] 4 24.60/0.680 6 23.57/0.582 6 21.41/0.556 3 23.68/0.548 5 22.55/0.688 1

DnCNN3[41] + SwinIR[46] 4 24.77/0.691 1 23.70/0.588 3 21.55/0.564 0 23.74/0.551 8 22.71/0.696 5

QGCN[43] + SwinIR[46] 4 25.04/0.708 5 23.93/0.599 5 21.93/0.587 5 23.86/0.557 7 23.17/0.720 0

FBCNN[44] + SwinIR[46] 4 25.02/0.708 0 23.94/0.599 9 21.88/0.585 1 23.87/0.557 8 23.20/0.723 6

JDEC[12] + SwinIR[46] 4 24.58/0.696 6 23.38/0.578 6 21.10/0.545 4 23.54/0.543 7 21.82/0.677 1

JCARSR 4 25.14/0.717 4 24.03/0.603 9 22.11/0.596 7 23.92/0.560 7 23.50/0.733 8
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曲, 甚至于在部分区域产生振铃伪影, 这极大地影
响了最终的图像质量. 相比之下, JCARSR方法却
能够有效地保留并恢复图像中的高频细节, 使得重
建出的纹理结构更加清晰且自然. 此外, 如图 8所
示, 本文对比先去压缩伪影再超分辨率的两阶段组
合式方法以进一步证明 JCARSR的有效性. 如图 8

中局部放大结果显示, 两阶段组合式方法由于处理
过程中存在误差累积效应导致恢复出的结果在细节
精度上相较于 JCARSR方法略显不足.

为验证本文提出的 JCARSR方法的泛化能力,
我们选择一组来源于网络以及手机拍摄的真实图
像[57], 这些图像的具体退化过程未知, 并与当前先

 

表 3    JCARSR与 SR-JCAR方法的定量比较
Table 3    Quantitative comparison of JCARSR with SR-JCAR methods

对比方法 尺度因子
Set5 Set14 Urban100 B100 Manga109

PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM

ARCNN[40] + SwinIR[46] 2 27.23/0.759 2 25.59/0.671 7 23.38/0.663 4 25.36/0.634 4 25.47/0.778 3

DnCNN3[41] + SwinIR[46] 2 26.75/0.735 5 25.23/0.657 3 23.01/0.644 2 25.13/0.625 3 24.88/0.750 7

QGCN[43] + SwinIR[46] 2 26.97/0.749 5 25.43/0.666 1 23.25/0.657 1 25.22/0.629 3 25.30/0.772 1

FBCNN[44] + SwinIR[46] 2 27.14/0.757 7 25.55/0.671 7 23.38/0.664 2 25.30/0.633 3 25.43/0.778 1

JDEC[12] + SwinIR[46] 2 27.25/0.760 1 25.62/0.670 1 23.46/0.661 9 25.34/0.631 5 25.71/0.788 0

JCARSR 2 29.13/0.826 9 26.96/0.715 8 25.28/0.742 3 26.19/0.663 7 28.37/0.860 9

ARCNN[40] + SwinIR[46] 4 23.46/0.613 4 22.56/0.536 8 20.56/0.508 9 23.02/0.518 1 21.48/0.627 8

DnCNN3[41] + SwinIR[46] 4 23.23/0.593 6 22.40/0.522 3 20.44/0.495 6 22.86/0.506 6 21.35/0.607 9

QGCN[43] + SwinIR[46] 4 23.45/0.612 4 22.56/0.535 0 20.57/0.506 8 23.00/0.517 2 21.50/0.624 6

FBCNN[44] + SwinIR[46] 4 23.46/0.613 8 22.58/0.536 1 20.58/0.507 9 23.01/0.518 1 21.51/0.625 3

JDEC[12] + SwinIR[46] 4 23.60/0.617 0 22.71/0.538 1 20.70/0.510 2 23.09/0.519 6 21.68/0.628 6

JCARSR 4 25.14/0.717 4 24.03/0.603 9 22.11/0.596 7 23.92/0.560 7 23.50/0.733 8

 

表 4    不同 JPEG压缩因子下的定量比较
Table 4    Quantitative comparison under different JPEG compress factors

对比方法 压缩因子 尺度因子
Set5 Set14 Urban100 B100 Manga109

PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM

SwinIR[46]

10 2 28.95/0.823 1 26.87/0.714 1 25.11/0.737 7 26.13/0.662 2 28.03/0.856 5

20 2 30.91/0.863 8 28.31/0.765 7 26.53/0.791 1 27.33/0.716 7 30.23/0.894 3

30 2 31.92/0.882 2 29.11/0.792 9 27.40/0.820 5 27.98/0.746 4 31.48/0.912 0

40 2 32.53/0.892 6 29.63/0.809 2 28.05/0.838 5 28.40/0.765 1 32.19/0.921 4

80 2 34.65/0.923 0 31.48/0.865 3 30.09/0.888 1 30.19/0.834 1 35.26/0.949 7

JCARSR

10 2 29.13/0.826 9 26.96/0.715 8 25.28/0.742 3 26.19/0.663 7 28.37/0.860 9

20 2 31.01/0.866 0 28.41/0.766 9 26.69/0.794 3 27.38/0.717 5 30.55/0.897 2

30 2 32.01/0.883 6 29.18/0.793 4 27.53/0.821 5 28.02/0.746 9 31.80/0.913 7

40 2 32.63/0.893 9 29.69/0.809 8 28.12/0.838 6 28.47/0.765 9 32.66/0.923 5

80 2 34.74/0.923 3 31.50/0.865 3 30.13/0.888 3 30.20/0.834 5 35.51/0.950 2

SwinIR[46]

10 4 25.03/0.714 5 23.93/0.602 2 21.94/0.592 8 23.86/0.560 0 23.29/0.730 7

20 4 26.50/0.757 7 24.95/0.636 9 22.88/0.637 7 24.70/0.591 7 24.77/0.775 4

30 4 27.48/0.782 5 25.56/0.657 2 23.42/0.663 1 25.13/0.609 5 25.59/0.798 6

40 4 28.04/0.795 4 25.89/0.669 5 23.78/0.680 6 25.42/0.621 6 26.14/0.814 1

80 4 29.89/0.840 9 27.24/0.722 9 25.02/0.736 0 26.45/0.673 3 28.33/0.862 6

JCARSR

10 4 25.14/0.717 4 24.03/0.603 9 22.11/0.596 7 23.92/0.560 7 23.50/0.733 8

20 4 26.66/0.760 8 25.07/0.638 7 22.99/0.638 6 24.76/0.592 5 24.94/0.776 7

30 4 27.54/0.782 6 25.60/0.657 8 23.51/0.663 7 25.18/0.610 4 25.78/0.800 6

40 4 28.07/0.795 7 25.97/0.671 5 23.87/0.681 3 25.47/0.623 4 26.39/0.817 1

80 4 29.94/0.842 4 27.31/0.724 6 25.06/0.736 2 26.50/0.674 5 28.41/0.863 7
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进的图像超分辨率方法 (SwinIR[46]、DRCT[55])和盲
图像超分辨率方法 (Real-ESRGAN[58]、DAN[59])的
重建效果进行对比. 由图 9可以看出, Real-ESRGAN
作为基于 GAN (Generative adversarial network)
的盲超分方法, 能够生成视觉上较清晰的图像, 但

部分区域出现错误伪影. 相比之下, 本文提出的 JCA-
RSR方法虽然并非盲图像超分辨率方法, 但在恢复
图像细节方面表现更优, 能够在减少伪影的同时,
保留更多边缘信息和高频纹理, 进一步验证了其在
复杂真实场景中的有效性. 

 

EDSR RDN RCAN

SwinIR JCARSR HR

EDSR RDN RCAN

SwinIR JCARSR HR 
 

图 7    JPEG压缩图像超分辨率视觉对比
Fig. 7    Visual comparison of JPEG-compressed image super-resolution

 

ARCNN + SwinIR DnCNN3 + SwinIR QGCN + SwinIR

FBCNN + SwinIR JCARSR HR

ARCNN + SwinIR DnCNN3 + SwinIR QGCN + SwinIR

FBCNN + SwinIR JCARSR HR 

图 8    两阶段 JPEG压缩图像超分辨率视觉对比
Fig. 8    Visual comparison of two-stage JPEG-compressed image super-resolution
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3.4    消融实验
 

3.4.1    网络模块消融

为探究本文所提出的多尺度无非线性激活模块、
混合注意力模块、多尺度交叉卷积模块对模型整体
恢复性能的影响, 本节针对上述三个模块设计并实
施一系列消融实验, 并将实验结果详细归纳于表 5,
其中“w/o MSNAFB”表示去掉多尺度无非线性激
活模块后的模型变体, “w/o MA”表示去掉混合注
意力模块后的模型变体, “w/o MSCCB”表示去掉
多尺度交叉卷积模块后的模型变体.

实验结果显示, MSNAFB的移除对模型性能

产生严重的影响, 这有力地证明 MSNAFB中的多
尺度操作能够更加全面地提取和利用特征信息, 对
提升图像恢复质量起到至关重要的作用. 类似地, MA
的移除同样导致模型性能的大幅下滑, 这揭示MA
内部独特的混合注意力机制在强化网络对图像关键
特征的关注度和优化学习路径方面发挥不可忽视的
功效. 另外, MSCCB的移除也在一定程度上削弱
了模型的性能, 这进一步验证MSCCB中的多尺度
和交叉卷积操作在捕捉和恢复图像高频细节方面的
重要地位. 综上所述, 多尺度无非线性激活模块、混
合注意力模块、多尺度交叉卷积模块在 JCARSR
中的有机结合与相互促进, 使得模型在处理 JPEG

 

JCARSR

JCARSR

JCARSR

Real-ESRGAN

Real-ESRGAN

Real-ESRGAN

Real-ESRGAN

SwinIR DAN DRCT

SwinIR DAN DRCT

SwinIR DAN DRCT

SwinIR DAN DRCT JCARSR 

图 9    在真实数据集上的超分辨率视觉对比
Fig. 9    Visual comparison of super-resolution on real-world datasets

 

表 5    网络模块消融研究
Table 5    Ablation study on the network block

对比方法
Set5 Set14 Urban100 B100 Manga109

PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM

w/o MSNAFB 29.00/0.823 2 26.84/0.712 2 25.00/0.731 1 26.12/0.660 8 28.06/0.854 5

w/o MA 29.01/0.823 7 26.85/0.712 4 25.02/0.731 6 26.13/0.661 0 28.08/0.854 5

w/o MSCCB 29.02/0.824 0 26.90/0.713 6 25.11/0.735 9 26.15/0.661 8 28.19/0.8570

JCARSR 29.13/0.826 9 26.96/0.715 8 25.28/0.742 3 26.19/0.663 7 28.37/0.860 9
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压缩图像超分辨率任务时, 能够更深入地挖掘并充
分利用图像内部的潜在信息. 

3.4.2    网络分支结构消融

+

本节对 JCARSR中三条功能各异的分支进行
消融实验以进一步验证其网络分支结构设计的有效
性. 表 6中展示出采用不同分支组合后的模型在五
个基准数据集上执行 2倍图像超分辨率时的恢复性
能, 其中“ISRB”表示图像超分辨率分支 (Image su-
per-resolution branch, ISRB), “GGB”表示梯度引
导分支 (Gradient guided branch, GGB), “CARB”
表示去压缩伪影分支 (Compression artifact re-
moval branch, CARB), 而“  ”则代表不同分支间
的结合. 为保证实验的公平性, 在移除任一分支后,
本文相应地在主导分支中添加一定数量的多尺度无
非线性激活模块以确保不同模型间的参数量维持在
相近水平. 通过对表中数据的对比分析可知, 仅由
图像超分辨率分支构建的基础单分支模型, 已经展
现出比较理想的恢复效果. 随着梯度引导分支的加
入, 双分支模型的恢复性能呈现出一定的增长趋势,
这一趋势突显 GGB在高频细节恢复引导方面的有
效性. 而当进一步融合去压缩伪影分支构成完整的
三支路模型时, 其恢复性能相比双支路模型提升显
著, 在 Set5、Set14、Urban100、B100和Manga109
数据集上 PSNR 值分别提高 0.08 dB、0.06 dB、
0.14 dB、0.04 dB、0.13 dB, 证明 CARB在缓解 IS-
RB学习压力方面起到了积极作用.

为进一步验证我们提出的 JCARSR方法的梯
度引导作用, 我们对上述不同网络分支结构生成的
梯度图进行可视化分析. 好的梯度图应在保留细节
的同时, 有效抑制伪影, 从而为主导分支提供更精
准的结构引导. 如图 10所示, 我们的 JCARSR方
法生成的梯度图包含更多细节信息. 当去除去压缩

伪影分支后 (w/o CARB), 梯度图中的细节明显缺
失, 进一步去除梯度引导分支 (w/o CARB & GGB),
则会导致整体图像模糊. 实验结果表明, JCARSR
方法通过梯度引导分支, 不仅能够增强边缘和纹理
细节的恢复能力, 同时有效减少了压缩伪影的影响,
从而提升了整体图像复原质量.
  

(a) JCARSR
(a) JCARSR

(b) 	ëL” CARB
(b) w/o CARB

(c) 	ëL”  CARB & GGB
(c) w/o CARB & GGB 

图 10    梯度引导视觉分析
Fig. 10    Visual analysis of gradient guidance

  

3.4.3    多分支融合方式消融
在使用特征融合模块 SKFF时, JCARSR特别

将其内部的信息流向控制为单向, 旨在实现特征信
息的定向传递. 为验证这种非对称特征单向融合策
略的有效性, 本节进行细致的消融研究. 如表 7所
示, 本文对比应用两种信息流动策略后的模型在五
个基准数据集上执行 2倍图像超分辨率任务时的恢
复性能. 其中“双向”表示 SKFF模块采用双向信息
流动方式, 生成两个独立的特征并分别流向不同的
分支; “单向”则代表 SKFF模块的信息流动方式为
单向, 仅产生一个特征并直接馈送到主导超分辨率
分支. 对比表中数据可知, 单向流动策略相较于双
向流动策略在 Set5、Set14、Urban100、B100以及
Manga109数据集上的 PSNR值分别提高 0.09 dB、
0.07 dB、0.18 dB、0.04 dB和 0.18 dB. 这是由于主
导分支承担的任务复杂性较高, 可能会在处理过程
中引入噪声信息. 而单向流动策略可以使其他分支
有效屏蔽主导分支中的噪声干扰, 专注于各自相对

 

表 6    网络分支结构消融研究
Table 6    Ablation study on the network branch structure

对比方法
Set5 Set14 Urban100 B100 Manga109

PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM

ISRB 29.02/0.824 2 26.89/0.713 7 25.11/0.736 6 26.15/0.661 9 28.20/0.857 5

+ISRB  GGB 29.05/0.824 2 26.90/0.713 9 25.14/0.737 3 26.15/0.662 1 28.24/0.857 8

+ +ISRB  GGB  CARB 29.13/0.826 9 26.96/0.715 8 25.28/0.742 3 26.19/0.663 7 28.37/0.860 9

 

表 7    多分支融合方式消融研究
Table 7    Ablation study on multi-branch fusion methods

信息融合方式
Set5 Set14 Urban100 B100 Manga109

PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM PSNR (dB)/SSIM

双向 29.04/0.824 2 26.89/0.713 6 25.10/0.735 6 26.15/0.661 8 28.19/0.857 2

单向 29.13/0.826 9 26.96/0.715 8 25.28/0.742 3 26.19/0.663 7 28.37/0.860 9
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简单的子任务, 进而提高了模型整体的恢复精度. 

3.4.4    梯度引导策略消融
为进一步验证梯度引导策略的有效性, 我们对

不同分支施加梯度损失, 并进行定量对比分析. 如
表 8所示, 当去除梯度引导分支, 仅在超分辨率分支上
施加梯度损失 (Gradient loss on ISRB, GL-ISRB)
时, JPEG压缩图像的超分辨率性能在 Urban100
数据集上下降 0.08 dB. 这一结果表明, 梯度引导分
支在提升图像恢复质量方面具有关键作用, 单纯依
赖梯度损失无法达到同等性能. 进一步地, 当保留
梯度引导分支并对其施加梯度损失 (Gradient loss
on GGB, GL-GGB)时, 模型整体性能达到最佳.
此外, 同时对超分辨率分支和梯度引导分支施加梯
度损失的情况下, 相较于仅使用 GL-ISRB, 恢复质
量仍有明显提升. 然而, 由于超分辨率和梯度引导
任务之间存在一定的影响, 我们最终仅在梯度引导
分支上施加梯度损失, 以在减少伪影的同时, 实现
整体最优性能. 

4    结论

本文针对 JPEG压缩图像超分辨率这一具有
挑战性的复合退化任务, 创新性地提出一种梯度先
验引导的联合 JPEG压缩伪影去除及图像超分辨
率网络, 旨在通过端到端的单次处理流程, 实现对
图像 JPEG压缩伪影去除和空间分辨率提升的双
重修复. JCARSR被设计成三分支的网络结构, 其
中 JPEG 压缩伪影去除分支用于分散主导超分辨
率分支压缩伪影去除方面的学习压力, 而梯度引导
分支则帮助减轻主导分支高频细节恢复方面的学习
负担. 此外, 为有效抑制噪声并实现优化线索的定
向传递, JCARSR的三个分支之间被嵌入多个单向
特征融合模块来控制非对称信息的流动. 实验结果
表明, JCARSR方法能够实现对 JPEG压缩图像
的高效重建和高精度复原.
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